Adatbanyaszati algoritmusok
Dr. Bodon Ferenc

2010. februar 28.

Copyright (©) 2002-2010 Dr. Bodon Ferenc

Ezen dokumentum a Free Software Foundation 4&ltal kiadott GNU Free Do-
cumentation license 1.2-es, vagy barmely azt koveté verzidjanak feltételei alapjan
méasolhatd, terjeszthet6 és/vagy modosithaté. Nincs Nem  Viltoztathaté  Szakasz,
nincs  Cimlap-szoveg, nincs  Hdtlap-szoveg. A licenc magyar nyeli forditdsa a
http://hu.wikipedia.org/wiki/A_GNU_Szabad Dokumentdciés_Licenc_szévege oldalon
talalhaté.

Permission is granted to copy, distribute and /or modify this document under the terms of the
GNU Free Documentation License, Version 1.2 (http://www.gnu.org/copyleft/fdl.html) or
any later version published by the Free Software Foundation; with no Invariant Sections, no
Front-Cover Texts, and no Back-Cover Texts. A copy of the license is included in the section
entitled ”GNU Free Documentation License”.



Koszonetnyilvanitas

Ezaton szeretnék koszonetet mondani Rényai Lajosnak, a Budapesti Miiszaki és Gaz-
dasagtudoméanyi Egyetem tanardnak az egész munka soran nyujtott segitségéért, hasznos
Otleteiért, utmutatasaiért, de legfOképpen azért, mert megismertetett az adatbanydszattal.
Koszonom Molnar-Saska Gabornak Pintér Martanak, Szabé Jacintnak, Hum
Katalinnak, Biro Istvannak és Fekete Zsoltnak az MTA-SZTAKI dolgozdinak
valoszintiségszamitassal kapcsolatos tandcsaikat.

Ko6szonom Buza Krisztiannak hasznos megjegyzéseit, otleteit, szemléletes példéit és a
kidolgozott abrait, amelyekkel hozzajarult a tanulmany sikeréhez.

Kiilon koszonet illeti Czibula Veronikat a tanulmany tébbszori, alapos atnézéséért és a
felfedezett hibak kijavitasaért. Marx Daniel rengeteg informacioval latott el a EKTEX, emacs,
Xfig hatékony hasznalatat illetéen. Koszonom neki a faradozasait.

Friedl Katanak, ifjabb Benczir Andrasnak, Lukacs Andrasnak, Maricza
Istvannak, Sarlés Tamasnak és Bereczki Tamasnak koszonom az értékes észrevételeit,
megjegyzéseit.

Ertékes észrevételeik és konstruktiv javaslataiért koszonet illeti a BME didkjait, tobbek
kozott (névsorrendben) Erds Pétert, Fekete Gébort, Hajnacs Zoltédnt, Lajké Pétert, Petrdczi
Attilat, Schlotter Ildikot, Szanto Adémot, Szoke Monikat és Varga Danielt.

Végezetiil kiillon koszonom Kedvesemnek, Moéninak, hogy esténként megteremtette az
irashoz és gondolkodashoz sziikséges nyugodt koriilményt, tovabba elfogadta és tamogatta ezt
a sok id6t felemészté hobbimat.



Tartalomjegyzék

Eloszo . . . . e 3
1. Bevezetés 6
1.1. Legjelentosebb adatbanyaszati feladatok . . . . . . . .. .. ... .. ... ... 8
1.2. A tudésfeltaras folyamata . . . . . . . . . ... 10
1.3. Adatbanyészat kontra statisztika . . . . . . . ... 13
1.4. Sikeres alkalmazasok . . . . . . . . . . .. 15
1.5. Szabvanyok . . . . . .. 18
1.6. Adatbanyaszati rendszer architektardja . . . . . . ... ... L. 19
1.7. Adatbanyaszat és az etika . . . . . .. ..o 20
1.8. Az adatbanyaszat feltételei . . . . . . . . . . . ... 22
2. Alapfogalmak, jelolések 24
2.1. Halmazok, relaciok, figgvények, sorozatok . . . . . . . ... ... ... .. ... 24
2.2. Linedris algebra . . . . . . . ..o 26
2.3. Grafelmélet . . . . . .. 26
2.4. Matematika logika . . . . . . ..o 27
2.4.1. Ttéletlogika . . . . . . . 27
2.4.2. Elsérendt logika . . . . . . .. 27

2.5. Valdszinliségszamitas . . . . . . . . ... 27
2.5.1. Nevezetes eloszlasok . . . . . . . . ... oL 27
2.5.2. EgyenlGtlenségek . . . . .. ..o 28
2.5.3. Entropia . . . ..o 28
2.6. Statisztika . . . . . . 29
2.6.1. Hipotézisvizsgalat . . . . . . . . . ... 29
2.6.2. A binomidlis proba . . . . . .. ... 30
2.6.3. Az F-proba . . . . . . . 30
2.6.4. A x%préba . .. ... 30
2.6.5. Fliggetlenségvizsgdlat . . . . . . . . . . ... 31
2.6.6. Student t-préba . . . . . ... 32

2.7. Algoritmus-elmélet . . . . . . ... 32
2.8. Adatstruktarak . . . .. .. 32
2.8.1. Szofak . ... 32
2.8.2. Piros-fekete fak . . . . . . . .. 34
2.8.3. Hash-tabla . . . . . . . . . . .. .. 34
2.9. Szamitogép-architekturak . . . . . ..o 34
2.9.1. Tobbszintli memoria, adatlokalitas . . . . . ... .. ... ... ... .. 35

i



2.9.2. Csovezetékes feldolgozas, elagazas-elérejelzés . . . . . . . . ... ... .. 35

3. Elofeldolgozas, hasonldsagi fiiggvények 37
3.1. Attribatum tipusok . . . . .. ... 37
3.2. Hasonlésagi mértékek . . . . . . . ..o 39

3.2.1. Bindris attribatum . . . .. ... 39
3.2.2. Kategoéria tipusu attribatum . . . . . . .. ... L 40
3.2.3. Sorrend tipusua attributum . . . . .. ... 40
3.2.4. Intervallum tipusd attributum . . . . . .. . ... ... ... ... 41
3.2.5. Vegyes attribatumok . . . . . .. ..o 42
3.2.6. Specidlis esetek . . . . .. 42
3.3. Elofeldolgozas . . . . . . . . 43
3.3.1. Hianyzo6 értékek kezelése . . . . . . . . . . ... 43
3.3.2. Attribatum transzformaciok . . . .. .. ... 44
3.3.3. Hibas bejegyzések, a zaj eltavolitasa . . . . .. .. ... ... ... ... 45
3.3.4. Adatok elrontasa, osszezagyvalasa . . . . . . ... ... 46
3.3.5. Diszkretizalas . . . . . . . . . 46
3.3.6. Normalizalds . . . . . . . . . . . ... 48
3.3.7. Mintavételezés . . . . . . . . . 48
3.3.8. Dimenzidcsokkentés . . . . . . ..o 55

4. Gyakori elemhalmazok 62
4.1. A gyakori elemhalmaz fogalma . . . . . . . . .. ... ... ... L. 62
4.2. Az APRIORI algoritmus . . . . . . . . . . .. .. 66

4.2.1. Jeloltek eloallitasa . . . . . . . . . . ... 67
4.2.2. Jeloltek tamogatottsdganak meghatarozasa . . . . . . . ... ... L. 67
4.2.3. Ritka jeloltek torlése . . . . . . ... 71
4.2.4. Zsdkutcanyesés . . . . ... Lo 71
4.2.5. A bemenet tarolasa . . . . . . .. ... 71
4.2.6. Tranzakciok szlirése . . . . . . . . . . . .. 72
4.2.7. Equisupport nyesés . . . . . . ... 73
4.2.8. Borgelt-féle tamogatottsag-meghatarozas . . . . . . . . . .. .. ... .. 75
4.2.9. Futési id6 és memoriaigény . . . . . . ..o Lo 76
4.3. Az ECLAT algoritmus . . . . . . . . . . . 80
4.3.1. kdei ... 82
4.3.2. lem . . ..o 82
4.4. Az FP-GROWTH algoritmus . . . . . . . .. .. .. ... 82
44.1. Az FP-cROWTH* algoritmus . . . . . .. . ... ... ... ... ... 86
4.4.2. Patricia . . . . . . 87
4.5. Elavult technikdk . . . . . .. ... o 87
4.6. Mintavételez6 algoritmus elemzése . . . . . . . . .. ... 87
4.6.1. Mintavétel nagysaga . . . . . . . ..o 87
4.7. Elemhalmazok Galois lezarja . . . . . . . . . .. .. oo 88
4.7.1. A zért elemhalmazok fogalma . . . . . ... ... 0oL 89
4.8. Kényszerek kezelése . . . . . . . .. 90

4.8.1. ExAnte . . . . . 90



4.9. Tobbszoros tamogatottsagi kiiszob . . . . . .. o000 oL 91

4.9.1. MSApriori algoritmus . . . . . . . ... 92

. Asszociaciés szabalyok 93
5.1. Az asszocidciés szabdly fogalma . . . . . . .. ... oL 94
5.1.1. Maximalis kovetkezményti asszociacios szabaly . . . . . . . ... .. ... 95
5.1.2. Egzakt asszociacids szabalyok bézisa . . . . . . ... ... L. 95

5.2. Erdekességi mutaték . ..o 96
5.3. Szabalyok fliggetlensége . . . . . . . . . . ... 97
5.3.1. lift érték . . . . .. 97
5.3.2. Empirikus kovariancia, empirikus korrelacié . . . . . . . ... ... ... 98
5.3.3. A xZ-statisztika . . . . . ... 99
5.3.4. A binomidlis proba . . . . . ... 101
5.3.5. Fisher-féle egzakt proba . . . . . . ..o 101
5.3.6. Tovabbi mutatészamok . . . . . . ..o 104
5.3.7. Asszociaciés szabalyok rangsora . . . . .. ... 105

5.4. Altalénosség, specialitds . . . . . .. L 106
5.5. Asszociacios szabalyok altalanositasa . . . . . . . . . ... ... L. 107
5.5.1. Hierarchikus asszociaciés szabalyok . . . . . .. . .. ... ... ... .. 107
5.5.2. Kategoéria asszociacios szabalyok . . . . . .. ..o 0oL 109

5.6. A korreldcié nem jelent implikaciot . . . . . . . ... 110
5.7. Asszociacids szabalyok és az osztdlyozas . . . . . . . . ... ... 111
. Osztalyozas és regresszid 113
6.1. Bevezetés . . . . . . . e 113
6.2. Az osztalyozas és a regresszio feladata . . . . . . . ... ... L. 114
6.2.1. Az elméleti regresszids gorbe . . . . . . ... 115
6.2.2. Maximum likelihood osztalyoz6 . . . . . . . .. .. ... ... ... .. 116

6.3. k-legkozelebbi szomszéd médszere . . . . . . ..o Lo 116
6.3.1. Dimenziéatok - Curse of dimensionality . . . . . . . . ... ... ... .. 118
6.3.2. A legkozelebbi szomszéd érzékenysége . . . . . . ..o 118
6.3.3. Az osztalyozas felgyorsitasa . . . . . . . .. ..o 120

6.4. Linedrisan szeparalhat6 osztalyok . . . . . . .. .. ... oo 122
6.4.1. Perceptron tanuldsi szabaly . . . . . .. .. .. ... ... 124
6.4.2. Winnow modszer . . . . . . . ... 124
6.4.3. Rocchio-eljardas . . . . . . . . ... 125
6.4.4. Linedris regresszid . . . . . . . ..o 126
6.4.5. Logisztikus regresszid . . . . . . ... 127

6.5. Mesterséges neurdlis halézatok . . . . . . . . .. ..o oL 131
6.6. Dontési szabalyok . . . . . . ..o 134
6.6.1. Szabalyhalmazok és szabalysorozatok . . . . . . . . ... ... ... ... 135
6.6.2. Dontési tablazatok . . . . ... oo 136
6.6.3. Az IR algoritmus . . . . . . . . ... 137
6.6.4. A Prism modszer . . . . .. .. 138

6.7. Dontési fak . . . ... 139

6.7.1. Dontési fak és dontési szabdlyok . . . . . . . ..o o0 140



6.7.2. A dontési fa el6allitasa . . . . . . . ... 141

6.7.3. Az ID3 algoritmus . . . . . .. ... 143
6.7.4. Feltételek a csomépontokban . . . . . . ... ..o 144
6.7.5. Vagasi fuggvények . . . . . ..o oL 144
6.7.6. Tovabbfejlesztések . . . . . . . . ... 146
6.7.7. Sulyozott divergenciafiiggvények alapjan definidlt vagasi fiiggvények . . . 147
6.7.8. Dontési fak nyesése . . . . ..o 149
6.7.9. Dontési fak dbrazolasa . . . . . . ..o 149
6.7.10. Hanyag dontési fak . . . . . . . . .. oo 150

6.8. Bayesi halozatok . . . . . . ... 150
6.8.1. Naiv Bayes-hdlék . . . . . . . . . ... 150
6.8.2. Naiv Bayes-hédlék és a logisztikus regresszié kapcsolata . . . . . . . . .. 152
6.8.3. Bayes hihetoségi hdlok . . . . . . .. ..o o 154

6.9. Osztalyozék kombindldsa . . . . . . . . . .. oo 154
6.9.1. Bagging . . . . . . . .. 154
6.9.2. Randomizalas . . . . . . . . . . . . ... 154
6.9.3. Boosting . . . . . . .. 154
6.10. Osztalyozok kiértékelése . . . . . . . . . . oo 154
6.10.1. Ertekezés . . . . . . 157
6.10.2. Hiba mérése regresszié esetében . . . . . . . . ... ... 157
6.10.3. Hiba mérése valoszintiségi dontési rendszerek esetén . . . . . . . . . . .. 158
6.10.4. Osztalyozdk hatékonysaganak mutatészamai . . . . . . . . .. . ... .. 159
6.11. Osztalyozdk Osszehasonlitdsa . . . . . . . . . .. . oo 161
6.11.1. Binomidlis proban alapulé osszehasonlitas . . . . . . . . . .. ... ... 161
6.11.2. Student proban alapulé osszehasonlitas . . . . . . . ... ... ... ... 162
6.11.3. Osztalyozdé moédszerek Osszehasonlitasa . . . . . . . ... ... ... ... 162

. Klaszterezés 164
7.1. Egy lehetetlenség-elmélet . . . . . . . . . . . ... 165
7.2. Hasonlésag mértéke, adatabrazolas . . . . . . . . . . ... .. ... ... ... 167
7.3. A klaszterek jellemzGi . . . . . . . . . ... 168
7.4. A klaszterezés ,,josaga” . . . . . . .. 169
7.4.1. Klasszikus mértékek . . . . . . ... 170
7.4.2. Konduktancia alapi mérték . . . . . .. ..o 171

7.5. Klaszterezo algoritmusok tipusai . . . . . . . ... oL 173
7.6. Particiondlo eljardsok . . . . . . ... oL 174
7.6.1. Forgy k-kozép algoritmusa . . . . . . .. ..o 175
7.6.2. A k-medoid algoritmusok . . . . . ... oL 175

7.7. Hierarchikus eljarasok . . . . . . . .. .o 177
7.7.1. Single-, Complete-, Average Linkage Eljarasok . . . . . .. ... ... .. 177
7.7.2. Ward médszere . . . . ... 178
7.7.3. A BIRCH algoritmus . . . . . . . . .. .. ... ... 178
7.7.4. A CURE algoritmus . . . . . . .. . ... ... ... 179
7.7.5. A Chameleon algoritmus . . . . . . . . ... ... ... 181

7.8. Strtiség-alapti moédszerek . . . . . ... 181

7.8.1. A DBSCAN algoritmus . . . . . . . .. .. .. ... ... ... 181



8. Ido&sorok elemzése

Webes adatbanyaszat

9.1. Oldalak rangsoroldsa . . . . . . . . . . .. L
9.1.1. Azegyszerti Page Rank . . . . . . . .. .. ... .. L.
9.1.2. Azigazi Page Rank . . . . . . . . .. ...

9.2. Webes keresés .

9.2.1. Gyfujtoélapok és Tekintélyek — a HITS algoritmus . . . . . . ... .. ...

9.2.2. A SALSA

moédszer (Jakabfy Tamds) . . .. .. .. .. ... L.

9.2.3. Gyitjtélapok, Tekintélyek és véletlen sétédk (Jakabfy Tamds) . ... . ..
9.2.4. Automatikus forras elallité - Gytjtolapok és Tekintélyek mddositasai . .
9.2.5. Gyfujtélapok és Tekintélyek modszerének hatranyai . . . . . . . . . ...

10.Gyakori mintak kinyerése
10.1. A gyakori minta definicidja . . . . . . . . ..o
10.1.1. Hatékonysagi kérdések . . . . . . . . . ...
10.2. Tovabbi feladatok . . . . . . . . . ..
10.2.1. Nem bovitheto és zart mintak . . . . . .. .. ..o

10.2.2. Kényszere

k kezelése . . . . ..

10.2.3. T6bbszoros tamogatottsagi kiiszob . . . . . . . . . . ...
10.2.4. Dinamikus gyakori mintakinyerés . . . . . . . . . .. ... 0L
10.3. Az algoritmusok jellemz6i . . . . . . . . ..o

10.4. Az APRIORI mo¢

dszer . . ..

10.4.1. Jeloltek eloallitasa . . . . . . . . . .. oL
10.4.2. Zart mintak kinyerése, az APRIORI-CLOSE algoritmus . . . . . . .. ..
10.5. Sorozat tipust bemenet . . . . . . ... Lo

10.5.1. APRIORI

10.5.2. Zaki médszere . . . . . ..
10.5.3. Mintanovel6 algoritmusok . . . . . . . .. ..o
10.5.4. Kétlépcesos technikak . . . . . . . . ..o
10.5.5. A zart mintak ,torékenysége” . . . . . ..o
10.5.6. Dinamikus gyakori mintabanyaszat . . . . .. . ... ... ... . ....

11.Gyakori sorozatok, bool formulak és epizédok
11.1. Gyakori sorozatok kinyerése . . . . . . . . ... L
11.1.1. A Gyakori Sorozat Fogalma . . . . . . . ... .. .. ... ... .....

11.1.2. APRIORI

11.1.3. Elemhalmazokat tartalmazé gyakori sorozatok . . . . . . . .. .. .. ..
11.1.4. Sorozat tipust minta altalanositasa . . . . . . . . . ... .. ... ...
11.2. Gyakori bool formuldk . . . . . . ... oo

11.3. Gyakori epizdédok

11.3.1. A tamogatottsdg definicidja . . . . . . . . . ...

11.3.2. APRIORI

183

184
184
185
188
188
188
192
194
195
196

198
199
200
201
201
202
203
204
204
204
205
207
208
208
210
212
214
216
217



12.Gyakori fak és feszitett részgrafok
12.1. Az izomorfia probléméja . . . . . . . . . ...
12.2. A gyakori graf fogalma . . . . . . .. ...
12.3. gyakori gyokeres fak . . . . . ... Lo
12.3.1. TreeMinerH . . . . . . . . . ..o
12.3.2. TreeMinerV . . . . . . . . . .
12.4. Gyakori részfak . . . . ..o
12.5. A gyakori feszitett részgrafok . . . . . . ..o
12.5.1. Az AcGM algoritmus . . . . . . . . ...
12.6. A gyakori részgrafok keresése . . . . .. ..o
12.6.1. Az FSG algoritmus . . . . . . . . . ..
12.6.2. gSpan . . . . ..

13.Adatbanyaszat a gyakorlatban
13.1. Felhasznalési teriiletek . . . . . . .. .. ..o
13.1.1. Az tgyfél életciklusa . . . . . . . . ..
13.1.2. Kereskedelem . . . . . . . . ... .o
13.1.3. Pénziigy . . . . . . . .
13.1.4. Biolégia és Orvostudomany . . . . . . . . . . ... ...
13.2. Az adatbanyészat boles6je: az elektronikus kereskedelem (e-commerce) . . . . .
13.3. Adatbanyasz szoftverek . . . . . . . ... Lo
13.3.1. Adatbanyaszati rendszerek tulajdonsagai . . . . . .. ... .. ... ...
13.3.2. Esettanulmanyok réviden . . . . . . . . ..o o000

Fiiggelék
Figgelék A . . . . o o

231
231
233
234
235
236
238
238
238
241
241
242

245
245
245
246
247
248
249
250
251
252

258



Jelolésjegyzék

Az alabbi tdblazat tartalmazza a jegyzetben hasznélt legfontosabb jeloléseket.
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dontési fakban a gyermekek szama
attributumok, elemek szama

, |7| tanitépontok szdma

3 S S0




Eloszo

A 90-es években a tarolokapacitasok méretének igen erdteljes névekedése, valamint az arak
nagymértékii csokkenése! miatt az elektronikus eszkozok és adatbézisok a hétkoznapi életben is
mind inkabb elterjedtek. Az egyszerii és olcso tarolasi lehetoségek a nyers, feldolgozatlan adatok
tomeges méretll felhalmozasat eredményezték, ezek azonban a kozvetlen visszakeresésen és el-
lendrzésen kiviil nem sok egyéb haszonnal jartak. A ritkan latogatott adatokbdl ,adat temetok”
(data tombs) alakultak ki [55], amelyek taroldasa haszon helyett koltséget jelentett. Ekkor még
nem alltak rendelkezésre olyan eszkozok, amivel az adatokba agyazott értékes informaciot ki
tudtak nyerni. Kovetkezésképpen a fontos dontések a dontéshozok megérzésein alapultak, nem
pedig az informacio-gazdag adatokon. Jol jellemzi ezt a helyzetet John Naisbitt hires mondasa,
miszerint , We are drowning in information, but starving for knowledge” (Megfulladunk az
informaciétél, mikozben tuddsra éheziink).

Egyre tobb teriileten meriilt fel az igény, hogy az adathalmazokbdl a hagyomanyosnél
arnyaltabb szerkezet1 informéciokat nyerjenek ki. A hagyomanyos adatbazis-kezel6 rendszerek —
a kozvetlen keres6kérdéseken kiviil, illetve az alapvetd statisztikai funkcidékon tul (atlag, szords,
maximalis és minimalis értékek meghatarozasa) — komplexebb feladatokat egyaltaldn nem tud-
tak megoldani, vagy az eredmény kiszamitasa elfogadhatatlanul hosszu id6be telt. A sziikség
egy 1j tudomanyteriiletet keltett életre, az adatbanyaszatot, amelynek célja: , hasznos, latens
informacio kinyerése az adatokbdl”. Az adatbdanyaszati algoritmusokat immar arra tervezték,
hogy képesek legyenek az arnyaltabb informacié kinyerésére akar oriasi méretlt adatbazisok
esetén is.

Az adatbanyédszat, mint ©nallo tudoményteriilet létezésérél az 1980-as évek végétdl
beszélhetiink. Kezdetben a kiilonbozé heurisztikdk, a matematikailag nem elemzett algorit-
musok dominaltak. A 90-es években megjelent cikkek tobbségét legfeljebb elhinni lehetett, de
semmiképpen sem kétely nélkiil meggy6zodni az egyes frasok helytallosagarol. Az algoritmusok
futasi idejérol és memoriaigényérol altalaban felszines elemzéseket és tesztelési eredményeket
olvashattunk. Az igényes olvaséban mindig maradt egy-két kérdés, amire emlités szintjén sem
talalt valaszt. Bizonyos kdosz uralkodott, amiben latszolag mindenre volt megoldas, am ezek a
megoldasok tobbnyire részlegesek voltak, tele a legkiilonbozobb hibakkal.

A XXI. szazadba valo belépéssel a kutatok korében egyre nagyobb népszertiségnek kezdett
orvendeni az adatbanyéaszat. Ennek két oka van. Egyrészt a novekvd versenyhelyzet miatt a
piaci élet szereploinek éridsi az igénye az adatbazisokban megbij6 hasznos informaciokra. A
novekvo igény novekvo kutatodi beruhdzasokat indukalt. Masrészt, az adatbanyédszat a maga
nehézségével, multi-diszciplinaris voltaval a kutatni, gondolkodni és 1jszerti problémakat meg-
oldani vagyod igényét tokéletesen kielégiti.

LA térolékapacitds novekedése még Moore jéslatat is jécskan feliilmilja. Az utébbi 15 év alapjén ugyanis a
tarol6kapacitds 9 hénaponként dupldzédik meg [110]



Sorra sziilettek meg a szinvonalas munkak, elemzések, Osszehasonlitasok, mint tiszta
iranyvonalak rajzolodtak ki a kdoszban. A megoldatlan, nyitott probléméakra még mindig ke-
ressiik a valaszt, igy valdszintiileg az adatbanyaszat diadalmenete még sokdig toretlen marad.

Ez a jegyzet a jelenlegi adatbanyéaszati problémakrdl és az azokat megoldd algoritmusokrol
sz0l. A teriiletek attekintése mellett az algoritmusok mélyebb szintii megismerése is a cél. Az
iras informatikus beallitottsagu olvasoknak késziilt. Feltételezziik, hogy az olvasé tisztaban van
algoritmus- [79] és adatbazis-elméleti alapokkal, tovabbd nem ismeretlen teriilet szdmara a
valoszintiségszamitas [7, 40] és a linedris algebra [115] sem.

A jegyzet célja az, hogy az adatbanyaszati apparatus olyan megismerését nyujtsa, melynek
segitségével az olvasé sikerrel oldja meg az egyre tobb teriileten felbukkand tjabb és tjabb
adatbanyaszati problémakat. Algoritmikus adatbanyaszatrol irunk, ezért azon mesterséges in-
telligencia teriiletéhez tartozo eszk6zok (mesterséges neurélis halézatok, genetikus algoritmusok
és fuzzy rendszerek), amelyekrol azt tartjak, hogy az adatbényészatban is hasznalhatdk, kevés
hangsulyt kapnak.

A jegyzet legfrissebb valtozata letéltheto a

http://www.cs.bme.hu/~bodon/magyar/adatbanyaszat

cimen talalhaté oldalrol.

A jegyzet nem végleges! Folyamatosan bdviil, véltozik. Egyes részek kisebb stlyt kapnak,
masok viszont jobban részletezettek. Orommel fogadok barmilyen észrevételt, javaslatot akar
helyesirasi, stilisztikai vagy tipografiai hibara vonatkozdan. Ezeket kérném, hogy a

bodon@cs.bme.hu

cimre kiildjék.

A tanulmény a Budapesti Miiszaki és Gazdasagtudoméanyi Egyetem miiszaki informatikusok
szamara kiirt Adatbdnydszati algoritmusok cimi targy hivatalos jegyzete. Adatbanyaszatbdl
laborgyakorlatok is vannak, amelynek sordan a hallgatok a weka szabadon hozzaférhet6 szoftvert
ismerik meg. Ezért taldlkozunk a jegyzetben lépten-nyomon weka hasznalati utasitasokkal.

Az irds KEIEX-ben készilt, eleinte a kile, késobbiekben az emacs szovegszerkesztd
segitségével. Egyes abrak Xfig-el, méasok a pst-node csomaggal lettek rajzolva. Az egész
munkahoz az UHU-linux operécids rendszer (http://www.uhulinux.hu) nyijtotta a stabil és
biztonsagos hatteret.

Ajanlott irodalom

El6szor azt kell tisztaznunk, hogy mitol jé egy adatbanyaszatrdl szolé konyv. A renge-
teg kutatas, projekt, konferencia és folydirat hatdsara sok adatbanyéaszati mddszert fejlesz-
tettek ki. Mintha elmozdultunk volna a ,Megfulladunk az informéciétél, mikozben tudésra
éheziink” kérbdl a ,Megfulladunk az elemz6 eszkozoktol, mikozben tudasra éheziink”. Egy
rossz adatbanyaszati konyv pusztan a modszerek ismertetésérol szol. Olyan érzéstink tamad,
mintha a kutatok mar mindent megoldottak volna és bévelkediink a jobbnal-jobb eszkozokben.
Ugyanakkor a megoldasok légnak a levegoben.

Egy j6 konyv ezzel szemben keretbe foglalja az eljarasokat, megmutatja hogyan jutunk el
az egyik modszerbol a masikba, mi a kozos és mitdl kiillonboznek egymastol a modszerek. Mivel



nincsen tokéletes adatbanyaszati eljaras, ezért ki kell térni a feladatok nehézségére a mddszerek
korlataira és hatranyaira is.

Ezen szempontok alapjén osztélyozzuk (egyt6l 6tig) a kovetkez6 két részben felsorolt kony-
veket. A pontok szubjektivek és e tanulmany szerzéjének véleményét tiikrozik.

Magyar nyelvii irodalom

Adatbanyasz téméaban az elsé magyar nyelvii konyv Pieter Adriaans and Dolf Zantinge
Adatbanydszat (1 pont) cimi konyve [1] volt. Mara a konyv elavult ezért nem ajanljuk senkinek.
2004-ben jelent meg a magyar nyelvii forditasa [54], ADATBANYASZAT — Koncepcidk és
technikdk (3 pont) cimmel Jiawei Han és Micheline Kamber nagy sikert konyvének [55]. Azdta
megjelent az angol nyeli konyv méasodik kiadédsa, ezért ha tehetjiik inkabb ezt olvassuk.

A legjobb magyar nyelvii adatbanyészatrol szolé konyvnek a Dr. Abonyi Janos éltal szer-
kesztett Adatbdnydszat a hatékonysdg eszkoze (4 pont) cimi kényvet [67] tekintjik. Remek
kiegészitése a jelen tanulmanynak. A konyvben helyet kapnak olyan témédk, amelyekrdél ebben
a tanulmanyban nem esik sz6 (pl. adattarhdzak, idésorok, regresszids technikak) habér fontos
lenne. Nagyon hasznos, hogy a moddszerek bemutatasa utan a szerzok kitérnek arra, hogy a
weka szoftvert hogyan kell bedllitani a modszer hasznalatdhoz. Mi is az ¢ példajukat kovetjiik.

Az adatbényészat rokonteriiletérél irt konyvet Tikk Domonkos Szdvegbdnydszat (5 pont)
cimmel. Kitlin6 {ras, ajanljuk mind informatikus hallgatoknak és kutatoknak, mind a téma
irant érdeklédéknek.

Angol nyelvii irodalom

Eibe Frank és Ian H Witten irta az egyik legnépszertibb adatbanyaszati konyvet Data Mi-
ning: Practical Machine Learning Tools and Techniques (5 pont) cimmel [142]. Fontos meg-
emlitentink, hogy Eibe Frank a weka egyik féfejlesztoje, ennek megfeleléen a konyv egy része
a weka hasznalatat targyalja. A konyv egyszertiségre torekszik, keriili a képleteket, a leirdsok
érthetoek és vilagosak. Az adatbdanyaszati cikkekkben gyakran az ellenkezdje figyelheté meg;
egyszerl elméleteket és megoldasokat elbonyolitanak, 1j terminologiat vezetnek be, tulzott for-
malizmust hasznalnak és elvesznek a figyelemelterel6 részletekben, mindez azért, hogy ne lassuk
a fatdl az erdot, a sok sortdl a lényeget. Ebben a konyvben az ellenkezo torekvés figyelheto meg,
legfontosabb a lényeg megértetése. Ha erre egy példa a legjobb eszkoz, akkor el is hagyjak a for-
malizmust, a preciz képleteket. Ajanljuk a konyvet ezért azoknak is, akik nem anniyra jaratosak
a matematikaban, viszont alkalmazni szeretnék az adatbanyaszati eszkozoket.

Masik kiemelked6 munka Trevor Hastie, Robert Tibshirani és Jerome Friedman altal szer-
kesztett The Elements of Statistical Learning: Data Mining, Inference and Prediction (5 pont)
cimii rendkiviil igényes konyv [57]. Az el6z6 konyvvel szemben ez a kényv méar komoly matema-
tikai felkésziiltséget feltételez. Aki viszont rendelkezik statisztikai alapokkal, annak kétségkiviil
hasznos lesz e olvasmany.



1. fejezet

Bevezetés

A szamitégép, korunk legdicsébb talalmanya, rohamléptekkel hodit teret maganak az élet
minden teriiletén. Egy generaci6 alatt nélkiilozhetetlenné vélt, amit sziileink még el sem tudtak
képzelni, szamunkra mar elvalaszthatatlanna valt munkanktol és szérakozasunktol egyarant.

Az Internet elterjedésével még intenzivebben érzékelhet6 a szamitégép térhoditasa. A
vildgon az egyik legnagyobb problémét, a tavolsdgot hidalta 4t. Uzleti és magéncélu érintkezések
valtak lehet6évé rovidebb ido alatt és hatékonyabban, mint valaha. Adatok milliéit kezelik és
szallitjak a szamitogépes rendszerek. Az informaciékon alapulé dontéshozatal ideje lerovidiilt,
hiszen a hozzaférés konnyebbé és gyorsabba valt. Az tizleti élet szerepldinek élete is felgyorsult.

Ma a vallalatok 1éte mulhat az informéaciék gyors és

pontos begylijtésén, elemzésén, a rugalmas fejlédésen, va- . Az  angol {tuddsok azt
lamint az innovacion. Egyre tobb felsd vezetd ismeri fel, dllapitottdk  meg, hogy  aki
hogy az Internet, az adatok elektronikus tdrolasa a vallalat | 1.+ jdr disco-ba, annak na-
szolgalataba allithaté. Az adatok azonban énmagukban nem gyobb valdszintiséggel alakul ki
hasznosak, hanem a beldliik kinyerheto, a vallalat igényeihez asztmdja.” Forrds: Slager radio,
igazodo, azt kielégitd informdcidkra lenne sziikség. Ez egy |9007. oktéber 9., 8 6ra 26 perc
ujabb sziikségletet teremt: egy olyan eszkoz iranti igényt,
ami képes arra, hogy informacioszerzés céljabdl elemezze a
nyers adatokat. Ez az 1j eszkoz az adatbanyaszat.

Adatbanyészati (data mining) algoritmusokat az adatbézisbdl torténd tudésfeltaras (know-
ledge discovery in databases) soran alkalmaznak. A tudéskinyerés adatbédzisokbdl egy olyan
folyamat, melynek soran érvényes, ujszeri, lehetéleg hasznos és végsé soron értheté mintdkat
fedeziink fel az adatokban. Ezt gyakran megtehetjiik kiilonbozé lekérdezések eredményeinek
vizsgalataval, azonban ez a megoldas lasst, draga és nem elég atfogé. Nem is beszélve arrol,
hogy az emberi szubjektivitas sokszor hibas, tovabbéa az adatbazisok olyan nagyok lehetnek,
hogy egyes lekérdezések elfogadhatatlanul lassan futnak le. Jogos tehat az igény, hogy a leg-
ismertebb, leggyakoribb elemzéstipusokhoz specialis modszereket, algoritmusokat fejlesszenek
ki, amelyek gyorsan és pontosan szolgaltatnak egy objektiv képet az adatbazisokban talalhato
,kinesrol”.

Sokféleképpen definidltdk az adatbanyaszatot. Felsorolunk néhanyat a legismertebbek koziil
kiemelve a kulcsszavakat:

— ,,The nontrivial of implicit, previously unknown, and potentially useful infor-
mation from data” (Piatetsky Shapiro)
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Heurisztika

‘ Statisztika }—-{ Gépi tanulés}-—{l\/[esterséges Intelligencia‘

}Algoritmus elm#—»
| Adatbazis elm.}—'lm | Alkalmazas [— Marketing |
|_Gréfelmélet f————

‘ Linedris alg. }—» HTelekommunikécié‘
| Csillagészat |

|Adatbanyaszat|

1.1. abra. Az adatbanyaszat kialakulasa

— ,,...the automated or convenient of patterns representing knowledge implicitly
stored or captured in large databases, data warehouses, the Web, ...or data streams.”

(Han [55], xxi oldal)

— ,...the process of patterns in data. The process must be automatic or (more
usually) semiautomatic. The patterns discovered must be meaningful...” (Witten [142],
5. oldal)

— e hidden information in a database.” (Dunham [35], 3. oldal)

2

— ,,...the process of employing one or more computer learning techniques to automatically
knowledge from data contained within a database.” (Roiger, 4. oldal)

Egyesek szerint az adatbanydszat, mint megnevezés némiképp szerencsétlen [54] . Ha
szénbanyaszatrél beszéliink, a szén banyaszasara gondolunk. Ezzel ellentétben adatbanyaszat
esetén nem adatot banyaszunk, hanem — amint a példakban is lattuk — a rejtett és szamunkra
hasznos tudast (informécidt), Osszefliggéseket keressiik egy nagy adathalmazban (,adathegy-
ben”).

Az adatbanyéaszatot az iizleti élet és a marketing keltette életre. Még ma is ezek az
adatbanyaszat f6 mozgatd rugdi. Szerencsére az adatbanyaszat lehetoségeit egyre tobb teriileten
ismerik fel, melynek eredményeként az alapkutatasoknak is egy fontos eszkoze lett. Alkalmazzak
az orvosbiologidban, genetikaban, tavkozlésben, csillagaszatban, ...

Az adatbanyészat egy multi-diszciplinaris tertilet. Az 1.1 abran lathato, hogy mely tu-
domaényteriiletek eszkozeit hasznélja az adatbanyaszat. Az adatbanyaszat tobb hangsilyt fek-
tet az algoritmusokra, mint a statisztika, és tobbet a modellekre, mint a gépi tanulds eszkozei
(pl. neurdlis halézatok). Méra az adatbanyaszat akkora teriiletté nétte ki magdt, hogy szinte
lehetetlen atlatni magas szinvonalon az egészet.
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1.2. dbra. Klaszterezés (bal oldali abra) és kiilonc pontok keresése (jobb oldali dbra)

1.1. Legjelentosebb adatbanyaszati feladatok

Feltehetjiik, hogy az adatbazis valamilyen objektumok (ligyfelek, betegségek, vésarlok, tele-
kommunikaciés események, .. . ) kiillonboz6 tulajdonsigait irja le. A tulajdonsag helyett gyakran
hasznédljuk majd az attributum szét!. Az adatbanydszat feladata a rejtett osszefiiggések, kapcso-
latok felderitése. Az Osszefiiggések tipusa szerint a kovetkezo adatbanyéaszati alapproblémaékrél
beszélhetiink:

Gyakori mintak kinyerése: Adott objektumok egy sorozata. Célunk megtaldlni a gyakran
el6forduld (rész-) objektumokat. Az objektumok lehetnek elemhalmazok vagy sorozatok,
esetleg epizddok (részben rendezések), grafok stb.

Attribitumok kozotti kapcsolatok: Gyakran hasznos, ha az objektumokra gy tekintiink,
mint az attributumok megvaldsulasaira és keressiik az Osszefiiggéseket az attributumok
kozott. Tobbféle oOsszefliggés 1étezik. Ilyenek példaul az asszocidciés-, korrelacios
szabalyok, a funkciondlis fliggéségek és hasonlésdgok. Az osztdlyozds is attributumok
kozotti osszefiggések felfedezésére szolgal. Az osztalyozasnal egy kitiintetett attribitum
értékét kell megjosolnunk a tobbi attributum értéke alapjan. Ezt egy modell felépitésével
teszi. Leggyakrabban a modell egy dontési fa, de lehet if-then szabalyok sorozata, vala-
milyen matematikai formula, vagy akar egy neurdlis halézat stb. is.

Klaszterezés: Objektumokat elére nem definidlt csoportokba (klaszterekbe) kell sorolnunk
ugy, hogy az egy csoportba tartozé objektumok hasonléak legyenek, mig a kiilonb6zo
csoportba keriiltek kiilonbozzenek egymastél. Két pont hasonldosagat egy elére meg-
adott (tdvolsdgszeril) fiiggvény segitségével szokas értelmezni. Klaszterezésre mutat példat
az 1.2 abra elso fele.

Sorozatelemzés: A sorozatelemzésbe tobbféle adatbanyaszati feladat tartozik. Kereshetiink
egyméashoz hasonlité (akdr rész-) sorozatokat. FEzen kiviil elemezhetjiik a sorozat ala-
kuldsat, és kiilonbozo regresszidos modszerekkel probalhatjuk megjosolni a jovobeli
valészintileg el6fordulé eseményeket.

1A kozgazdaszok a tulajdonsig helyett ismérvet, valamely tulajdonsdg konkrét értéke helyett ismérv
vdltozatot mondanak.
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Eltéréselemzés: Azokat az elemeket, amelyek nem felelnek meg az adatbazis altalanos jel-
lemzoinek, tulajdonsagaik nagy mértékben eltérnek az altalanostol kilonc pontoknak ne-
vezzik. A legtobb adatbanyaszati algoritmus az ilyen kiilonc pontoknak nem tulajdonit
nagy jelentéséget, legtobbszor zajnak vagy kivételnek kezeli 6ket. Azonban az élet egy-
re tobb teriiletén meriil fel az igény, hogy éppen az ilyen kiilonc pontokat talaljuk meg.
Eltéréselemzés f6bb alkalmazasi teriilete a masolas-, koppintaskeresés, tovabba a csalasok,
visszaélések, virusok, hackertamadasok kiszlirése. Kiilonc pontok kezelésére mutat példat
az 1.2 abra mésodik fele.

Webes adatbanyaszat: Az Interneten oriasi adattomeg talalhaté, igy az Interneten alapuld
informacio-kinyerd algoritmusok is az adatbanyészat tertiletéhez tartoznak. A jegyzetben
sz6 lesz intelligensebb keresésrol, oldalak rangsorolasardl, illetve hasonlé tartalmu oldalak
megtalalasardl.

Elofordulhat, hogy az adatbanyaszati rendszer, még megfeleléen megvélasztott paraméterek
mellett is, tul sok szabalyt, Osszefiiggést tar fel. Az egyik legnehezebb kérdés az, hogy ezek
kozil melyek az érdekesek. Erdekességi mutatokrél altalanossagban nem sok mondhaté el,
mert a kiilonbozé felhasznalési teriileteken mas-mas minta lehet hasznos. Megkiilonboztetiink
szubjektiv és objektiv érdekességi mutatokat. Egy minta mindenképpen érdekes, ha meglepd,
azaz eddigi tudasunknak ellentmond, vagy ujszerli, azaz tudasunkat kiegésziti. Ugyanakkor
egy informécié csak akkor érdekes, ha felhaszndlhato, azaz tudunk valamit kezdeni vele [127].
Azt, hogy egy szabdly mennyire meglepé — tobb-kevesebb sikerrel — tudjuk formalizalni. Az
Ujszeriiségrol és a felhasznalhatosédgrél azonban csak a teriilet szakértoje tud nyilatkozni.

Annak ellenére, hogy az adatbanyaszat egy 1j tertlet, a fentiekbol lathato, hogy régi, mar
ismert problémakat is magaba foglal. Gondoljunk itt arra, hogy klaszterez6 algoritmusokat
mar a 60-as években is javasoltak, vagy arra, hogy az osztdlyozds feladatat fiiggvény app-
roximacioként is felfoghatjuk, aminek irodalmaval tobb konyvespolcot is meg lehetne tolte-
ni?. Tehit az adatbdnydszatban gyakran nem maga a probléma 1j, hanem az adatok mérete,
tovabba az a kovetelmény, hogy az egyes algoritmusok futési ideje olyan rovid legyen, hogy az
eredmények a gyakorlatban elfogadhaté idon beliil érkezzenek. Az alkalmazdsokban nem ritkak
a giga- s6t terrabdjt nagysigi adathalmazok. A [36] {rdsban példaul egy beszamoldt olvasha-
tunk egy bank adatbazisanak elemzésérol adatbanyaszati eszkozokkel, ahol az tigyfelek szama
elérte a 190 milliot az adatok mérete pedig a 4 TB-ot. Ilyen méretek mellett mar kvadratikus
1épésigényi algoritmusokat sem engedhetiink meg. Latni fogjuk, hogy a legtobb adatbanyaszati
algoritmus a teljes adatbazist kevés alkalommal olvassa végig.

Skaldzhat6 (scalable) és hatékony (efficient) algorit-
musokat keresiink, amelyek megbirkéznak nagy méretii
adatbazisokkal. Elvdrjuk, hogy az adatbazis fontosabb |, pusztitia a spermiumokat.”
paramétereinek ismeretében az algoritmusok futdsi ideje |pyrras: http: //www.origo.
megjosolhaté legyen. Az oOridsi memoériaméretek miatt a hu/tudomany /elet/20040628amolfi ltelefon.
legtobb elemzendd adatbazis — megfeleld dtalakitdsokkal |p4mq
— valdszintileg elfér a memoridban, de mégis sokszor azt
feltételezziik, hogy az adat a hattértaron taldlhaté.

»Magyar kutatok szerint a mo-

2Vannak olyan eredmények is, amelyeket egyméastél fiiggetleniil megkaptak az adatbanyészat és a statisztika
kutatéi is. Példdul dontési fak eldallitasardl irt négy statisztikus egy kozismert konyvet [21]. Ekozben egy jeles
adatbanyasz kutato J. Ross Quinlan dontési fa el6allito szoftvert készitett. A két kutatdsban sok k6z6s modszer
lelhet6 fel.
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Az adatbazisok méretének novekedése miatt egyre fontosabbak a parhuzamosithaté algo-
ritmusok (lasd példaul particiés algoritmus rész). Ezek az adatbézist részekre osztjdk, majd az
egyes részeket kiillon memoriaval és hattértarral rendelkezo egységek dolgozzak fel, és végiil egy
kitiintetett egység egyesiti a részeredményeket. Szintén a méretnovekedés az oka azon algorit-
musok népszeriiségének, amelyek futasi ideje nagy mértékben csokkenthet6 valamilyen elézetes
informacidk (példaul korabbi futdsi eredmények) ismeretében (lasd asszociaciés szabélyok kar-
bantartasa rész).

1.2. A tudasfeltaras folyamata

A tudéskinyerés folyamata soran 6-10 fazist szokas elkiiloniteni [39, 55] attol fiiggben, hogy
mely 1épéseket vonjuk ossze (tekinthetjitk példdul az 1.3 dbrat):

értelmezés és
értékelés

adatbanyaszat

tudas

csOkkentés és

transzformacio I I I .
mintak
D transzformalt

adat

-
|

forras adat

kivalasztas

-~

adat

tisztitott adat

1.3. dbra. A tudasfeltards folyamata

I. Az alkalmazasi teriilet feltarasa és megértése, fontosabb elézetes ismeretek begytijtése, és
a felhasznalasi célok meghatarozasa.

II. Céladatbazis létrehozésa: kivdlasztani a haszndlni kivdnt adatbézist, (vagy annak csak
egy részét), amibdl a tudést ki akarjuk nyerni.

ITI. Adattisztitas: itt olyan alapveto operaciokat értiink, mint a téves bejegyzések eltavolitasa,
hidnyos mezok potlasa, zajok sziirése stb. Zajon az adatba épiilt véletlen hibat értiink.
Vannak zajok, amelyeket egyszerii felfedezni és javitani. Példaul sztring érték ott, ahol
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szamot varunk, vagy felsorolas tipusi attribitumnal érvénytelen érték talalhaté. Sajnos
sok esetben a hiba észrevétlen marad (példdul 0.53 helyett 0.35 érték gépelése).

IV. Adatintegracio: a feldolgozas szamara fontos, esetleg elosztott adatbazisok egyesitése.
A harmadik és negyedik lépést egyiitt gyakran nevezik az adatok el6feldolgozasanak.
A kiilonboz6 forrasbdl vett adatok integracidja soran sok problémaba ititkozhetiink. A
kiillonb6zo osztalyok kiilonb6zo modon taroljak adataikat, kiilonb6zo konvencidkat kovet-
nek, kiilonboz6 mértékegységeket, elsodleges kulcsokat és elnevezést hasznalhatnak és
kiilonféle hibak lehetnek jelen. Az egész céget atfogd adatintegraciot adattarhazban
taroljak, mely egy specidlis, az elemzést tdmogaté adatbdzis.?

V. Adattér csokkentés: az adatbazisbdl a cél szempontjabdl fontos attribitumok kiemelése.

VI. Adatbanyaszati algoritmus tipusanak kivalasztasa: eldonteni, hogy a megoldandé feladat
klaszterezés, vagy szabaly-, illetve mintakeresés, esetleg osztalyozas.

VII. A megfelel6 adatbanyédszati algoritmus meghatarozasa. Elényeinek, hatranyainak, pa-
ramétereinek vizsgalata, futasi ido- és memoriaigény elemzése.

VIII. Az algoritmus alkalmazasa.

IX. A kinyert informécié értelmezése, esetleg visszatérés az el6z0 lépésekhez tovabbi fi-
nomitasok céljabol.

X. A megszerzett tudas megerGsitése: Osszevetés elvarasokkal, elOzetes ismeretekkel.
Eredmények dokumentélasa és atadasa a felhaszndlonak. Egy adatbanyaszati elemzés
eredménye akkor ,nem felel meg az elvarasainknak”, ha nem sikeriil semmilyen 1j, hasz-
nos és természetesen valds Osszefliggést feltarni. Ennek nyilvan tobb oka is lehet, a kovet-
kez6kben két példat mutatunk [25].

1. Eléfordulhat, hogy rosszul vélasztottuk meg az elemzéshez (adatbénydszathoz)
hasznélt algoritmust vagy ennek paramétereit, és egy mésik eljarassal (vagy méas pa-
raméterekkel) talalni fogunk valamilyen érdekes Osszefiiggést. Szemléletesen szdlva:
maés oldalrdl ranézve az adathegyre, lehet, hogy latunk rajta valami érdekeset.

2. Természetesen az is lehetséges, hogy az adatok egyaltalan nem rejtenek semmiféle
1j, a gyakorlatban hasznosithaté osszefliggést. Ekkor — sajnos — teljesen elolrol kell
kezdeni a folyamatot, 1j adatok gytjtésével.

3A ,hétkoznapi” miikodést tdmogaté operativ adatbézis, és az adattdrhdzak kozotti kiilonbségre egy
szemléletes példa az aldbbi [25]: Ha tudni szeretnénk Kis Janos aktudlis szdmlaegyenlegét, akkor ezt egy ope-
rativ adatbdazis alapjan pontosan és gyorsan meg tudjuk hatdrozni. Egy ,atfogébb” kérdés — példaul: ,,Ho-
gyan alakultak az tigyfelek bankban elhelyezett megtakaritdsai az elmult 12 hénapban?” — megvalaszoldsa
egy operativ adatbéazis esetén bonyolult lehet, és sok ideig tarthat. Egy adattarhaz az utébbi kérdésre gyors
valaszt tud adni, tAmogatva ezaltal a dontéshozdkat. A valasz azonban nem teljesen pontos: ha délutan 4-kor
kérdezziik le az utébbi 12 hénapbeli megtakaritdsokat, abban még nem biztos, hogy benne lesz Kis Janos aznap
délel6tt lekotott betétje. Az adattarhaz adatai tehat nem feltétleniil abszolit frissek, nyilvéan sziikséges azonban
a periodikus frissitésiik. Adattarhdzak alkalmazasakor a trendek, folyamatok elemzése a cél. Az, hogy nem az
aktudlisan legfrissebb adatokkal dolgozunk, altalaban nem okoz gondot, feltéve, hogy a legutébbi frissités éta
nem kovetkezett be radikalis valtozas. Ugyanakkor Kis Janos nyilvan nem oriilne, ha a betét elhelyezése utan
este lekérdezve szamlajat ,nem latna” a pénzét, mert a periodikus frissités csak hetente egyszer esedékes: az 6
igényeinek nyilvan az operativ adatbézis felel meg.
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A sikeres adatbanyészati projektekben az elso 5 1épés teszi ki az ido- és pénzraforditasok
legaldbb 80%-at. Ha a célok nem kellképpen dtgondoltak és a banydszandé adatok nem elég
minoségiek, akkor konnyen elofordulhat, hogy az adatbanyasz csak vaktaban dolgozik és a
kinyert informacionak tulajdonképpen semmi haszna sincs. A tudasfeltaras soran elengedhe-
tetlen, hogy az adatbanyasz és az alkalmazasi teriilet szakértéje szorosan egyiittmiikodjon, a
projekt minden fazisdban ellenérizzék a betartandd iranyvonalakat. Nézziink erre egy példat:
ha adatbanyaszati eszkozokkel sikeriil kimutatni, hogy X betegséggel gyakran egyiitt jar Y be-
tegség is, a kutatéorvos képes eldonteni azt, hogy ez valoban igy van-e: megvizsgalhatja, hogy
ugyanezen Osszefiiggés més adathalmaz esetén is fennéll-e (esetleg direkt ebbél a célbdl gytijt
adatot). Ha igen, akkor kideritheti azt, hogy az egyik betegség soran keletkezik-e olyan kémiai
anyag, vagy elszaporodott-e olyan korokozo, mely hozzajarul a masik betegség kialakulasahoz.
Ezek alapjan azt mondhatjuk, hogy az adatbanyasz ,tippeket” ad a kutatéorvosoknak. Ezen
»tippek” jelentéségét nem szabad aldbecsiilniink: ezek évhatjak meg a kutatdorvost attol, hogy
— szemléletesen fogalmazva — ,,rossz helyen tapogatézzon”. Az adatbanyaszat tehat elsé sor-
ban 1j, igéretes hipotézisekkel jarulhat hozza a kozegészségiigyi kutatasokhoz.

A kovetkezo valds példa is az adatbanyasz és a kutatoorvos szerepét szemlélteti. Egy
adatbanyasz az életmodra és a megbetegedésekre vonatkozé adatokat elemezve juthat arra
a kovetkeztetésre, hogy a prosztatarak osszefligg a szenesedésig siitott hus fogyasztasaval. Ez-
zel ,irdnyt mutat” a kutatdorvosnak, aki a hattérben rejlé kémiai reakcidékat és azok bioldgiai
kovetkezményeit tarja fel. Ez a konkrét esetben lényegében igy is tortént: elébb tartak fel a jol
atsiitott hus fogyasztasa és a prosztatarak gyakorisaga kozotti 0sszefliggést, majd megtalaltak
a hus sttéskor keletkez6 PhIP vegyiiletet és kimutattak, hogy hatasara prosztatarak alakulhat
ki [62].

Ez a jegyzet a 6. és 7. 1épéseket veszi szemiigyre: rendelkezésiinkre all egy adatbazis, tud-
juk, milyen jellegii informéaciora van sziikségiink, és az adatbanyasz feladata, hogy ennek meg-
oldasara minél gyorsabb és pontosabb algoritmust adjon.

Altaldnosabban kétféle adatbanyaszati tevékenységet kiilonitiink el:

Feltaras: A feltaras soran az adatbazisban talalhato mintakat keressiik meg. A mintak legtobb-
szor az altalanos trendeket /szokdsokat /jellemzoket irjék le, de vannak olyan alkalmazasok
is (példdul csalasfelderités), ahol éppen az dltalanostdl eltérd /nem vart mintakat keressiik.

Elorejelzés: Az elorejelzésnél a feltart mintdk alapjan probalunk kovetkeztetni a jovore.
Példaul egy elem ismeretlen értékeit probaljuk elorejelezni az ismert értékek és a feltart
tudas alapjan.

Négy fontos elvardsunk van a megszerzett tuddssal kapcsolatban: (1) legyen koénnyen
érthetd, (2) érvényes, (3) hasznos és (4) tjszerti. Az érvényesség eldontése a teriilet szakértoje
mellett az adatbdnydsz (esetleg statisztikus) feladata is. Eléfordulhat, hogy helyes modellt
adtunk, az algoritmus is jol miikodott, mégis a kinyert szabaly nem fedi a valésagot. Bonfer-
roni tétele arra figyelmeztet benniinket, hogy amennyiben a lehetséges kovetkeztetések szama
tul nagy, akkor egyes kovetkeztetések tényleges valdsdgtartalom nélkiil igaznak mutatkoznak,
tisztan statisztikai megfontolasok alapjan. Az egyik legjobb példa a valdosagtartalom nélkiili
szabaly kinyerésére az alabbi megtortént eset. Amerikdban a Dow Jones atlag becsléséhez ke-
resni kezdték azt a terméket, amely dranak alakulasa leginkdbb hasonlitott a Dow Jones atlag
alakulasdhoz. A kapott termék a bangladesi gyapot volt.



1. FEJEZET. BEVEZETES 13

Az adatok illetve a kinyert informaciék megjelenitésének moédja legalabb annyira fontos,
mint az Osszefliggések meghatarozdsa. A végfelhaszndlokat (akik altaldban vezeték) jobban
megragadja egy jol elkészitett abra, mint kiillonb6z6 matematikai strukturak nyers télaldsa. A
megjelenités tehat fontos része az adatbanyaszatnak. Ezt jol igazolja, hogy nagy sikert kony-
velnek el az olyan adatbanyaszati szoftverek, amelyek adatbanyéaszati algoritmusokat nem is
futtatnak, pusztdn az adatokat jelenitik meg intelligens médon (hdromdimenziés, szines, for-
gathaté dbrak). Ezeknél a rendszereknél az osszefiiggéseket, mintazatokat, kozos tulajdonsdggal
rendelkezd csoportokat maguk a felhaszndlok veszik észre. Az adatbanyaszati szoftverekrél
részletesebben a 13. fejezetben olvashatunk.

1.3. Adatbanyaszat kontra statisztika

Nehéz definidlni, hogy egy feladat és annak megoldasa mikor tartozik a statiszti-
ka és mikor az adatbanyéaszat felségteriilete ala. A statisztika tobb hangsulyt fektet hi-
potézisek vizsgalatara, mig az adatbanyaszatban a hipotézisek megtalalasanak modja all a
kozéppontban. Az adatbanyéaszat egy gyakorlatorientdlt teriilet, kevesebb silyt kapnak (sajnos)
az elméleti elemzések. Viszont kozponti kérdés egy algoritmus futési ideje és memoriaigénye.
Az adatbanyéaszati algoritmusok bemutatasa sordan kitériink az adatstrukturalis és akar imple-
mentacids kérdésekre is.

Sok kutato az adatbanyaszatot nem kiilonbozteti meg a gépi tanulastol. Elvégre a gépi ta-
nulasnal is adatok alapjan tanul meg egy koncepciét a gép. Cinikusok szerint az adatbanyaszat
nem mas, mint statisztika plusz egy kis marketing. Valoban, nincs éles hatar koztiik. Ugy
altalaban beszélhetiink adat elemz6é technikakrél. Egyes adat elemz6 technikakat inkabb
adatbanyaszati moédszernek mondunk, masokat pedig a statisztikdhoz vagy a gépi tanuldshoz
sorolunk.

A 20. szazad masodik felétol egyre jellemzobb a tudoményra, hogy bizonyos klasszikus
elméletet kiragadnak és 1j kutatéasi tertiiletnek kidltjak ki. Ugyanigy van ezzel a marke-
ting; ugyanazt a terméket egyszer csak 1j, hangzatosabb névvel kezdik el értékesiteni. A tu-
domanyban is a kutatasi feladatokat el kell adni a palyazatokat biralé zstiriknek és az j névvel
ellatott tudomanyteriilet 4j iranyokat sugall; az 1j irdnyzatok és élbeli kutatasok pedig nagy
tamogatast kapnak. Ez a tény jelentosen hozzajarult az adatbanyészat elterjedéséhez és az egyes
adatelemzo feladatok ”adatbanyaszati” cimkével valé ellatasahoz.

Adatbanyaszathoz soroljuk a klaszterzés, osztalyozas, asszociacids szabalykinyerés és az
idGsorelemzés nem klasszikus (pl. regresszidszamitas, simitds) feladatait. A kovetkezSkben
néhany példan keresztiil szemléltjiilk az adatbanydszat és a statisztika kozotti kiilonbséget és
egyben a két teriilet rokonsagat is [25].

[. Tegyiik fel, hogy egy adatbazisban sokmilli6 ember DNS-szekvenciait és tulajdonsagait
taroljuk (1.4 dbra). Egy jellegzetes statisztikai kérdés lehet az, hogy példaul a kék
szeml emberek mekkora részére jellemz6 egy adott DNS-szekvencia. Természetesen olyan
kérdést is feltehetiink, melynek megvalaszolasa ennél kifinomultabb eszkoztarat igényel:
ha azt szeretnénk tudni, van-e szignifikans fiiggés egy adott DNS-szekvencia megléte és
a ,kék szem” tulajdonsag kozott, statisztikai probat alkalmazhatunk ennek eldontésére.
Egy adatbanyasz nem kérdezne ra egy konkrét szekvencia és egy konkrét tulajdonsag
kozotti Osszefliggésre, hanem egy altaldnosabb kérdést tenne fel, példaul azt, hogy mi-
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1.4. abra. Egy jellegzetes adatbanyészati feladat: DNS-szekvencidk elemzése

lyen Osszefiiggés van a tulajdonsagok és szekvenciak kozott, melyik tulajdonsagért melyik
szekvencia felel6s?

II. Egy masik példa az adatbanyészat és statisztika kozotti kiilonbségre az alabbi: egy statisz-
tikai elemzés soran megvizsgalhatjuk, hogy a ndk illetve férfiak hany szazaléka dohéanyzik,
fogyaszt rendszeresen nagy mennyiségben alkoholt, van-e szignifikans eltérés a két csoport
kozott. Egy adatbanyaszati elemzés soran itt is dltalanosabb kérdést tennénk fel, példaul
azt, hogy milyen jellegzetes csoportok vannak az alkoholfogyasztasra és dohényzasra
nézve? Tehat azt nem mondjuk meg elore, hogy az egyik csoportba a ndk, a masikba
pedig a férfiak tartoznak. Az adatbanyész feladata, hogy gy csoportositsa az embereket
(rekordokat), hogy a hasonldok egy csoportba, a kiilonbézok pedig kiillonb6zé csoportba
keriiljenek. (Ez egy klaszterezési feladat.) Az adatbénydszatban az ilyen feladatokat nem
hosszas emberi munka és intuicié aran oldjuk meg, hanem toreksziink a minél nagyobb
foku automatizalasra kifinomult szoftverek alkalmazasaval. Eredményként konnyen lehet,
hogy nem a nemek szerinti csoportositast kapjuk, hanem egy olyat, melyben ugyanazon
csoportokba férfiak és nék is keriiltek, akik — egyéb tulajdonsagaik alapjan — hasonléak.*

III. Az el6bbi példaban természetesen mas iranyba is ,,altalanosithatjuk” a statisztikai elemzés
soran feltett kérdésiinket: lehet, hogy arra vagyunk kivancsiak, hogy mi a kiilonbség
a férfiak és a nok kozott. Ismerjiik tehat a két csoportot, de nem tudjuk, hogy mely
tulajdonsdgok vagy tulajdonsagkombindcidk jellemzoek egy-egy csoportra. Ekkor egy

4Ahhoz, hogy egy ilyen elemzés sikeres legyen, nagyon fontos a hasonlésdgi mérték megfelel6 megvalasztésa,
valamint az elemzésbe bevont attriblitumok (adattdbla-oszlopok) ,,iigyes” kivdlasztdsa. Ha példdul az alkohol-
fogyasztasra és dohanyzasra vonatkozd adatok mellett ,,t1il sok” tovabbi attributumot vonunk be a vizsgalatba,
akkor lehet, hogy a csoportositds nem az alkoholfogyasztésra és dohdnyzasra vonatkozo jellegzetes csoportokat
tartalmazza, hanem , dltaldnos” csoportokat kapunk.
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1.5. abra. Dontési fa: nok és férfiak kozotti kiilonbségek a Semmelweis Egyetem hallgatoinak

korében végzett felmérés alapjan.

osztalyozasi feladattal allunk szemben, a csoportokat osztalyoknak nevezziik. Ezt a
kérdést egyébként fel is tettiik a Semmelweis Egyetem hallgatdinak korében végzett egyik
felmérés adatbéazisan. Az eredmény az 1.5. abran lathaté. Ez egy dontési fa. A levelek az
osztélyoknak (nok illetve férfiak) felelnek meg. A fa kozbiilsé csomdpontjaiban egy-egy
attributum (adattablabeli oszlop) neve lathaté. A fa egy csomépontjabdl kiinduls dgak az
adott csoméponthoz tartozo attributum egy-egy lehetséges értékének felelnek meg. Egy
dontési fa azt mutatja meg, hogy ha nem ismernénk, hogy egy rekord melyik osztalyba
tartozik, akkor hogyan donthetnénk ezt el. Példaul a fogamzasgatlot szedo hallgaték nok
(pontosabban: azon rekordok, amelyek FOGAMZASGA attribituma ,, 17 értéki, a néi
hallgatok osztélyaba tartoznak).®

1.4. Sikeres alkalmazasok

Az ,adat banyaszata’ eredetileg statisztikusok altal hasznalt kifejezés, az adatok nem
kelloképpen megalapozott felhasznaldsara, amely sordn valaki helytelen kovetkeztetést von le.
[gaz ugyanis, hogy tetszoleges adathalmazban felfedezhetiink valamilyen struktarat, ha elég
sokaig nézziik az adatot. Ismét utalunk a lehetséges kovetkeztetések nagy szamabol eredo
veszélyre. A helytelen kovetkeztetésre az egyik leghiresebb példa az alabbi: Az 50-es években

5A dontési fa épitésekor altaldban nem kdvetelmény, hogy egy levélbeli 6sszes rekord ugyanazon osztalyba
tartozzon, elég, ha ,nagy résziikk” azonos osztélyba tartozik. Ebben a konkrét példaban az Gsszes fogamzasgatldt

szedo hallgaté nd volt.
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David Rhine parapszichologus didkokat vizsgalt meg azzal a céllal, hogy parapszicholdgiai
képességgel rendelkezdket taladljon. Minden egyes didknak 10 lefedett kartya szinét kellett meg-
tippelne (piros vagy fekete). A kisérlet eredményeként bejelentette, hogy a didkok 0,1%-a pa-
rapszichologiai képességgel rendelkezik (a teljesen véletlenszeriien tippelék kozott a helyesen
tippelok varhaté szama statisztikailag nagyjabdl ennyi, hiszen annak valészintisége, hogy vala-
ki mind a tiz kartyat eltalalja 2%0 = W124). Ezekkel a didkokkal tdjra elvégezte a kisérletet, am
ezuttal a didkok eredménye teljesen atlagos volt. Rhine kovetkeztetése szerint az, aki parapszi-
chologiai képességgel rendelkezik és err6l nem tud, elveszti eme képességét, miutan tudomast
szerez roéla.

A fenti példa ellenére mara az adatbanyaszat szé elvesztette jelentésének negativ tartalmat,
a szamos sikeres alkalmazasnak koszonhetéen. A teljesség igénye nélkiil felsorolunk beldliik

néhanyat.

— A bankok egyre gyakrabban alkalmaznak olyan automatikusan el6allitott dontési fakat,
amelyek alapjan egy program javaslatot tesz egy hitel megitélésérol. Ezt a kérelmezok
személyes, tovdbba elézetes hitelfelvételi és torlesztési adatai alapjdn teszi (osztdlyozas)
[132]. Tesztek példaul igazoltdk, hogy a hitelbirdlat mindsége javult az USA-ban, amikor
a bankok attértek a kotelezben alkalmazott, irasban rogzitett szabdlyok alkalmazasara
[132]. Ezeket a szabalyokat pedig az adatbénydszat segitségével allitottak Gssze.

— A vasarléi szokasok felderitése szupermarketekben, illetve nagy vevékorrel rendelkezd
aruhazakban hasznos lehet az druhaz terméktérképének kialakitasanal, akcidk, eladashelyi
rekldmok (Point of Sales, Point of Purchase), ledrazdsok szervezésénél... (asszocidcids
szabélyok).

— Az ember genotipusanak elemzéséhez a gének nagy szama miatt szintén adatbanyaszati
algoritmusok sziikségesek. Az eddigi sikeres kisérletek célja olyan géncsoportok feltarasa
volt, amelyek a cukorbetegség bizonyos valtozataiért felelosek. A teljes emberi génrendszer
feltarasaval ez a teriilet egyre fontosabb lesz.

— Az on-line aruhédzak a jovoben egyre elfogadottabbak és elterjedtebbek lesznek. Mivel az
on-line kereskedelemben nem hasznalhatdak a megszokott személyes marketing eszkozok a
forgalom (és a profit) személyre szabott véséarlasi ajanlatokkal novelhetd. Az ajanlatokat
az eddigi vasarlasi adatok és a rendelkezésre all6 demografiai adatok elemzése alapjan
tehetjitk meg (epizdédkutatds, asszociaciés szabalyok).

— A csillagaszatban az égitestek oridsi szama miatt a hagyomanyos klaszterezd algoritmusok
még a mai szamitasi kapacitasok mellett sem képesek raciondlis idon beliil kiilonbséget
tenni galaxisok, kozeli csillagok és més égi objektumok kozott. Az djabb, kifinomultabb
algoritmusok futési ideje jéval kevesebb, ami lehet6vé teszi a klaszterezést (klaszterezés).

— Utazés szervezéssel kapcsolatos mintdk kinyerésével hatékonyabban (és ennek kovet-
keztében nagyobb nyereséggel) megszervezheték a nagy koltségfaktori tényezék, pl.
széllodai szobdk, repiiljegyek ledrazasa, vagy dremelése (epizédkutatas, gyakori minta).

— Kifinomult gyartasi folyamatok soran gyakran a beéllitasi paraméterek finomhangolaséara
van sziikség. A kdolaj és a foldgaz szétvalasztasa az olajfinomitas sziikséges eléfeltétele,
de az elvédlasztasi folyamat kontrollaldsa nem konnyt feladat. A British Petroleum



1. FEJEZET. BEVEZETES 17

olajvallalat a gépi tanulas technikajat hasznalta a paraméter-beallitas szabdlyainak meg-
alkotasara. Most ez tiz percet vesz igénybe, mig kordbban szakértok tobb, mint egy napi
munkajat vette igénybe.

— A Westinghouse cég nuklearis tiizel6anyag-cellak gyartasa soran iitkozott problémékba, és
szintén a gépi tanulds segitségével hoztak létre folyamatkontrollalasi szabalyokat. Ezzel 10
millié USD-t sikeriilt megspérolniuk az 1984-es évben. A Tenessee dllambeli R.R. Donelly
nyomdaipari cég ugyanezt az Otletet alkalmazta a retogravir nyomdagépek irdnyitasara,
igy csokkentve a hibds paraméter-beallitasok kovetkeztében keletkezo selejtes nyomatok
szamat évi 500-r6l 30-ra.

— A virusolo programok az ismert virusokat lenyomataik alapjan detektaljak, az ismeretle-
neket pedig tobbnyire valamilyen heurisztikus médon probaljak kisztirni. Osztalyozo al-
goritmusok felhasznalasaval az ismert virusok tulajdonsdgai alapjan olyan modellt lehet
felallitani, ami jol leirja a virusok tulajdonsdgait [120, 121]. A modellt sikeresen alkal-
maztdk 1] ismeretlen virusok kiszlirésére (osztélyozas).

Tovabbi esettanulmanyokrél a 13.3.2 részben olvashatunk.
A fentiekben a sikeres alkalmazasokat ismertettiik. A kovetkezében tovabbi alkalmazédsokat
mutatunk be. Célunk, hogy szemléltessiik a diszciplina kiterjedtségét és aktudlis allasat.

— Az emberi mesterséges megtermékenyités soran petesejtek sokasagat gytjtik 6ssze a noéi
petefészekbdl. Ezeket a partner, vagy donor spermdival megtermékenyitve szamos embrid
fejlodik ki. Koziiliik néhanyat kivalasztanak, és az anyaméhbe tiltetnek. A problémat a
leginkabb életképes, legjobb tulélési esélyekkel rendelkezé embridk kivalasztasa jelenti.
A kivalasztas az embriok kortilbeliill hatvan rogzitett jellegzetességén — a magzat mor-
folégidjan, oocita-, tiiszosejt- és spermamintakon — alapszik. A jellemzok szamossaga
elegendGen nagy ahhoz, hogy tul bonyolult legyen az embriologusoknak valamennyit
parhuzamosan megbecsiilni és Osszefiiggést talalni a multbéli esetek kezdeti jellemzoi és
azok kimenetele kozott, azaz, hogy az embriobdl végiil életképes csecsemd sziiletett-e
vagy sem. Egy angol kutatédsi projekt arra iranyulé kutatast folytat, hogy hogyan lehet a
kivalasztast gépi tanulassal — az embridk rogzitett adatait tanitéhalmazként hasznélva —
megvalositani.

— Az 1j-zélandi tejgazdasdgoknak minden évben kemény iizleti dontést kell meghozniuk:
ki kell valasztani, hogy a szarvasmarha allomany mely egyedeit tartjak meg, és melyeket
értékesitik vagohidaknak. Tipikusan minden gazdasig 6todik egyede keriil mészarszékre a
fejési idény végén, ahogy az élelmezési tartalékok kiapadnak. A dontést az egyes példanyok
tenyészadatai és multbéli tejtermelékenységi mutatdja befolydsolja. Tovabbi kritikus fak-
torok az egyed kora (egy példany kb. 8 évesen éri el produktiv korszakdnak végét),
kortorténete, sziilési komplikaciok, nemkivanatos jellemvonasok (agresszivitds, kerités
atugrédsa), illetve az, hogy a kovetkez6 szezonban vemhes-e. Tébb millié szarvasmar-
ha egyedenként tobb mint 700 tulajdonsiagat rogzitették az évek soran. A kutatok azt
vizsgaljak, hogyan hasznalhaté fel a gépi tanuldas annak megallapitasara, hogy a sikeres
farmerek mely faktorokat veszik szamitasba a szelektalasnal. Ezzel nem a dontési folyamat
gépesitése a céljuk, hanem a sikerstratégia kitanulasa, és annak kozkincesé tétele.
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1.5. Szabvanyok

Kezdetben sok adatbanyaszati projektre jellemz6 volt, hogy az adatbanyaszok megkaptak
az adatokat és némi informaciét az alkalmazasi tertiletrdl és cserébe vartak télitk a kincset érd
informéciokat. A szoros egylittmiikodés hidnya azonban csak olyan informaciékhoz vezetett,
amelyekkel az alkalmazési teriilet embererei nem sok mindent tudtak kezdeni. Az adatbanyaszat
elterjedésével (és a minéségbiztositasi elvarasokkal) fellépett az igény, hogy legyen egy szabvany,
egy utmutatd az adatbanyaszati projektek lebonyolitasarol. fgy sziiletett meg a CRISP-DM
(CRoss Industry Standard Process for Data Mining) [28], amely adatbanydszati eszkoztol és
felhasznalasi tertilettdl fiiggetleniil leirja, hogy miként kellene kinéznie egy adatbanyaszati pro-
jektnek, illetve ismerteti a kulcsfontossagu 1épéseket, és a potencialis veszélyeket. A CRISP-DM
szerint a tudéaskinyerés az 1.6 adbra szerinti modon jon létre.

Business (

Data
Lnderstanding Understanding

hY

Data
Preparation
o~ |
Deployment | N
N Modeling

Evaluation

1.6. abra. A tudasfeltaras folyamata a CRISP-DM szerint

Az adatbanyaszati folyamat szabvanyositasa mellett egyre nagyobb az igény a folyamat
egyes lépéseiben felmeriil6 megoldasok, problémak, eszkozok szabvanyositdsara. Ezek kozil a
legismertebbek:

— az XML alapit PMML (Predictive Modeling Markup Language), amely az adatbényaszati
eredmények szabvanyos leirasat szolgalja,

— a Microsoft analysis szerver adatbanyészati funkcidkkal kibévitett szabvéanya (OLE DB
for data mining),
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— az ISO torekvései multimédia és alkalmazas specifikus SQL tipusok és a hozza tartozd
eljarasok definidlasdra (SQL/MM)
— java adatbdnyaszati API (JDMAPI)

1.6. Adatbanyaszati rendszer architekturaja

Egy adatbanyaszati rendszernek kapcsolatban kell lennie az adatbazissal, a felhasznaléval
és esetleg valami tudasalapu rendszerrel. Ezek alapjan egy tipikus adatbanyaszati architektira
az 1.7. dbran lathato.

[graﬁkus felhasznaloi felmetj

[ minta kiértékelés ]\

[ adatbanyasz motor] tudas bazi

P

E Adatbazis vagy

adattarhaz szerver

adattisztitas
adatintegracio

szlirés

adat-

adatbazis

tarhaz

1.7. abra. Tipikus adatbanyaszati rendszer architektiraja

Adatbazis, adattarhaz vagy mas informacié raktar: Itt taldlhaték a tényleges adatok,
ami lehet egy adatbazis, vagy adattarhaz, akar egy munkalap vagy barmilyen térolt in-
formacio. Az adattisztitas és integracié kozvetleniil az adatokon is elvégezheto.

Adatbazis vagy adattarhaz szerver: A szerver felelés a felhasznalo altal kért adat
kézbesitéséért.

Tudas bazis: A teriiletre jellemz6, valamilyen szinten formalizalhat6 tudas talalhaté itt. Fon-
tos szerepe lehet ennek a keresési tér sziikitésénél, a kinyert mintak érdekességének meg-
hatarozasanal, killonb6zo paraméterek és kiiszobszamok meghatarozasanal.

Adatbanyasz motor: Az adatbanyasz motorban futnak a kiilonbozé adatbanyészati algorit-
musok.
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Minta kiértékel6 modul: Ez a modul felelés a kinyert minta vagy Osszefiiggések
kiértékeléséért a teriiletre jellemz6 érdekességi mutatok alapjan. Sokszor latni fogjuk,
hogy minél jobban egybe tudjuk épiteni az adatbanyaszatot a minta kiértékelésével, annél
hatékonyabb és gyorsabb lehet a tudésfeltaras.

Grafikus felhasznaléi feliilet: Itt zajlik a kommunikécié a felhasznald és az adatbanyaszati
rendszer kozott. A felhaszndlé itt adhatja meg, hogy melyik adatbazisban milyen jel-
legli Osszefliggéseket keres és ezen a rétegen keresztiil lathatja a végeredményt. Az
Osszefliggések atlathato, értelmes talalasa rendkiviil fontos, hiszen ennek hianya elriaszt-
hatja a felhasznalét az adatbanyaszattol.

1.7. Adatbanyaszat és az etika

Az internet széleskorii terjedésével, és a modern technikak megjelenésével a jogi szabalyozas
sokszor képtelen 1épést tartani. Ilyen teriilet az adatbanyészat is, mint felfuté tudoméanyag.
Bar a személyes adatok védelmérol mar szilettek jogszabalyok, ezek nem minden esetben
teljeskortiek, illetve még igy is sok etikai probléméat hagynak nyitva. Elmondhato, hogy a
torvény nagyrészt azt szabdlyozza, ami egyben etikatlan is, igy ebben a részben® éljiink az-
zal a feltételezéssel, hogy minden térvényesen torténik az adatbanyaszati projekt soran.

El6szor is sokak altal kifogasolt teriilet az adatok begytijtése. A mai ember lépten-nyomon
informaciokat szor szét magardl: minden iizletben kamerak vannak elhelyezve, szorfol az inter-
neten, barhol hasznalhat hitelkartyat, torzsvasarloi kartyat. Ezen tevékenységek soran rengeteg
adatbazisban hagy magarol informéciét. A személyes informéciok begytijtésénél - a torvény sze-
rint - az érintetteket tajékoztatni kell arrdl, hogy ki, milyen célbdl fogja azt feldolgozni. Ezt a
célt az adatbanyaszatndl nem lehet elére azonositani, mert az elemzés el6tt nem tudjuk meg-
mondani, hogy milyen informaciokat fogunk kinyerni az adatbézisbol, és néhany esetben még
azt sem tudjuk garantalni, hogy az eredmény egyaltalan felhasznélasra keriil. Ez is mutatja,
hogy az adatok begytijtésére 1j szabalyozasokat kellene alkotni. Erre egy lehetséges megoldas,
ha az érintett azt dontheti el, hogy — altalanosan — adatbanyaszati célra felhasznalhatdak-e
az adatai. Erezhetd azonban, hogy amig az tigyfél nincs tisztaban azzal, hogy az adatokbol
mire tudnak egyaltalan kovetkeztetni, és mire tudjék ezt a kovetkeztetést felhasznalni, addig
kevésbé fog élni azzal a lehetéségével, hogy letiltsa adatainak felhasznédlasat vagy tarolasat. Az
pedig még nyilvanvalébb, hogy a cégeknek nem &ll érdekiikben onként megosztani ezeket az
informacidkat az iigyféllel, vagy akar a versenytarsakkal [100].

Az osztalyozasi feladatok kapcsan masfajta moralis problémak is felléphetnek: egyrészt
magat a modszertant tamadjak az ellenzo6i, masrészt konnyen felhasznalhatéd diszkriminaciora.

Sokan azt a hozzaallast tartjak aggasztonak, hogy elézetes személyes ismeretség nélkiil sorol-
janak be egyéneket bizonyos csoportokba. Példaul az amerikai allampolgarok egy felmérés soran
kifogasoltdk a hitelbiralatban bevezetett automatikus dontéshozast, mert gy érzik, igy kevésbhé
foglalkoznak veliik, személytelenebbé valt a rendszer, csak egy adathalmazként tekintenek rajuk.
A személyes ismeretség nélkiili besorolas soran fenndll a veszélye, hogy rossz eredményt ad
a rendszer, foként, ha kevés attributummal dolgozunk. Préobaljuk meg példaul az embereket
gyerek-felnott csoportokba besorolni a kor attributum ismerete nélkil. A legkézenfekvébb meg-
oldas a testsulyuk és testmagassaguk szerint osztalyozni Oket. Ez a mddszer viszont sok esetben

6Ezt a részt Huczman Zsuzsanna irta.
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téves eredményhez vezet.

A diszkriminacionak az asszociacios szabalyok kinyerése adhat teret. Erzékeny adatokat
— mint példaul a vallas, faji hovatartozas, szexudlis iranyultsag — tilos feldolgozni, egy egy-
szerti adatbanyészati algoritmussal viszont nagyon konnyen megoldhaténak tiinik a véasarléi
szokasokbdl a nemi hovatartozas, vagy akar egy megfelel6 kérd6iv esetében a faji hovatartozas
megallapitdsa. Az, hogy ezek az adatok ne keriiljenek felhasznalasra, a projekt vezetdjének
felelossége. Az elobb emlitettek , kényesebb” teriiletek, de belathatjuk, hogy mar az is diszk-
riminacionak szamit, ha egy bizonyos vasarléi csoportot elényokhoz juttatunk egy olyannal
szemben, amely sokkal kevesebb profitot igér elemzéseink alapjan. A pozitiv diszkriminaciéra
jé példa, amikor a telefonszolgaltatok ajandékot ajanlanak fel 0j el6fizet6ik szaméra [142].

Ugyanakkor Eurépaban az automatikus dontési fak alkalmazasa a hitelbiralatban pont a
diszkriminacio kikiiszobolése a rendszerbol, hiszen a jogszabaly szerint a matematikai hatterét
az Ugyfél kérésére fel kell fedni. (Ez az ,,USA-ban” példdul nem kotelessége a banknak, igy
lehetdsége van diszkrimindalni.)

Tovabbi etikailag megkérdojelezheto, érdekes felvetések:

— A kiilone pontok kezelése egy masik adatbanyaszati tertilet, ahol felmeril, hogy jogaban
all-e barkinek meghatarozni, hogy mi tekinthet6 normalis viselkedésnek, illetve el6keriilhet
a kvantumelméletbol ismert tétel : miszerint a megfigyelt rendszer viselkedése a megfigyelés
tényétol is megvaltozik.

— Hazankban az adatbanyaszatot — annak ara miatt — féként a marketing teriiletén
hasznéljék fel: célzott reklamok kiildésére (direkt marketing); az akcids termékek meg-
hatarozasara gyakran vett termékcsoportok alapjan; 0j tarifacsomagok bevezetésére. Fel-
meriil a kérdés, hogy a személyes adatokat, amiket elvileg azért tarolnak pl. telefon-
szolgaltatd esetén, hogy szamlazni tudjanak [131], etikus-e profitszerzésre hasznalni?

— Ha egy adatot kivesznek egy adott adathalmazbdl - az egyén kérésére, - aminek mérete
pl. a vésarléi kosarakbdl valé adatbanyaszat esetén akar 10° rekord is lehet, ettdl még
az elemzés elvégezhetd, és az egyén érdekeit nem sérti, de 6 is részese lesz a kovet-
kezményeknek, pl. direkt-marketing ajanlatokat kaphat.

Végiil két példa az adatbanyaszat etikai vonatkozasaira:
Az emberi DNS &ltal hordozott informacié kinyerése ti-

pikusan adatbanyészati feladat. Rendkiviil érzékeny adatroél LA kronikus  fertzések  de-
lévén szo, az adatbazis, amivel eddig az adatbanyaszok presszidt és  skizofrénidt okoz-
dolgoztak, nem egy konkrét személy DNS szekvencidjat |p.tnak -  dl litick  német  ku-
tartalmaztak, hanem tobb rovidebb szakaszbol &ll6 DNS- | 0057 Forras: http: //hvg.
lancokat. Nemrégiben viszont egy kutatd eldallt a sajat hu/egeszseg/20070512_
DNS-szekvenciajanak kulcsaval, vagyis felfedte, hogy mi van
belekodolva. Eddig ez technikailag és torvényesen nehezen
volt megvalésithato. Belathatjuk, hogy nem sok értelme van
vizsgélni, hogy tobb toredék DNS milyen informéciét hordoz, hiszen pont azon lenne a hangsuly,
hogy 1étezé el6forduldsokat és Osszefiiggéseket lehessen vizsgdlni [85]. A kutaté ezzel a 1épésével
nagyban hozzajarult a DNS-szerkezet megismeréséhez, példajabol lathatjuk, hogy néha a pri-
vacy feladasa kell egy-egy eredmény eléréséhez.

Adatbanyaszati projektekben egyébként is gyakori, hogy az adathalmaz, amin az elemzést
el kellene végezni, annyira titkos, vagy érzékeny adatokat tartalmaz, hogy a cégek nem is adjak

depresszio_skizofrenia.aspx
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ki a keziikb6l. Ilyenek pl. a tavkozlési vallalatok vagy bankok adatai, amik a konkurencia
szamara nagy értékkel birnak. Ezekben az esetekben megoldas lehet, hogy a cég maga general a
rendelkezésére allé adatokbdl egy 1j adatbazist, - amiknek nyilvan bizonyos kévetelményeknek
eleget kell tennitik - és ezt kapja meg a kutatocsoport elemzésre. Itt a cég felelossége, hogy
ellendrizze, hogy az eredeti adathalmazban ugyanazok az osszefiiggések fennallnak-e, mint a
vizsgélt adathalmazban.

A masik példa az adatbanyaszat és az etika ltkozésére az a szinte mar utépisztikus pro-
jekt, amit a NASA és a Northwest Airlines inditott el: a Washington Times 2002 nyaran
szamolt be egy 1j informacio-technoldgiai megvaldsitasrol: a két |, szervezet” olyan alkalmazast
fejlesztett, és tizemeltet, amely képes elorejelezni, megjésolni az utasok varhatéd viselkedését a
repiil6téren, illetve a repiilén. A technoldgia alapja egy kiilonleges miiszer és egy pszicholégusok
segitségével készitett program 6tvozott alkalmazasa nagy adatbazisokon. A kapu képes érzékelni
a rajta athaladé személy elektromagneses agyhullamait, a szivritmusat, a pislogasat és a
testhomérsékletét: gyakorlatilag egy ,szuper hazugsagvizsgald” berendezés. Ezeket az adato-
kat analizalva és Osszevetve kiilonb6zo adatbazisokkal, mint példaul bliniigyi nyilvantartassal,
a gép jelez, ha kockazatot érzékel. Ilyenkor a biztonsagi 6érok még mérlegelhetnek, mint ahogy
egyébként is tennék, igy a rendszert védok arra hivatkozhatnak, hogy csak dontéstamogatast
végeznek. Az is mellettiik szol, hogy az Egyesiilt Allamokban a repiilétereken a titkos megfi-
gyelés végzése nem torvénybe {itkozo cselekedet. Az USA-ban a személyes adatok védelmére
kisebb hangsilyt fektetnek a terrortamadasok ota. A lakossag elfogadta azt a nézetet, hogy a
biztonsaguk érdekében aldozzak fel a személyes adataikat.

1.8. Az adatbanyaszat feltételei

Tagadhatatlan, hogy a sikertelen adatbanyaszati projektek szama nagy, és az adatbanyaszat
nagyon sok esetben nem valtotta be a hozza flizott reményeket. Ennek oka egyrészrol
az adatbanydszati szakemberhidny (a jé adatbanydszati szakember ritka, mint a fehér
holl6), mésrészrél az, hogy alapvetd feltételek nem teljesiiltek a projektek sordn. A sikeres
adatbanyaszati projekt egyik legfontosabb feltétele az adatbanyész és a teriilet szakértéjének
szoros egylittmiikodése. A tovabbi feltételek az alabbiak:

Nagy mennyiségii adat: A nagy mennyiségii adat a kinyert szabalyok statisztikai je-
lent6ségét noveli. Minél nagyobb az adatmennyiség, anndal biztosabban tudjuk kizarni
bizonyos Osszefliggések esetiségét, azaz annal kisebb az esélye, hogy a taldlt Osszefliggés
csak a véletlen eredménye. Sajnos sok adatot sokaig tart feldolgozni, s6t az algoritmusok
egy jelentOs része érzékeny arra, hogy az adatbazis elfér-e a memériaban.

Sok attribatum: Ha az objektumokat leiré attribitumok szama kicsi, akkor hagyomanyos
eszkozokkel (grafikonok, egyszerii tablazatok, kis dimenziés, forgathato, szines abrak, stb.)
is fel tudjuk tarni a tudast. Kevés attributum esetén a kinyerheté tudas sem lehet til
sokféle. Az adatbanyaszat ereje akkor mutatkozik meg, amikor az attributumszam olyan
nagy, hogy a hagyoméanyos médszereknek nincs esélytik.

Tiszta adat: Az adatok j6 mindsége az adatbanyéaszat egyik alapfeltétele. A zajok, a hibés
bejegyzések jé esetben csak nehezitik az adatbanydszatot (példaul amikor ismerjiik az
adatokban taldlhaté zaj, ill. bizonytalansdg fokét), rosszabb esetben azonban hamis
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eredményekhez vezetnek. Az ilyen rossz mindségli adatokra remek példa hazank orvo-
si adatbazisa (rengeteg hibds bejegyzés, kitoltetlen mezé, eltéré mértékegység alapi be-
jegyzések, szoveges bejegyzések), pedig az ezekbdl kinyert informaciok értékesek lennének.
A 7szeméthalmazban” val6 kutakoddst tréfdsan GIGO-nak (garbage in, garbage out”) ne-
vezik.

Torzitatlan adat: Az adatbdnyaszat sikeressége mulhat az adatok nem megfelelo
kivdlasztdsan. Ide tartozé fogalom az tin. BIBO (bias in, bias out®), amely arra hivja fel
a figyelmiinket, hogy ha egy részsokasag alapjan akarunk kovetkeztetni az alapsokasagra,
akkor figyelembe kell venniink a részsokasag kivalasztasanak szempontjait, illetve az abbol
adddo (esetleges) torzitdsokat. Példaul, ha a lakossdgot az anyagi helyzet szerint akarjuk
csoportokba sorolni, de csak nyugat-magyarorszagi adatok allnak rendelkezéstinkre, akkor
tudnunk kell, hogy a kapott eredmény (a csoportok leirdsa) torz lesz, hiszen a részsokasag
atlag életszinvonala jobb az alapsokasagénal.

Alkalmazasi teriilet akcidképessége: Gyakran eléfordul, hogy a tudést csak kinyerik, de a
felhasznalasa elmarad. Gyakran a felhasznélasi teriiletek til merevek, vagy a valtoztatas
tulsagosan magas koltségekkel jarna. A legtobb adatbanyaszati esettanulmanyban a tudas
kinyerésének maédjarol esik szé, a tudas felhasznalasarol pedig ritkan hallunk.

A befektetés megtériilésének (Return On Investment) mérhetSsége: Egy
adatbanyaszati projektrél akkor allithatjuk biztosan, hogy sikeres, ha a befektetés
hatasat mérni, vagy viszonylag pontosan becsiilni tudjuk.

A jegyzet fejezeteiben a legkevésbé ismert, de napjainkban egyre nagyobb teret nyero tertile-
teket jarjuk koriil: a gyakori mintak kinyerését, az attributumok kozotti Osszefiiggések meg-
hatarozasat, a sorozatelemzést, a klaszterezést és a webes adatbanyaszatot. Minden esetben
az algoritmusok gyakorlati felhasznaldsat példakon keresztiil szemléltetjiik; emellett megadjuk
a problémék formalis definicidit, és bemutatjuk a legismertebb, leghatékonyabb algoritmuso-
kat is. A jegyzet tovabbi célja, hogy Osszefoglalja az eddig nem, vagy csak kis hatékonysaggal
megoldott problémékat, tovabba a jelenlegi kutatasi teriileteket.

Tszemét be, szemét ki

8torzitds be, torzitas ki



2. fejezet

Alapfogalmak, jelolések

Ebben a részben tisztazzuk a jegyzet soran hasznalt fogalmak jelentését. Célszert akkor
atnézniink e fejezet egyes részeit, amikor az olvasds soran olyan részbe iitkoziink, ami nem
teljesen tiszta.

2.1. Halmazok, relacidk, fuggvények, sorozatok

A halmaz kiloénb6zo objektumok egytittese, amelyeket a halmaz elemeinek hivunk. Ha x
eleme a H halmaznak, akkor azt igy jeloljik: x € H, a halmaz elemeinek szdmat (rovideb-
ben elemszdmdt) pedig |H|-val. A jegyzetben a természetes szamok halmazat ({0,1,...}) N-
el jeloljiik, a valds szamok halmazat R-el, az egész szamok halmazat Z-vel, az iires halmazt
(egyetlen elemet sem tartalmazé halmaz) (-val. Két halmaz akkor egyezik meg, ha ugyanazok
az elemeik. X részhalmaza Y-nak (X CY'), ha X minden eleme Y-nak is eleme. Ha X C Y,
de X #Y, akkor X wvalddi részhalmaza Y-nak. A valédi jelz6t gyakran fogjuk hasznélni, és a
valédi részhalmaz analégiajara azt értjik rajta, hogy az egyenloséget kizarjuk. Sajnos a super-
set angol szonak nincsen altalanosan elfogadott forditasa, pedig sokszor szeretnénk hasznalni.
Azt fogjuk mondani, hogy Y bdvebb X-nél, ha (X CY). A halmazmiiveletek jelolése és pontos
jelentésiik: metszet: XNY ={z:2€ X és z€Y'}, uni6: XUY ={z:2€ X vagy z€Y }, kiilonbség:
X\Y={z:2€Xés z¢Y}.

Két halmaz (X, YY) Descartes-szorzata (X xY') az dsszes olyan rendezett parbol all6 halmaz,
amelynek az elsé komponense (tagja) X-ben, a masodik Y-ban van. Az X, Y halmazokon
értelmezett bindris reldcid az X xY részhalmaza. Ha (z,y) eleme a ¢ relaciénak, akkor azt
igy is jelolhetjiik: z¢y. A =< reldcié részben rendezés (vagy parcidlis rendezés), ha reflexiv (z <
= x), antiszimmetrikus (x <y és y < z feltételekbdl kovetkezik, hogy x =y), tranzitiv (x <y
és y < z feltételekbdl kovetkezik, hogy = =< z). Ha az el6z6 3 feltételben az antiszimmetrikus
helyett szimmetrikusat (x=<y-bdl kovetkezik, hogy y=<x) mondunk, akkor ekvivalencia-reldcidrdl
beszéliink. A tovabbiakban, tetszoleges < rendezés esetén, ha x#y és v =<y, akkor azt igy jeloljik
x <y. Legyen X részhalmaza X’'. A X’ halmaznak y € X egy also korldtja, ha y < x minden
x € X'-re. Az y legnagyobb alsé korlat, ha minden y' alsé korlatra ¢y’ <y. Az y maximadlis also
korlatja X'-nak, ha nem létezik olyan y-tdl kiillonboz6 3" alsé korlat, amire y < 1. Hasonlbéan
értelmezhetd a felso, legkisebb fels, minimélis felsé korlat fogalmak is. A < rendezés teljes
rendezés, ha minden z # y elemre x <y, y < x koziil az egyik fenndll. Az (X, <) pérost hdlonak
nevezziik, ha < az X-en értelmezett parcidlis rendezés, és tetszoleges =,y € X elemeknek 1étezik

24
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legnagyobb alsé (jel6lésben: zAy) és legkisebb felsé korlatjuk (zVy).

Kozponti fogalom lesz a lexikografikus rendezés. Nézziik el6szor ennek a matematikai de-
finicigjat. Legyen X és Y két halmaz, amelyeken értelmezve van egy-egy parcidlis rendezés
(< x,=<vy). Azt mondjuk, hogy a (x1,y1) € X XY lexikografikusan megel6zi (z2,92) € X X
XY part, ha x1 < xxo, vagy 1 = x2 és y; < yyo. A lexikografikus rendezést tetszoleges szamu
halmaz Descartes-szorzatara is kiterjeszthetjiik rekurziv modon az alabbiak alapjan: X xY x
x Z =X x (Y x 7). Lathato, hogy a lexikografikus rendezést Descartes szorzatokon értelmezziik,
vagy mas széval olyan Osszetett struktirdkon, amelyeknek ugyanannyi tagjuk van (n-eseknek
is hivjdk ezeket). Mi ezt szeretnénk altalanositani, hiszen példaul szavak sorba rendezésénél is
elofordulnak eltéro hosszisagu szavak. Ha a rovidebb szé megegyezik a hosszabb sz6 elso felével
(példdaul komp és kompenzal szavak), akkor megegyezés alapjan a rovidebb szé el6zi meg lexi-
kografikusan a hosszabbikat. Ezek alapjan mindenki tudja definialni a lexikografikus rendezést
eltéro szamu halmazok Descartes szorzatara. A legtobb esetben a Descartes szorzat tagjainak
halmaza és a rajtuk definidlt rendezések megegyeznek (pl.: X =Y és < x =<y). Ilyenre, adott
rendezés szerinti lexikografikus rendezésként hivatkozunk.

Az X, Y halmazokon értelmezett f binaris relacié fiuggvény, ha barmely x € X esetén
pontosan egy olyan y € Y 1étezik, hogy (z,y) € f. Ez jelolésben f: X — Y, és, ha (x,y) € f,
akkor y = f(z). Az X halmazt a f értelmezési tartomdnydnak hivjuk (vagy mashogy: [ az
X-en értelmezett), Y-t az f képhalmazanak, az f(X) halmazt pedig az f értékkészletének. Azt
a fliggvényt, amelyet ugy kapunk, hogy el6szor a f, majd az g fliggvényt alkalmazzuk go f-el
jeloljik. Predikdtum egy fiiggvény, ha az értékkészlete az {igaz, hamis} halmaz. Szirjektiv egy
fiiggvény, ha a képhalmaza megegyezik az értékkészletével, injektiv (vagy més néven egy-egy
értelmii leképzés), ha az értelmezési tartomény barmely két kiillonboz§ eleméhez kiillonboz
értéket rendel és bijektiv (mésképpen a fliggvény egy bijekcid), ha sziirjektiv és injektiv is
egyben.

n

—f— .

Legyen H tetszOleges halmaz. Az f: H x---x H — H figgvényt n véltozos miuveletnek
nevezzilk. A H halmazon értelmezett kétvaltozos  miiveletet asszociativnak nevezzik, ha
tetszbleges a,b,c € H esetén (axb)xc = ax*(bxc). A (H,*) part félcsoportnak nevezzik, ha
* a H-n értelmezett asszociativ miivelet. A (H, ) félcsoport elemein a H elemeit értjiikk. Ha
a (H,*) félcsoport elemei kozott 1étezik olyan e elem, amelyre exa = axe = a minden a €
€ H elemre, akkor e-t egységelemnek hivjuk és egységelemes félcsoportdl beszéliink. Ha egy
egységelemes félcsoportban minden elemnek létezik inverze, akkor csoportrél beszéliink. Az a
inverzére (a~') teljesiiljon, hogy axa™' =a'xa =e. A csoport Abel-csoport, ha a + miivelet
kommutativ (axb=bxa) is. A (H,*,+) harmas egy gydrii, amennyiben (H,x) Abel csoport,
(H,+) félcsoport és a %, + milveletek disztributivek egymésra nézve, azaz (a+b)xc=axc+bxc.
A x és a + miveletek egységelemeit az 1 és a 0 szimbolumok jelolik. Testnek hivjuk az olyan
kommutativ gytrit, ahol az 1 # 0 és a 0-an kiviil a H minden elemének van inverze.

A H halmaz felett értelmezett multihalmaznak vagy zsdknak nevezziik azt a halmazt, amely-
nek elemei olyan parok, amelyek els6 tagja H egy eleme, masodik tagja pedig egy pozitiv egész
szam. Egy multihalmazt szokds gy abrazolni mintha olyan halmaz lenne, amely egy elemet
tobbszor is tartalmazhat. Ilyenkor a par elsé tagjat annyiszor irjuk le, amennyi a par masodik
tagja. Példaul a {(A,1), (C,3)}-at {A, C, C, C}-vel abrazoljuk. A multihalmaz méretén a parok
masodik tagjainak Osszegét, elemszaman pedig a parok szamat értjik.

Sokat fogjuk hasznalni a sorozat fogalmat. Legyen S egy halmaz. Az f: N — § fliggvényt
az S felett értelmezett sorozatnak hivjuk. Leirdsara az f(0), f(1),... helyett a (so,s1,...)
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jelolést fogjuk hasznélni. Véges sorozatok esetében az f értelmezési tartomanya (éltaldban
az {1,2,...,n}) véges halmaz. Véges sorozat hossza az értelmezési tartomanyanak elemszama.
Az S=(s1,89,...8,),5 = (8], S5, ...s.,) sorozat konkatendciéjan az (si, Sa, ... Sn, S, Sh, ... S0
sorozatot értjiik, és (S, S")-el jeloljiik.

2.2. Linearis algebra

Legyen H egy test, amelynek elemeit skaldroknak hivjuk. A H felett értelmezett vektortér
egy V halmaz (amelynek elemei a vektorok) és két binaris operdtor (vektor Osszeadds: + és
skaldrral val6 szorzds: -), amelyekre teljestil néhdny axiéma (1. u,v,w € V-re u+ (v+w) = (u+
+v)+w, 2. u+v=v+u, stb.). A W CV halmazt altérnek nevezziik, ha zart a vektorosszeadas és
skalarszorzas miiveletekre. Adott vektorhalmazt tartalmazo alterek metszetét a vektorhalmaz
altal feszitett altérnek nevezziikk. Ha a halmazbdl nem tavolithatunk el elemet a feszitett altér
megvaltoztatasa nélkiil, akkor a vektorhalmazt linedrisan figgetlennek hivjuk. A V altér egy
bazisa egy olyan linearisan fiiggetlen vektorhalmaz, amelynek feszitett altere V.

A hagyoméanyoknak megfeleléen az A matrix i-edik sorabol képzett vektort Al-vel jeloljiik,
||v]|-vel a v vektor euklideszi norm4ajét (1/>_, v?) és viw-vel a vT, w vektorok skaldris szorzatét

(ol w). .

2.3. Grafelmeélet

Iranyitott graf egy G = (V, E) par, ahol V' csicsok (vagy pontok) véges halmaza, E pedig
egy bindris relaci6 V-n. E elemeit éleknek nevezziik. Ha (u,v) € E, akkor az w,v csucsok
egymas szomszédai. Irdnyitatlan grdfrol beszéliink, ha az F relacié szimmetrikus. A cimkézett
(vagy sulyozott) grafnél a csicsokhoz, cimkézett €li (vagy élsilyozott) grafndl pedig az élekhez
rendeliink cimkéket. A cimkézett éli grafot sulyozott grafnak hivjuk, ha a cimkék szamokkal
kifejezhet6 silyokat jelentenek. A graf méretén (|G|) a csicsok szamat értjiik. Egy cstics fokdn
a csucsot tartalmazo éleket értjiik. Iranyitott grafoknal megkiilonboztetiink kifokot és befokot.
A G iranyitatlan graf k-reguldris, ha minden cstcs foka pontosan k.

A G = (V' E) grif a G = (V, E) részgrdfja, ha V' CV és E' CE. A G=(V,FE) graf
V' CV dltal feszitett részgrifja (induced subgraph) az a G’ = (V' E') graf, ahol E' = {(u,v) €
€ F:uveV'} A Gi(Vi, Ey) izomorf a Go(Vs, Es) gréffal, jelolésben G; = Gy, ha létezik
¢ : V4 — V3 bijekei6, amelyre (u,v) € Ey esetén (¢(u), d(v)) € By is fennéll. Cimkézett grafoknél
emellett megkoveteljiik, hogy az u cstcs cimkéje megegyezzék a ¢(u) cimkéjével minden u € V3-
re, cimkézett éli grafnal pedig az (u,v) cimkéje egyezzen meg a (¢p(u), ¢(v)) él cimkéjével. Ha
G = G, akkor automorfizmusrol beszéliink.

A grafok abrazolasdnak elterjedt médja a szomszédossdgi mdtriz (adjacency matrix) és a
szomszédossdg lista. Az |G| x |G| méretli A szomszédossdgi matrix a;; eleme 1 (élcimkézett
esetben az él cimkéje), ha a G graf i-edik csticsabdl indul él a j-edik cstcsba, kiilonben
0. Természetesen a szomszédossagi matrixot a grafon kiviil az hatarozza meg, hogy melyik
csucsot hivjuk az elsének, masodiknak, ... A szomszédossdgi métrixot tehdt a graf és az f :
V= {1,...,|V]} bijekcié adja meg. Hurokél nélkiili, cimkézett grafban a szomszédossagi
méatrix a; eleme az i csucs cimkéjét tarolja. A szomszédossagi lista |G| darab lista, ahol az
1-edik lista tarolja az i-edik csics szomszédait.
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Az u cstcsot az u' csiicesal Gsszek6t6 k-hosszi dton csucsoknak egy olyan (véges)
(vo,v1, ...,V sorozatat értjilk, amelyre u = vy, v’ = v, és (v;_1,v;) € E (i=1,2,...,k). Egy
Ut egyszert, ha a benne szerepld csicsok paronként kiilonbozok. A (vg, vy, ..., vx) Ut kér, ha
vy = Ui, és az Ut legalabb egy élt tartalmaz. Egy grafot osszefiiggonek hivunk, ha barmely két
csucsa Osszekotheto uttal. A kormenetes, irdnyitas nélkiili grafot erdonek hivjuk. Ha az erdo
Osszefliggd, akkor pedig fdnak. Az olyan fat, amely tartalmazza egy GG graf minden csicsat, a
G feszitofajanak hivjuk.

A gydkeres faban az egyik csucsnak kitiintetett szerepe van. Ezt a cstcsot gydkérnek ne-
vezzilk. A gyokérbél egy tetszbleges = csiicsba vezetd (egyértelmilen meghatdrozott) at altal
tartalmazott barmely y cstucsot az x dsének neveziink. Azt is mondjuk ekkor, hogy = az y
leszarmazottja. Ha x # y, akkor valodi dsrol és valodi leszarmazottrol beszéliink. Ha az iton x
1 élen keresztiil érheto el y-bol, akkor x az y gyereke és y az x szuldje. Ha két csuicsnak ugyanaz
a szil6je, akkor testvéreknek mondjuk Oket.

A G=(V,FE) graf S,V\S wvdgdsan a V halmaz kétrészes partici6jat értjik. Az (u,v) € E él
keresztezi az S, V'\ S véagést, ha annak egyik végpontja S-ben a mésik V'\S-ben van. Egy vagas
sulya — sulyozott grafok esetében — megegyezik a vagast keresztezd élek Osszsilyaval.

2.4. Matematika logika

2.4.1. Itéletlogika
2.4.2. Elsorendu logika

2.5. Valészintliségszamitas

Feltételezziik, hogy az olvasé tisztdban van a diszkrét/folytonos valdszintiségi vdltozo,
valoszintiségi valtozd eloszlasanak, striségfigguényének, eloszldsfiigguényének, a valdszinliségi
valtozé wvdrhats értékének (E[X] = p = > x-p(x)), annak fontos tulajdonsigait (ElaX +
+0Y] = aE[X] +bE[Y], E[X]| = E[E(X|Y)]) és szdrdsinak (D?*[X] = o% = E[(X — n)?]) vagy
altaldnosan az n-edik centrdlis momentumok fogalmaval (D"[X]=E[(X —u)"]), tovabba isme-
ri két valészintiségi valtozd kozotti kovariancidt (Cov(X,Y) =E[(X —u)(Y —v)) és korreldcidt
(Corr(X,Y)= %) A stirtiségfiiggvény (vagy diszkrét eloszlas) maximumhelyét az eloszlds
moéduszanak hivjuk. Az F eloszlasfiggvény p-kvartilisét az a K szém adja, amelyre F(K) <p
és F(K+0) > p. Az 1/2-hez tartozo kvartilist medidnnak nevezzik.

2.5.1. Nevezetes eloszlasok

A kovetkez6 nevezetes eloszlasokkal fogunk talalkozni tanulmanyaink soran.

Binomialis és Poisson eloszlas

Legyen (€2, F, P) Kolmogorov-féle val6szintiségi mez6, A € F' pozitiv val6sziniiségii esemény,
p = P(A) > 0. Hajtsunk végre n-szeres fiiggetlen kisérletsorozatot és legyen X értéke annyi,
ahanyszor A bekovetkezett a kisérletsorozatban. X-et ekkor n,p paraméterti binomialis el-
oszlasu valdsziniiségi valtozénak nevezziik, jele X € B(n,p). X eloszlasa p, = P(X = k) =
= (P)pF(L—p)"*, vérhaté értéke E(X) = np, szérdsa 02(X) =np(1—p).
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. , . .« s ’ ’ . — k —
A Poisson-eloszlds a binomidlis eloszlds hataresete. lim,, oo p—0np=» (Z)pkq” k— %e ACA
Moivre-Laplace tétel szerint, az n-ed rendii p paraméterii binomialis eloszlas standardizaltja n

minden hatdron tul valé névelése esetén normaélis eloszlast: Ve €R:limy, oo D k-, (7)p*q" F=
vV npq

— (x)

Hipergeometrikus eloszlas

Tegyiik fel, hogy van N kiilonb6zo elemiink, amelybdl R darab rossz. A hipergeometrikus
eloszlas adja meg annak az esélyét, hogy r darab rossz elem lesz, ha az N elembdl n darabot
kivesziink véletlenszertien. Elemi kombinatorikus dton a valészintiség kiszamithatd (0 < r <

< min{n, R}): () (-1

N
(»)

A fenti strtségfiggvénnyel rendelkez6 diszkrét valdszintiségi eloszlast hivjuk hipergeometrikus
eloszlasnak.

Amennyiben n< N, akkor a hipergeometrikus eloszlast kozelithetjiik az n, R/N paramétert
binomiélis eloszlassal.

P(r,N,R,n)=

Normalis eloszlas
2 ,
x~ eloszlas

Legyenek &1,&,...,&, egymastdl fiiggetlen, standard normadlis eloszlasu valdszintiségi
véaltozok. Ekkor az Y | &2 valdszin(iségi valtoz6 eloszldsét n paraméterti x? eloszldsnak (x2)
nevezziik.

2.5.2. Egyenlotlenségek

Legyen X egy E[X] varhat6 értékii valosziniiségi valtoz6. A Markov egyenlStlenség szerint
P(|X]| > a) < %, ahol @ > 0. A Hoeffding-korlat a mintavételzéssel kapcsolatos allitasok
alapja.

2.1. lemma. Legyen X;, 1 <i<n p vdrhato értéki, fiiggetlen, azonos eloszldsu valdsziniségi
valtozok és a < X; <b minden i-re. Ekkor tetszdleges A >0-ra fenndll a kovetkezo egyenlitlenség:

IP’D% > Xi—p| 2 A | g2em2ni0mer,
=1

2.5.3. Entroépia

Legyen X egy diszkrét valdszintiségi valtozo, amely értékeit egy X halmazbol veheti fel. Az
Ix = —log, p(X) valdszintiségi valtozét az X entrdpiasiriségének nevezziik. X entrépidjat —
H(X)-et — ezen valtoz6 varhaté értékével definidljuk:

=—> plx)log,p(x

zeX



2. FEJEZET. ALAPFOGALMAK, JELOLESEK 29

Az entrépia valamiképpen a valtozo bizonytalansdgat fejezi ki. Ha X elemszama rogzitett és
az X valtozo csak egy értéket vehet fel (mert az egyik érték valdszintisége 1), akkor H (X)) értéke
0 (nincs bizonytalansdg), ha pedig X eloszldsa egyenletes eloszlast kovet, akkor az entrépia a
maximumét veszi fel, log,(|X|)-t

Legyen X és Y két diszkrét értékii valoszintiségi valtozé. Az X-nek az Y feltétellel vett
feltételes entropidja:

H(X[Y) == plx,y)log, p(z]y),

yeY zeX

vagy egy kicsit atalakitva kapjuk, hogy

H(X|Y) == "py) Y _plaly)log, p(zly).

yeY zeX

Be lehet bizonyitani, hogy H(X|Y)=H(XY)—H(Y), ami informélisan tigy lehet megfogalmaz-
ni, hogy a feltételes entropia megadja, hogy mennyi bizonytalansag marad X-ben, ha elvessziik
az Y bizonytalansagat.

A feltételes entropia szamos tulajdonsaga koziil mi csak az aldbbit fogjuk felhasznalni:

0< H(X|Y) < H(X).

2.6. Statisztika

A statisztikaban altalaban X, Xs, ..., X, fliggetlen, azonos eloszlasu valészintiségi valtozok
vannak megadva, amiket mintdknak neveziink. Az eloszlast nem ismerjiik pontosan, de rendel-
kezésiinkre allnak megfigyelések.

Legyenek X, X,,..., X, fiiggetlen, azonos eloszlast valdszintiségi valtozok. Ekkor a
X = M valészintiségi valtozot empirikus kozépnek, vagy mintadtlagnak, a s =
= — Ly 1(X X)? valészintiségi valtozét pedig korrigdlt empirikus szomsnegyzetnek ne-
vezziik.

A x? eloszlas definiciéjabdl kovetkezik, hogy az (";12)8*2 valészintiségi véltozd eloszldsa 2,
amennyiben a s*2 o szérdst, normalis eloszldst valészintiségi véltozok korrigalt empirikus
szorasnégyzetét jeloli

2.2. definicié. Legyenek X és Y két olyan valdszinidségi vdltozd, amelyek eloszldsa rendre x2

és x2,. Ekkor a Z = # valdszintségi valtozo eloszldasdat F, ,, eloszldsnak hivjuk.

2.6.1. Hipotézisvizsgalat

A hipotézisvizsgalat feladata mindig valamilyen &llitas helyességének vizsgalata. Ezt az
allitast nullhipotézisnek nevezziik, jele Hy. A nullhipotézis dltaldban egy valdszintliségi valtozd
valamely paraméterére vagy a valtozé viselkedésére vonatkozé allitas. Az allitas igazoldsahoz
vagy elvetéséhez kisérletezgetések, mintak allnak rendelkezéstinkre. Ha a mintak alapjan a null-
hipotézist elvetjiik, holott az igaz, akkor elsdfaju hibdt kovetiink el. Ellenkez6 esetben — ami-
kor a nullhipotézis hamis, de mi elfogadjuk — mdsodfaji hibdrol beszéliink. Pusztan mintak
segitségével nem tudunk teljesen biztos valaszt adni. A gyakorlatban egy paraméterrel ()
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rogzitik az els6faju hiba elkovetésének megengedett valdszintiségét. Az 1 — « értéket a proba
szintjének hivjuk.

Osszefoglalva tehét, adott egy allitds, egy paraméter () és mintdk sorozata. Feladatunk,
hogy a mintak alapjan céfoljuk vagy igazoljuk az allitast igy, hogy bizonyithatéan a-nal kisebb
legyen annak valészintisége, hogy az allitds igaz, holott mi cafoljuk. A hipotézisvizsgalatnél a
mintdk eredményeit felhaszndlva kiszamitunk egy Un. probastatisztika értéket, és ezt vetjik
ossze egy ismert eloszldssal. Az a-nak célszerti kis (0.1 és 0.01 kozotti) értéket valasztani'.

2.6.2. A binomialis préba
2.6.3. Az F-proéba

Az F-préba arra szolgél, hogy két fiiggetlen, normalis eloszlast valészintiségi valtozo (X,Y)
szorasanak egyenlOségét eldontsiik.
Hy:ox =oy.

Tudjuk, hogy (nX;;)s;? és (nY;QUS;Q x? eloszldstak (nx —1) illetve (ny —1) paraméterrel. Ha
X Y
a nullhipotézis fennall, akkor az
*2
_ Sx

F=

*2
Sy

probastatisztika F-eloszlést (nx —1,ny —1) paraméterrel. Azonban + is F-eloszldsu (ny —
—1,nx — 1) paraméterrel, ezért a gyakorlatban F* = max{F,1/F} > 1 statisztikat szokas
hasznélni.

2.6.4. A y%-préba
A y%-prébak az alabbi tételt hasznaljdk fel.

2.3. tétel. Legyen Ay, Ao, ..., A, egy teljes eseményrendszer (r>3), legyen p; =P(A;) >0,i=
=1,...,r. Ismételjik a kisérletet n-szer eqymdstol fiiggetlenil. Jelolje X; az A; esemény bekovet-
kezésének szamat. Beldathato, hogy ekkor a

i: (X —np;)*

=1 P

valdszintiségi vdltozd eloszldsa n — oo esetén x2_, eloszldshoz konvergdl.

A 2 eloszlas kvantiliseit fiiggvény-tablazatokban megtaldlhatjuk.

A x?-préba legfontosabb alkalmazasi teriiletei az (1.) illeszkedés-, (2.) fliggetlenség- és (3.)ho-
mogenitasvizsgalat. Témankhoz a fiiggetlenség-vizsgalat tartozik hozza, igy a tovabbiakban ezt
részletezzitk. A x2-préba irdnt érdeklédéknek a [65] magyar nyelvii irodalmat ajanljuk.

!Gondolkozzunk el azon, hogy mi térténne, ha a-nak nagyon kis értéket valasztanank!
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2.6.5. Filiggetlenségvizsgalat

Legyen Ay, Ay, ..., A, és By, Bs, ..., By két teljes eseményrendszer. Végezziink n kisérletet.
Nullhipotézisiink az, hogy az eseményrendszerek fliggetlenek.

H()IP(AZ,BJ):IP(AZ)P(BJ), izl,...,r j:]_,...,s

Ha az események valdszintiségei adottak, akkor tiszta illeszkedés vizsgalati feladatrol beszéliink,
ahol

hiszen p;, g¢; értékek adottak. Jelolje k;; az A; N B; esemény bekovetkezésének szdmat. Ekkor ki

kell szamitanunk a .
s (kij —npig;)°
=) )

n . .
i=1 j=1 Pid;

Un. probastatisztika értéket. Jobban megvizsgalva y2-et lathatjuk, hogy az egy
> (megfigyelt érték - vart érték)?
vart érték

gyelt értékek kozel vannak azokhoz, amit Hy fennallasa esetén vartunk, tehat a nullhipotézist
elfogadjuk.

Hogy pontosan mit jelent az, hogy ,kicsi”, azt a 2.3-as tétel alapjan x2, , és az a pa-
raméter hatérozza meg. Tdbldzatbol keressiik ki, hogy a x2, ; eloszlas hol veszi fel az 1—«
értéket. Amennyiben ez nagyobb a fent kiszdmitott x? értéknél, akkor a nullhipotézist elfogad-
juk, ellenkezo esetben elvetjiik.

A gyakorlatban sokkal tobbszor fordul el6 az az eset, amikor az események valészintiségeit
nem ismerjiik. Ekkor a valdszinliségeket az események relativ gyakorisagaval becsiiljiik meg.
Jeloljiik az A; esemény gyakorisagat k;-vel, tehat k; = 22:1 k;j és hasonléan B; esemény gya-

jellegti kifejezés. Amennyiben Y2 kicsi, akkor a megfi-

korisagat k j-vel. x?-probék sorén az adatok szemléltetésének gyakran hasznélt eszkoze az tin.
kontingencia-tablazat. Ez egy tobbdimenzids tablazat, amely celldiban a megfelel6 esemény
bekovetkezésének szdma talalhaté. Egy ilyen 2-dimenzids kontingencia-tablazatot lathatunk a
kovetkezo abran.

By By ... By >
Ay | ki ke oo ks R
Ag | kot koo ... ko Ko
Ar krl kr2 cee krs kr.
Z k,l k.g . k,s n
oz /. ‘a2 ’ kz k] 1y 2 s,z
Az A;N B; megfigyelt értéke k;;, vart értéke Hj esetén n-—-—=. Ezek alapjdn x* értéke:
n o n
ki k
ro ol (ki ——2)?
2 _ n
=20 7,
=1 j5=1
n
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Mivel a fiiggetlenség fenndlldsa esetén r —1 darab p,-t és s —1 darab g¢; valosziniiséget kell
megbecsiilni, fgy a fenti Ho fenndlldsa esetén x2, | (.. o) = X{r_1)(s_1) €loszldsi.

A x? eloszlas kozelitése csak abban az esetben pontos, ha a k;; értékek nagyok. Persze nincs
pontos szabdly arra nézve, hogy mennyire kell nagynak lennie. Azt szoktdak mondani, hogy a
kontingencia tabldzat elemeinek 90%-a nagyobb legyen 6tnél.

2.6.6. Student t-proba

2.7. Algoritmus-elmélet

Terjedelmi okok miatt csak felsorolni tudjuk azokat az algoritmusokat, amelyeket az ol-
vasonak ismernie kell. Ezek pedig: linearis-, binaris keresés, mélységi, szélességi bejaras, Krus-
kal algoritmusa minimalis sulyu feszitofa meghatarozasahoz stb. Emellett feltételezziik, hogy
az olvasé tisztaban van az NP-teljesség (vagy altalanosabban a bonyolultsig) elméletének alap-
jaival.

2.8. Adatstrukturak

Feltételezziik, hogy az olvasé tisztdban van a lista (vektor) és a tomb fogalmédval. Az
adatbanyédszatban tovabbi kozkedvelt adatstruktirai az un. szdfa (trie), vagy més néven prefix-
fa (prefix-tree), a piros-fekete fa, illetve a hash-tébla.

2.8.1. Szoéfak

A széfat eredetileg szétar szavainak tarolasanal alkalmaztdk, annak érdekében, hogy gyorsan
el lehessen donteni, hogy egy adott sz6 szerepel-e a szétarban [33], [44]. A szavak az abc felett
értelmezett sorozatok, igy altalanosan azt mondhatjuk, hogy egy széfa egy adott véges elem-
halmaz feletti sorozatok tarolasara és gyors visszakeresésére alkalmas adatstruktira. A szofa
angol neve (trie, amit gy ejtiink, mint a try szét) a visszakeresés angol forditdasabdl szarmazik
(retrieval). A tovabbiakban az alaphalmazt J-vel, az alaphalmaz felett értelmezett, adott so-
rozatok halmazat szétarnak hivjuk. A 2.1 dbran egy szofat lathatunk, mely az C, FC, F'B,
CBP, FCAMP, FCABM sorozatokat tarolja.

A széfa egy (lefelé) irdnyitott gyokeres cimkézett fa. Egy d-edik szint{i pontbdl csak d+1-edik
szintli pontba mutathat él. Néha a hatékonysag kedvéért minden pontbdl a pont sziiléjére is
mutat él. A gyokeret 0. szintlinek tekintjiik. A cimkék az J-nek egy-egy elemei. Minden pont egy
elemsorozatot reprezental, amely a gyokérbol ebbe a pontba vezeto éleken talalhato elemekbdl
all. Akkor tartalmazza a széfa az S sorozatot, ha van olyan pont, amely az S-t reprezentalja.

Ha egy sorozatot tartalmaz egy szofa, akkor annak tetszéleges prefixét is tartalmazza.
A prefix azonban nem biztos, hogy eleme a szétarnak. Ezt a problémat kétféleképpen lehet
kikiiszobolni. Egyrészrol megkiilonboztetiink elfogado és nem elfogado pontokat. Egy soroza-
tot akkor tartalmazza a szoéfa, ha van olyan elfogadé allapot, amely a sorozatot reprezentalja.
Masrészrdl bevezethetiink egy specidlis elemet, amit minden sorozat végére illesztiink, tovabba
sorozatot csak levél reprezentalhat.

A széfanak két implementaciéjat kiillonboztetjik meg attdl fiiggden, hogy milyen technikat
alkalmazunk az élek téroldséra. Az tn. tabldzatos implementdcidban (tabular implementation)
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2.1. abra. Példa széfara

[44] minden ponthoz egy rogzitett hosszisdgu, mutatdkat tartalmazé vektort vesziink fel. Az
1-edik mutaté mutat az i-edik elemhez tartozé él végpontjara. Ha a pontnak nincs ilyen cimkéji
éle, akkor a mutaté értéke NULL. A vektor hossza az J elemszaméval egyezik meg.

A ldncolt listdas implementdcioban [33] az éleket egy lancolt listdban taroljuk. A lista ele-
mei élcimke, gyermekmutaté parok. A lancolt lista kdvetkez6 elemére mutaté mutatokat meg-
sporolhatjuk, ha egy vektort alkalmazunk, aminek hossza megegyezik a pont éleinek szamaval,
és elemei szintén cimke, mutaté parok. Ez azért is jo megoldds, mert egy lépéssel tudunk
tetszbleges indexii elemre 1épni (a cimke, mutaté par memoriasziikségletének ismeretében), és
nem kell a mutatékon keresztiil egyesével lépegetniink.

Széfdk esetében a legfontosabb elemi miivelet annak eldontése, hogy egy adott pontnak
van-e adott cimkéjl éle, és ha van, akkor ez hova mutat. Tablazatos implementacional ezt a
feladatot egy lépésben megoldhatjuk a megfelel6 indexii elem megvizsgalasaval. Lancolt listas,
illetve valtozo hosszisagu vektor esetén a megoldas lassabb miivelet. A vektor minden parjat
ellendrizniink kell, hogy a par cimkéje megegyezik-e az adott cimkével. A hatékonysagot novel-
hetjik, ha a parokat cimkék szerint rendezve taroljuk, és binaris keresést végziink.

Erdemes dsszehasonlitanunk a két vektoros implementaciéban a pontok memoriaigényét.
Amennyiben a mutatok, és a cimkék is 4 bajtot foglalnak, akkor a tdblazatos implementaciéban
egy pont memoriaigénye (a vektor fejléc memoriaigényétol eltekintve) |I]-4 béjt, a listas imple-
mentaciéé n-2-4 bajt, ahol n az adott pontbdl indulé élek szama, amire igaz, hogy 0 <n <|J|.
Ha a szofa pontjai olyanok, hogy kevés élitk van, akkor a listas implementéacionak lesz kevesebb
memoériara sziiksége, sok élnél azonban tablazatos implementacioé a jobb megoldéas. A két tech-
nikdt 6tvozhetjitk akdr egy adott széfan beliil is [123], [144]: ha a pont éleinek szdma meghalad
egy korlatot (4ltaldban J/2-t), akkor tabldzatos implementdciét hasznalunk, ellenkezé esetben
maradunk a listas megoldasnal.

Megemlitiink két széfa leszarmazottat. Ezek a nyesett szdfak (pruned trie) és a PATRI-
CIA fak. Mindkét fa abban kiilonbozik az eredeti szofatol, hogy kiiktatjak az olyan utakat a
fabdl, amelyekben nincsen eldgazéas. A nyesett fandl ezt kizardlag levélhez vezetd utakkal teszik,
PATRICIA faknal ez a korldtozas nem all fenn.
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Patricia-fak

Egy iranyitott utat lancnak hivunk, ha minden pontjanak csak egy gyereke van. A Patricia-
fa a szofabdl szarmaztathato ugy, hogy a szoéfa nem bévithetd lancait egy-egy éllé vonjuk ossze.
Az 14j él a lanc utolsé pontjaba mutat, cimkéje a lanc éleinek cimkéibol allo sorozat. Ha a
lancosszevonast csak a levélben végzédé lancokra hajtjuk végre, akkor in Patricia™ fat kapunk.

Ha a széfa sok lancot tartalmaz, akkor a Patricia-fa sokkal hatékonyabb. Ellenkez6 esetben
viszont tobb memoridt hasznal, mivel a cimkéket vektorokban taroljuk, ami egyetlen elem
tarolasa esetén nem célravezetd a nagy tobbletkoltség miatt.

2.8.2. Piros-fekete fak

A piros-fekete (RB-tree vagy symmetric binary B-trees) fék a kiegyenstlyozott binéris fak
(balanced binary tree) egy tipusa. Minden csticsnak szine van, hagyoményosan piros vagy fekete.
Specidlis forgatdsokat hasznalé beszturas miivelet biztositja, hogy barmely a gyokérbdl levélbe
vezet® 1t hossza ne legyen nagyobb, mint a legrovidebb ilyen Ut hosszénak kétszerese. Egy
piros-fekete fa a kovetkezd tulajdonsagokkal rendelkezik :

I. Minden csticsnak a szine piros vagy fekete.
II. Minden levél szine fekete.
III. Minden piros csucsnak mindkét fia fekete.
IV. Barmely két, azonos csticsbdl indulo, levélig vezetd titon ugyanannyi fekete csics van.

A fentiekbdl kovetkezik, hogy barmely n belsé csiicesal rendelkez6 piros-fekete fa magassaga
legfeljebb 21g(n+1). A bizonyitas és a fa épitésének menete megtaldlhaté az irodalomban (pl.
[79]).

2.8.3. Hash-tabla

A hash-tdbla magyar elnevezése hasité-tabla (®), de mi ezt a sz6t nem fogjuk hasznélni. A
hash-tabla elemek gyors elhelyezésére és visszakeresésére hasznélt adatstruktiura. A tablazatnak
celldi vannak, amibe elemeket helyezhetiink. Minden celldnak van egy cime (vagy indexe). A
hash-tablas tarolasban kozponti szerepet tolt be az elemeken értelmezett tun. hash-fiiggvény, ami
megadja az elem hash-értékét. Egy elemet arra a cimre helyeziink be a hash-tablaban, amelyet
a hash-értéke megad. El6fordulhat, hogy kiilonb6z6 elemekhez a hash-fliggvény ugyanazokat a
hash-értéket rendeli. Ezt titkozésnek hivjuk. A hash-tablakrol onmagaban fejezeteket lehet irni,
ennyi bevezeté azonban elég ahhoz, hogy megértsiik a jegyzet tovabbi részeit.

2.9. Szamitégép-architekturak

Sok kutaté alkalmazza a kiilsé taras modellt az algoritmusanak hatékonysiaganak
vizsgalatakor. Mara az oriasi memoériaméreteknek koszonhetéen a legtobb adatbazis elfér a
memoriaban, valamilyen sziirt formaban. Ilyen esetekben az elemzéshez hasznalt modell le-
egyszerlisodik az egyszeriibb kozvetlen hozzaférésti (RAM-) modellre (amely Neumann-modell
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[139] néven is ismert, mivel a magyar sziiletésti Neumann Janos javasolta el6szor ezt az archi-
tekturat). A programokat olyan modern processzorokon futtatjak, amely sokkal kifinomultabb
a RAM-modellnél. A modell tuilzott egyszertisitése ahhoz vezet, hogy az elemzéseknek sem-
mi koze nincs a valésaghoz. Az 1Gj modell 1j elvarasokat tamaszt az algoritmusokkal szemben.
Ezekrél egy kivdlo attekintés olvashaté a [94] tanulmanyban. A modern processzorok legfonto-
sabb sajatossdga a tobbszintli memdria és a csévezetékes (pipeline-) feldolgozés.

2.9.1. Tobbszintlii memodria, adatlokalitas

A memoéria nem egyelten nagy blokk, sokkal inkdbb kiillonbozé méretili, késleltetésii
memoriakbol allé hierarchikus rendszer. Minél nagyobb a memoria mérete, annal tébb ido
kell a hozzaféréshez. A hierarchia elemei, méret szerint novekvd sorrendben a kovetkezok:
regiszterek, par kilobajtos elsészintli gyorsitétar, par megabdjtos masodszintii gyorsitotar,
esetleges harmadszintii gyorsitotar, rendszermemoria és merevlemez. Az adatot a rendszer-
memoriabdél a masodszintli gyorsitétarba, a méasodszintiibdl az elsoszintii gyorsitotarba blok-
konként méasolhatjuk. A blokkméret egy Pentium 4-es processzor esetén 128 bajt.

A blokkonkénti feldolgozas mas megvilagitasba helyezi az algoritmusok vizsgalatat: egyet-
len bit eléréséhez és beolvasasahoz egy lassii memoriabol ugyanannyi ido kell, mint a bitet
tartalmazoé teljes blokk eléréséhez és beolvasasahoz. Masik adat elérése ugyanebben a blokkban
viszont nem igényli mar a hozzaférést a lassit memoériahoz. fgy rendkiviil fontos kovetelménnyé
valik az adatlokalitds, azaz hogy az adatok, amelyeket idében egymashoz kozel dolgozunk fel,
a memériaban is kozel legyenek egymashoz.

Az adatot feldolgozasakor be kell hozni a regiszterekbe. El6fordulhat, hogy mar eleve ott
van, mert az el6z6 miveletekhez sziikség volt ra. A korlatozott szamu regiszterek miatt azonban
sokkal valészinlibb, hogy az egyik gyorsitétarban vagy a rendszermemoriaban helyezkedik el.
S6t, az is lehet, hogy a merevlemezen talalhaté, ha az algoritmus memdriaigénye annyira nagy,
hogy lapozasra van sziikség. Ha a masodszinti gyorsitétarban vagy a rendszermemoridban
helyezkedik el a kivant adat, akkor az adathozzaférés un. cache miss-t okoz. Amig ez az adat
bekeriil a regiszterekbe, a processzor végrehajthat mas miveleteket (ezer alapmiivelet, példaul
Osszeadas elvégzésére képes ez id6 alatt), ennek ellenére a teljesitménye messze elmaradhat
ilyenkor a maximalistél. Tehat az adatstruktira, algoritmus par tervezésekor torekedniink kell
a minél jobb adatlokalitdsra a cache miss-ek elkeriilése érdekében.

2.9.2. Csovezetékes feldolgozas, elagazas-elorejelzés

A programozok altal hasznalt miiveleteket a fordité mikroutasitdsok sorozatara bontja. A
miiveleteket nem kiilon-kiilon, egymas utan hajtjuk végre, hanem parhuzamosan dolgozzuk
fel 6ket, csOvezeték hasznalataval. Sajnos azonban az adatfiiggoség és a feltételes ugrasok so-
kat rontanak a parhuzamos feldolgozas hatékonysagan. Adatfliiggdségrdl akkor beszéliink, ha
egy utasitas egy el6zo utasitas eredményétol fligg. Eldgazas-elorejelzésnél megjosoljuk a feltétel
kimenetét, és betoltjiik a csévezetékbe az ennek megfelelo utasitasokat. Ha a joslds hamis-
nak bizonyul, akkor a csovezetéket ki kell tiriteni, és be kell tolteni a helyes utasitdsokat.
Ezt a problémat gyakran kikiiszobolhetjiik kiilonb6z6 technikédk alkalmazasaval, (mint példaul
kodatrendezéssel) amelyet automatikusan elvégez a forditd. Szamitasigényes algoritmus ter-
vezésekor azonban nekiink kell igyelniink az adatfiiggetlenségre és az elagazas-elorejelzésre.
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A csovezetékes feldolgozas lehetévé teszi, hogy egy orajel alatt tobb mitveletet is
elvégezziink. A fent emlitett problémak miatt azonban a processzor atlagos teljesitménye messze
nem éri el az optimumot. A felesleges feltételek ronthatjak a hatékonysdgot. Az elagazas-
elorejelzés intelligens olyan szempontbol, hogy ha egy feltétel kimenete sohasem valtozik, akkor
a processzor ezt figyelembe veszi és a kés6bbiekben ennek megfelelden jésol. Igy a mindig igaz
(vagy hamis) feltételek nem befolydsoljdk a hatékonysigot.



3.

fejezet

Elofeldolgozas, hasonldsagi fiiggvények

Ebben a fejezetben ismertetjiik, hogy milyen elterjedt mértékek vannak elemek kozotti ha-
sonlésagra majd ratériink a legfontosabb elofeldolgozasi miiveletekre. Mindenek el6tt azt kell
tisztaznunk, hogy milyen tipusu attribitumok léteznek matematikus szemmel.

3.1. Attributum tipusok

Jeloljiik az A attributum két értékét a-val és a’-vel.

L.

II.

I1I.

IV.

A kategoria tipusi (nominal) attributumndl az attribitum értékei kozott csak azonossagot
tudunk vizsgdlni. Tehat csak azt tudom mondani, hogy a=ad’ vagy azt, hogy a#ad’. A ka-
tegoria tipusu attributum egy specialis esete a bindris attribitum, ahol az attribitum csak
két értéket vehet fel. A kategdria tipusi attributumokat az irodalom néha felsorolds (enu-
merated) vagy diszkrét tipusnak is hivja. Masodlagos jelentésiik miatt a tanulmanyban
ezeket az elnevezéseket nem hasznaljuk. Példaul a felsorolas tipus emlitésénél a legtobb in-
formatikusnak a C++, java, C#-beli felsorolas tipusi valtozo jut eszébe, amelyek mindig
egyértelmi megfeleltetésben allnak egy egész szammal.

A sorrend tipusi (ordinal) attributumokndl az értékeket sorba tudjuk rendezni, azaz az
attributum értéken teljes rendezést tudunk megadni. Ha tehat a # o, akkor még azt is
tudjuk, hogy a > a’ és a < a’ koziil melyik igaz.

Ha az eddigiek mellett meg tudunk adni egy + fiiggvényt, amivel az elemek csoportot
alkotnak, akkor intervallum tipusi (interval scale) attribitumrol beszéliink.

Ha egy intervallum tipust attributumnal meg lehet adni zérus értéket, vagy pontosabban
az attribitum elemei gytrit alkotnak, akkor az attribatum ardny skdldji (ratio scale).
Az arany skalajua attributumot gyakran fogjuk valds attribitumnak hivni, hiszen a gya-
korlati esetek tobbségében az arany skaldju attributumok megadésahoz valds szamokat
hasznalunk. Azonban ne felejtsiik el az arany skalaju attributum eredeti definiciéjat, illet-
ve azt, hogy az arany skalaju attribitumok nem feltétlentl valos szamokat tartalmaznak.

Példdul egy tigyfeleket leir6 adatbédzisban vannak bindris (pl.: biintetett elééletii-e), kategorikus
(pl.: vallas, csalddi allapot) és intervallum (pl.: ddtum) tipusd attribitumok is.

37
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Furcsa méd nem mindig trividlis, hogy egy attribitum milyen tipust. Példaul az idéjaréas
jellemzésére haszndlt napsiitéses, boris, es¢s értékekre mondhatjuk, hogy ez egy kategoria
attributum elemei. Ugyanakkor érezziik, hogy a boris valahol a napsiitéses és az esds kozott
helyezkedik el, igy inkabb sorrend tipusinak mondanénk az attribitumot.

Az intervallum tipusi attribitumok megadasara is szamokat hasznalunk, amelyeknél
értelme van a kiilonbség szamitasanak, de a hanyados képzésnek nincs tul sok. Tulajdonképpen
azt, hogy egy attributum esetében mikor beszéliink intervallum és mikor ardany skaldja tipusrél
az donti el, hogy egyértelmii-e a zérus pont definidlasa. Gondoljuk meg, hogy példaul az
évszamokndl hany fajta nullat ismeriink. Hasonl6 a helyzet a hémérséklet esetében (Fahrenheit
kontra Celsius).

Weka 3.5.7 A weka sajat fdjlformdtumdt Arff-nak nevezik.

>~ Az Arff formdtum (Attribute-Relation File Format) egy olyan ASCII >~
' 'WEKA szoveges fajl formdtum, mely azonos attributummal rendelkezé rekordok ¥ ol WEK‘
e tdaroldsdra alkalmas. Két részbdl dll: fejléc (header) és adat (data). A ki

fejléc tartalmazza az attributumokat és azok tipusat. A wekdban hasznalt
adattipusok a kovetkezdk: kategéria (nominal), szam (numeric), karak-
terldnc (string) és datum (date). Kategoria tipusi attribitumokndl fel
kell sorolnunk az attribitum lehetséges értékeit. A sorrend fontos lehet
bizonyos eldfeldolgozisi szliréknél. A ddatum tipusi attribitumokndl meg-
adhatjuk a ddtum formdtumdt is. A Data részben minden sorban eqy re-
kord szerepel, amelynek attributumértéker vesszovel vannak elvdlasztva.
A hidanyzo értékeket a 7 jelzi. A % jellel kezdddé sorok a megjegyzéseket
jelolik.

Ha az adatbdzisban sok nulla érték szerepel (az gyakori elemhalmazok
és az asszocidcids szabdlyok kinyerésénél dltaldban ez a helyzet) akkor
a sparse arff formdtumot célszeri haszndlni. Ennél a formdtumndl
a data részben attributum sorszdam, attributum érték pdrok wvessziovel
elvdlasztott sorozata dll. A nulla értékeket nem rogzitjik.

A weka. filters.unsupervised.attribute. MergeTwoValues
szird osszevonja eqy kategoria tipusu attributum két értékét. Ha
az eredeti attributum k kilonbozd értéket vehet fel, akkor a szird
alkalmazdsa utdn mdr csak (k—1)-et.

A weka.filters.unsupervised.attribute.ChangeDateFormat
szird egy ddtum formdtuma attribitumom formdtumdt dtalakit egy
mdsik formdtumba. fgy eqy részletes datumformdtumbdl (példdul év,
hénap, nap, dra, perc, mdsodperc) részinformdacist (példdul ora, perc)
nyerhetink ki.

A weka. filters.unsupervised.atiribute. NominalToBinary
minden kategoria tipusu attributumot dtvdlt bindris attribitummd.
Minden olyan A attribidtumot, amely k kiilonbézé értéket vehet fel
(k > 2), helyettesitink k darab bindris attribitummal. Ha egy elem A
attribitumdnak értéke az i-edik attribiutum érték volt, akkor csak i-edik
uj attributum értéke lesz egy, a tobbié pedig nulla.

weka. filters.unsupervised.attribute. NumericToNominal
szird a szdm tipusit attributumokbol kategoria tipusuakat dllit eld.
Ext  egyszeriien gy végzi, hogy minden egyes szdmot kategoria
tipusu attributum eqy értékeként kezel, és hozzdadja az attribitum
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értékhalmazdhoz.

Szinte minden adatbanyész/statisztikai program megadja minden intervallum tipusi att-
ributumnak a legfontosabb statisztikait. Ezek a

— kozépértékre vonatkozé adatok: mintadtlag, medidan, modusz,

— szorodasra vonatkozo adatok: empirikus szordsnégyzet, minimum, maximum, terjedelem
(max és min érték kozotti kiillonbség)

— eloszlasra vonatkozo adatok: empirikus kvantilisek, ferdeség, lapultsag.

A ferdeség egy eloszlas szimmetriajat probalja megadni. Ha a ferdeség nulla, akkor az el-
oszlas szimmetrikus (példdul normalis eloszlasoknal), ellenkez6 esetben a varhaté értéktol balra
(negativ ferdeség esetében) vagy jobbra ,nytlik el”. A ferdeségnek t6bb mutatéjat definidlték;
(DQD[?)%), de szokas még a (3; = \/71-et is haszdlni.

Szintén nem az alapfogalmak kozé tartozik a lapultsag fogalma, ami egy eloszlas csicsossagat
adja meg. A lapultsagnak is tobb elfogadott definicidja 1étezik. Legelterjedtebb a 35 = (524[7[))5])2
(kurtosis proper), és a v, = f, —3 (kurtosis excess) értékek. A normaélis eloszlas [y lapultsagi
értéke harom, a normaélisnél laposabbaké haromnal kisebb. A ferdeséget és a lapultsdagot annak
eldontésénél szoktak hasznalni, hogy egy adott minta szdrmazhat-e normaélis eloszlasbol.

Kategéria tipusi attribitum esetén altalaban grafikusan abrazoljak az eloszlasokat vagy

gyakorisagokat. A legjellemzOobb abrazolasi modok a kordiagrammok és a hisztogrammok.

ezek kozil a legelterjedtebb a v, =

3.2. Hasonldsagi mértékek

Az adatbanyaszatban gyakran sziikségiink lesz arra, hogy attributumokkal leirt elemek
kozott hasonlésagot definidljunk. Természetesen elvarjuk, hogy ha minél inkdbb tobb azonos
érték szerepel az attributumaik kozott annal hasonlébbak legyenek az elemek. A gyakorlat-
ban hasonlésagi mérték helyett kiilonbozoségi mértékkel dolgozunk, amely a hasonlésag inver-
ze (minél hasonlébbak, anndal kevésbé kiilonbozék). Elvarjuk, hogy két elem kiillonbozoségét
(d(x,y)) ki lehessen fejezni egy pozitiv valds szédmmal, tovabbd egy elem Onmagatdl ne
kiillénbozzon, szimmetrikus legyen (d(z,y) = d(y, z)), és teljesiiljon a hdromszog egyenlétlenség
(d(z,y)<d(z,z)+d(y, z)). Tehat a kiillonbozéség metrika legyen. Két elem kiilonbozésége helyett
gyakran mondunk majd két elem tdvolsagat.

A kovetkezOkben sorra vessziik, hogyan definidljuk a tavolsagot kiilonboz6 tipusi att-
ributumok esetében, és azt, hogy miként lehet egyes attribuitumok fontossdgat (sulyat)
megnovelni.

3.2.1. Binaris attributum

Egy binéris attribiitum olyan kategéria tipusi attribitum, amely két értéket vehet fel (pl.:
0 és 1). Hogyan hatdrozzuk meg = és y elemek hasonlésigat, ha azok m darab bindris att-
ributummal vannak leirva? Készitsiik el a kovetkezo osszefoglald tablazatot.



3. FEJEZET. ELOFELDOLGOZAS, HASONLOSAGI FUGGVENYEK 40

DY
1 q r | q+r
0 s t | s+t

S lgts|r+t| m

Példaul az 1-es sor 0-as oszlopahoz tartozo érték azt jelenti, hogy r darab olyan attribitum
van, amelyek az x elemnél 1-et, y-nal 0-at vesznek fel.

Ez alapjan definidlhatjuk az in. invaridns és varians hasonldsagot. Az invarians hasonlésagot
olyan eseményeknél hasznaljuk, amikor a bindris attributum két értéke ugyanolyan fontos (szim-
metrikus attribitum), tehat mindegy, hogy melyiket kédoljuk 0-val, illetve 1-essel. Ilyen att-
ributum példaul egy ember neme. Azért kapta ez a hasonlésag az invarians jelzot, mert nem
véltozik az értéke, ha valaki mashogy kédolja az attribitumokat (tehat kédolds invaridns). A
legegyszeriibb invaridans hasonlésag az eltérd attributumok relativ szama:

r+s
d(z,y) = ——.

Aszimmetrikus attribitum esetében a két lehetséges érték nem egyenrangu. Ilyen attribatum
lehet példaul egy orvosi vizsgalat eredménye. Nagyobb stilya van annak a ténynek, hogy valaki
fertozott beteg, mint annak, hogy nem az. A konvenciéknak megfeleléen 1-essel kédoljuk a
lényeges (éltalaban ritka) kimenetet. A legegyszertibb varidns hasonléségi mérték a Jaccard-

koefficiens komplementere:
q r+s
dz,y)=1-——=——
(2,9) e —_
ahol nem tulajdonitunk jelentoséget a nem jelentés kimenetek egyezésének.
Amennyiben szimmetrikus és aszimmetrikus értékek is szerepelnek a binaris attributumok

ko6zott, akkor azokat vegyes attributumként kell kezelni (lasd a 3.2.5-0s részt).

3.2.2. Kategoria tipusu attributum

Altalanos esetben a kategdria tipusu attribitum nem csak ketto, hanem véges sok kiilonb6z6
értéket vehet fel. Ilyen attribitum példaul az ember szeme szine, csalddi allapota, vallasa stb.
A legegyszeriibb hasonldsiag a nemegyezések relativ szama:

u
d(l’,y) - E?

ahol m a kategéria tipusu attribitumok szama, u pedig azt adja meg, hogy ezek koziil mennyi
nem egyezett. Természetesen a kategéria tipusi attributumok sem feltétlentil szimmetrikusak,
mert lehet, hogy az alapértelmezett értékek egyezése nem igazan fontos. A Jaccard-koefficiens
komplementerét kategoria tipust attribitumokra is felirhatjuk.

3.2.3. Sorrend tipusu attributum

Sorrend tipustu attributum példaul az iskolai végzettség: 8 altalanos, befejezett kozépiskola,
érettségi, féiskolai diploma, egyetemi diploma, doktori cim. Vannak arany skaldji attributumok,
amelyeket inkdbb sorrend tipusu attribitumnak kezeliink. Példaul a Forma 1-es versenyeken
sem az egyes korok futasi ideje szamit, hanem az, hogy ki lett az els6, masodik ...
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A sorrend tipusu attributumokat altaldban egész szdmokkal helyettesitik — tipikusan 1 és M
kozotti egész szamokkal. Ha tobb sorrend tipust attributumunk van, amelyek a fontos dllapotok
szdmaban eltérnek, akkor célszeri mindegyiket a [0,1] intervallumba képezni az <=L miivelettel.

M—1
Igy mindegyik egyenlo sillyal szerepel majd a végsé hasonlésagi mértékben. Ezutan alkalmaz-
hatjuk valamelyik intervallum tipusi hasonlésagot.

3.2.4. Intervallum tipusu attribitum

Az intervallum tipusu attributumokat altalaban valés szamok irjék le. Ilyen attribitumra
példa egy ember stlya, magassaga, egy orszag éves atlaghémérséklete stb. Tekinthetiink gy egy
elemre, mint egy pontra az m-dimenziés vektortérben. Az elemek kozotti kiilonbozoséget a vek-
toraik kiilonbségének norméjdval (hosszaval) definidljuk (d(Z,y) = ||Z—7]|). Legtermészetesebb
talan az Euklideszi-norma, de alkalmazhatjuk a Manhattan-normat is. Mindkét mérték a
Minkowski-norma specialis esete.

Euklideszi-norma: Ly(2) = +/]z12+ 222+ -+ |z2m|?
Manhattan-norma: L,(2) = |z1|+ |22+ -+ |2m]
Minkowski-norma: L,(?) = (|21|P+|2[P + - - -+ |2, [P) /P

A p = o0 esetén két vektor tavolsaga megegyezik a koordinatdainak a legnagyobb eltérésével
(Loo(2) = max{[i[}).

Habar az elemek lefrasaban mar csak szdmok szere-

pelnek, a hattérben megbijé mértékegységeknek nagy sze- LAz
repiik van. Gondoljuk meg, ha méter helyett milliméterben
szamolunk, akkor sokkal nagyobb értékek fognak szerepelni
az elemek leirdsaban, és igy a kiilonbségek is megndnek. A | cotben  van  mazimdlis  le-
nagy értékkészleti attributumoknak nagyobb hatasuk van hetéség az utddok sziletésére.”
a hasonldsag értékére, mint a kis értékkészletlieknek. Jo- | poiras: http: //hvg.
gos tehdt az egyes attributumok normalizdlasa, azaz transz- |y, egeszseg,/20070913_
forméljuk 6ket pl. a [0,1] intervallumba, majd ezen transz-
formalt attribatumok alapjan szamitsuk a tavolsagokat
(3.3.6 rész).

Gyakran el6fordul, hogy a kiilonboz6ség megallapitasanal bizonyos attribitumokra nagyobb
sulyt szeretnénk helyezni. Példaul két ember 0sszehasonlitasanal a hajszinnek nagyobb szerepe
van, mint annak, hogy melyik ldbujja a legnagyobb. Ha figyelembe vessziik az attributumok
sulyait, akkor példaul az Euklideszi-tavolsag igy modosul:

idedlis  korkulonbség  férg
és feleség kozott hat év. Egy
svéd  kutatds  szerint  ilyen

idealis_korkulonbseg.aspx

d(z,y) = \/w1|x1 — [P Fwolre —1l? 4 - F Wi | T — Y| ?,

ahol w;-vel jeloltiik i-edik attributum silyét és legyen > " w; = 1.

El6fordulhat, hogy olyan attributummal van dolgunk, amely értékeit nemlinearis léptékben
abrézoljuk (nemlinedris névekedésli attribitumnak szokds hivni ezeket). Példaul a baktérium
populaciok novekedését vagy algoritmusok futasi idejét exponencidlis skalan érdemes abrazolni.
Az ilyen attributumokndl nem célszerti kozvetleniil intervallum alapt hasonlésagot alkalmazni,
mert ez Oriasi kiilonbozoségeket eredményez azokon a helyeken, ahol kis kiilonbozoséget varunk.
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Két megkozelités kozott szokas valasztani. Egyrészt hasznalhatjuk az intervallum alapu
hasonlésagot, de nem az attribitum eredeti értékén, hanem annak logaritmusan. Masrészt
diszkretizalhatjuk az értékeket, és vehetjiik csak a sorrendet a hasonlésag alapjaul.

3.2.5. Vegyes attribitumok

Az €l6z6 részekben azt tekintettiik at, hogyan definidljuk a hasonlésagot két elem kozott
adott tipusu attributumok esetén. Mit tegyiink akkor, ha egy objektum leirdsdnal vegye-
sen adottak a kiilonbozé tipusid — intervallum, bindris, kategéria stb. — attributumok? Cso-
portositsuk az egyes attributumokat tipusuk szerint, és hatarozzuk meg a két elem ha-
sonlésdgat minden csoportra nézve. A kapott hasonldsdgokat képezziik a [0,1] intervallumba.
Minden attribitumnak feleltessiink meg egy dimenziét a térben, igy két elem hasonlésagahoz
hozzarendelhetiink egy vektort a vektortérben. A hasonldsdg értékét feleltessiik meg a vektor
hosszanak.

Ennek a megkozelitésnek a hatranya, hogy ha példaul egyetlen kategoria tipusu attribatum
van, akkor az ugyanolyan stllyal fog szerepelni, mint akar tiz binaris attribitum &sszesen.
Célszerti ezért az egyes attributumtipusok altal szolgdltatott értékeket sulyozni a hozzdjuk
tartozo attribitumok szamaval.

3.2.6. Specialis esetek

Egyre tobb olyan alkalmazas keriil el6, ahol a fent definidlt altalanos hasonlésagok nem
ragadjak meg jol két elem kiillonbozoségét. A teljesség igénye nélkiill bemutatunk két olyan
esetet, amikor specidlis tavolsagfiiggvényre van sziikség.

Elemsorozatok hasonlésaga

Elemsorozaton egy véges halmazbdl vett elemek sorozatét értjiik. Példaul a magyar nyelven
értelmezett szavak elemsorozatok. Nézziik az S = (abcde) sorozatot. Legtébben azt mondandnk,
hogy a (bedzrye) sorozat jobban hasonlit S-re, mint az (xzxddd) sorozat. Nem ezt kapnank, ha
a poziciokban megegyezo elemek relativ szamaval definialnank a hasonlésagot.

Egy elterjedt mérték az elemsorozatok hasonlésdgira az tUn. szerkesztési tdvolsdg. Két
sorozatnak kicsi a szerkesztési tavolsaga, ha az egyik sorozatbol kevés elem torlésével ill.
beszurdsaval megkaphatjuk a maésikat. Pontosabban, két sorozat szerkesztési tavolsaga adja
meg, hogy legkevesebb hény besziras és torlés miivelettel kaphatjuk meg az egyik sorozatbdl
a masikat. A szerkesztési tavolsag alapjan csoportosithatunk dokumentumokat, weboldalakat,
DNS sorozatokat, vagy kereshetiink illegdlis masolatokat.

Bezart szog alapt hasonldsag

Vannak alkalmazasok, ahol nem a vektorok kiilonbségének a hossza a lényeges, hanem a
vektorok altal bezart szog. Példaul dokumentumok hasonlosdgaval kapcsolatban szamos ok-
fejtést olvashatunk, hogy miért jobb szégekkel dolgozni, mint a tavolsagokkal. Emlékeztetoiil a
koszinusz-mérték pontos képlete:

7y

d(x,y) = arccos ———-.
1211141
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3.3. Elofeldolgozas

Weka 3.5.7 Az elbfeldolgozdsi mddszereket az explorer
‘P preprocess fulén keresztul érhetjik el. Itt adhatjuk meg a bemeneti ‘P
WEKA adatot tdrolé fajl (Open file...), url (Open URL...) vagy adatbdzis
iR nevét ((Open DB...)). Az Edit. .. gombra klikkelve konnyen olvashatd
- formdban megjelenik az adat, amelyet kozvetlen mddosithatunk is. Ha
valamelyi oszlop fejlécére kattintunk, akkor az adatokat az oszlop sze-
rint rendezve ldthatjuk.
Minden  eldfeldolgozdsi  eljdrdst  két  csoportba  soroljuk.
A supervised (feligyelt) mdodszereknél meg kell adni egy
osztdlyattributumot, az unsupervised (felugyelet nélkili) mddszereknél
minden attributum egyforma. Ezen csoportokon beliil megkilonboztetink
attribute €s instance eljdrdsokat attdl fiiggéen, hogy attributumokra
(0szlopokra) vagy elemekre/objektumokra (sorokra) vonatkoznak.

= The University
of Waikato

Minden szirdénél (még a feligyelet nélkilieknél is) az ignoreClass
bindris paraméterrel dllithatjuk be, hogy a sziirés sordn figyelembe vegye-
e az osztalyattribitumot. Alapértelmezés szerint az osztdlyattributum az
utolso attributum.

3.3.1. Hianyzo értékek kezelése

Az adatbanyéaszati algoritmusok csak olyan elemeket tudnak kezelni, amelyeknek minden
attributuma adott. A valé élet adatbazisainal ez nem mindig all fenn, konnyen lehet, hogy
bizonyos celldkat nem toltott ki az adatot begépel6 személy. Sok oka lehet a hidnyos mezoknek.
Példaul az orvos bizonyos teszteken nem végzett el a paciensen, mert nem talalta sziikségesnek.

Persze torolhetjiik azokat az elemeket, amelyek tartalmaznak hidnyzo attribitumokat, de
lehet, hogy ekkor annyira lecsokken az adatbazis mérete, hogy az alkalmatlan lesz az elemzésre,
vagy legalabbis adott konfidencia mellett keveset tudunk mondani az Osszefiiggésekrdl. A
hidanyzo értékeket tartalmazé elemek hasznos informaciot tartalmazhatnak, ne dobjuk el Oket,
ha nem musza;j.

A hidnyzo cellakat fel kell tolteniink valamilyen értékkel, vagy a hidnyzast mint kiilon att-
ributumértéket kell kezelniink. Ez utébbit teszi példaul a C4.5 nevii dontési fakat el6allito
médszer [113] is.

Sokféleképpen helyettesithetjiik a hidnyzé értékeket. Ha a hidnyzo attribtitum kategéria
tipusi, akkor vehetiink egy alapértelmezett értéket, vagy az attributum leggyakrabban
el6forduld értékét (médusz). Létrehozhatunk egy elem helyett sok 1j teljes elemet tgy, hogy
a hidanyzé attributum helyére az Osszes lehetséges értéket beirjuk. Intervallum attributumok
esetén szokas az atlagot vagy a mediant valasztani.

Weka 3.5.7 A weka.filters.unsupervised.attribute.-
P~ ReplaceMissingValues szird a hianyzo értékek helyettesitésére szolgdl.
. WE KA Kategoria tipusi attributumokndl a leggyakrabban eldfordulo értékkel

The University , , , , , . , .
of Waikato (médusz), szam tipusiakndl pedig az dtlaggal helyettesit.

® WEK/
= The University
of Waikato
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Ha osztalyozasi feladattal van dolgunk, akkor a fenti értékek szamitasandl szoritkozhatunk
csak az adott osztalyba tartozé elemekre. S6t ezt a gondolatot vihetjiik tovabb és az
értékek szamitasanal tekinthetjiik csak azokat az elemeket (ha vannak ilyenek), amelyek att-
ributumainak értékei megegyeznek a hianyzo értéket tartalmazé elem ismert attribtitumainak
értékeivel. Itt érdemes gondosan eljarni és csak a fontos attribitumokat vizsgalni (gondoljuk
meg, ha a vizsgalatndl nem zarjuk ki az azonosité attribtutumot, akkor egyetlen elemet sem
fogunk figyelembe venni).

3.3.2. Attributum transzformaciok
Ijj attributumok létrehozasa

Elofordulhat, hogy egy attributumérték joslasanal bizonyos attributumok fliggvénye
jatszhat szerepet. Példaul rendelkezéstiinkre allhatnak az emberek magassaga és a tomege, a
betegség jéslasanal azonban a testtomeg index jatszhat szerepet. Persze elvarhatjuk, hogy ezt a
fliggvényt az osztalyozo automatikusan felismerje elvégre — mint azt latni fogjuk — az osztélyozas
maga egy fliggvény approximacié. Az elézetes ismeretek, apriori tudéds bevitelével azonban szin-
te mindig javul az osztalyozas minGsége. Ne varjunk csodat az osztalyozotdl, amikor tudunk,
segitsiink neki.

Weka 3.5.7 A weka.filters.unsupervised.attribute.Add

L szird egy uj attribitumot hoz létre. Minden elem ezen attributuma tres P~
'WEKA (hidnyzo) lesz. Kategdria tipusi attribiutum létrehozdsdhoz meg kell ad- 5 WEK‘
=" The University . Y =" The University
of Waikato nunk a lehetséges értékeket. of Waikato
~ A weka. filters.unsupervised.attribute. AddEzpression ~
szurovel wj attributumot szdrmaztathatunk meglévd attributumokbal.
Az meglévd attributumokra, mint al, a2, ...hivatkozhatunk. A fel-

haszndlhato operdtorok a kovetkezok: odsszeadds, kivonds, szorzds,
osztds, hatvanyozds, logaritmus, exponencidlis, szinus, coszinus,
tangens, egészrész képzés €s a kerekités.

weka. filters.unsupervised.attribute. AddID sziré egy azo-
nosité attribitumot ad az adathalmazhoz. Minden elem (sor) azo-
nositoja egyedi lesz.

A weka.filters.unsupervised.attribute.Copy egy meg-
hatdrozott attributumhalmaczt duplikdl. Ezt a szirdt dltaldban olyan mds
szurokkel egyiitt szokds haszndlni, amelyek felilirjik az adatokat. Ebben
az esetben lehetové valik az eredeti attributum megdrzése az uj mellett.

A weka. filters.unsupervised. attribute.FirstOrder szird egy
k elembdl dllé szam tipusi attributum intervallumbdl készit eqy (k—1)-
elemit, az egymdst kovetd tagok kulonbségének képzésével. Példaul az
1,2,1 sorozatbol 1,-1 sorozatot készit.

weka. filters.unsupervised.attribute. MathEzpression
végrehajt eqy megadott figguényt a kivdlasztott tipusu attributumokon.
A fiigguényt az expression paraméterrel adjuk meg (A’ betivel lehet
az attribitumra hivatkozni). A MIN,MAX,MFEAN,SD wvdltozdk
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az attributum minimumdt, mazimumdt, dtlagdt és szordsdt jelolik. A
tamogatott miveletek listdja az aldbbi: +, -, *, /, pow, log,abs, cos,
exp, sqrt, tam, sin, ceil, floor, rint, (, ),A, COUNT,
SUM, SUMSQUARED, ifelse.

weka. filters.unsupervised.attribute. NumericTransform
sziréd a szdm tipusu attribitumokon wvégrehajt eqy eljdrdst. A
className paraméterrel adhatd meg az osztdly, amely a felhaszndlni
kivdnt eljdarast tartalmazza. A methodName opcio segitségével adjuk meg
a metodus nevét.

Attribatumok torlése

Az adatbanyasz algoritmustdl elvarjuk, hogy a lényegtelen attribitumokat ne vegye figye-
lembe. Szoktdk mondani, hogy a dontési fak nagy elonye, hogy a dontését csak a lényeges
attributumok alapjan hozza meg. Ez azt sugallja, hogy nyugodtan osszekapcsolhatjuk az
adattablakat és létrhozhatunk egy sok attributumot tartalmazé tablat, a csodamddszerek majd
figyelmen kiviil hagyjak a lényegtelen attribitumokat. Sajnos ez csak elméletben van igy, a
felesleges attributumok altal okozott zaj ugyanis rontja a modszerek teljesitményét. Erre a
problémara majd a dontési faknal visszatérink.

Ha tehetjiik segitsiink az adatbanyasz mddszereken és toroljiikk azokat az attributumokat
(példdul egyedi azonositd), amelyek nem fontosak az elemzés céljabdl. Minden adatbényész
eszkoz kindl erre tamogatast.

Weka 3.5.7 A weka.filters.unsupervised.attribute.Remove
‘P torli  az  dltalunk  megadott  attribitumokat.  Haszndljuk a
7 'WEKA weka. filters.unsupervised.attribute. RemoveType szirét, ha
i az osszes, adott tipusi attribitumot torolni kivdnjuk.

weka. filters.unsupervised.attribute. RemoveUseless szird a

8 WEK/

The University
of Waikato

haszontalan attributumokat torli. Ezek egydltaldn nem vagy nagyon so-
kat wvdltoznak. A haszontalan attribitumok nem jatszhatnak szerepet
semmilyen adatbdnydszati modszerben. Minden konstans értéki att-
ributum haszontalan, de a masik véglet is igaz. Ha egy attributum tul
sok kulonbozd értéket vesz fel, akkor az is haszontalan. A haszontalansdg
megitélésénél a kiulonbozo értékek szdmdnak ardnydt az 0sszes sorhoz
képest a mazimumVariancePercentagedllowed paraméterrel adhatjuk
meg.

3.3.3. Hibas bejegyzések, a zaj eltavolitasa

Weka 3.5.7 A weka.filters.unsupervised.attribute.-
InterquartileRange szird a kilonc pontokat és az extrém értékeket >

>
® WEKA

= The University
of Waikato

g
L5 The Universit
of Waikato
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deriti fel. Jeloljik Q1, Q3-mal a 25% és 15% tartozo kvantiliseket, le-
gyen IQR = Q3 —Q1, tovdibba OF és EVF a felhaszndlo dltal meg-
adott két érték (Outlier Factor és Extreme Value Factor). Extrémnek
nevezink eqy értéket, ha az nagyobb, mint Q3+ EV FxIQR, vagy kisebb,
mint Q1—EV FxIQR. Kulonc pontok kozé soroljuk azokat az értékeket,
amelyen nem extrémek és nem esnek a [Q1—OFxIQR,Q3+OF+xIQR)
intervallumba sem. Ha az outputOffsetMultiplier paramétert igaz-
ra dllitjuk, akkor a sziird 1uj attributumot hoz létre, amelynek értéke a
(A—median)/IQR lesz (A az attribitum érték jeldli).

A weka. filters.unsupervised. instance.RemovelWithValues
szirovel azokat az elemeket torolhetjik az adathalmazbol, amelyek adott
attributuma adott értéket vesz fel.

A weka. filters.unsupervised.attribute. NumericCleaner
sziir6 a mazThreshold) paraméternél nagyobb értékeket mazDefault
értékkel, a minThreshold paraméternél kisebbeket minDefault értékkel
és a closeTo paraméterhez kozeli (closeToTolerance) értékeket
closeToDefault értékkel helyettesiti.

A weka. filters.unsupervised. instance.RemoveMisclassified
lefuttat egy osztdlyozo maodzsert, majd torli a rosszul osztdlyzott eleme-
ket.

3.3.4. Adatok elrontasa, 0sszezagyvalasa

Miért akarnank elrontani az adathalmazt? Tobb okunk is lehet ra. Példaul vizsgalni sze-
retnénk, hogy egy adott mdédszer mennyire érzékeny a zajra. Az is lehet, hogy egy cég publikussa
teszi bizonyos adatait, de eldszor azt kicsit atalakitja/lerontja gy, hogy az adatelemzés techni-
kailag kivitelezheto legyen, de a konkurrencia ne tudjon hasznos informaciéhoz jutni. Altaldban
a kutatoknak atadott adathalmazokndl a kutatok nem ismerik az egyes attributumok eredeti

jelentését.
Weka 3.5.7 A weka.filters.unsupervised.attribute.-
‘P AddNoise osztdly az elemek adott részének megudltoztatja adott att- >~
WEKA ribitumdnak értékét. WEK!
e A weka. filters.unsupervised.attribute.Obfuscate bylareiy

sziird  megudltoztatja az attribitumok nevét és dinevezi az att-
ribitumértékeket.

3.3.5. Diszkretizalas

A diszkretizalas/kvantalas soran szam tipusu attribitumot kategéria tipusuva alakitjuk. Az
attributum értékkészletét intervallumokra/csoportokra osztjuk és minden intervallumhoz egy
kategériat rendeliink. A diszkretizalas soran nyilvan informaciét veszitiink viszont segithetiink
az adatbanyasz algoritmuson. Szamos moddszer 1étezik diszkretizaciora.
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Kialakithatunk egyend szélességli vagy egyend gyakorisagu intervallumokat. Az egyenlo gya-
korisagu intervallumoknal minden intervallumba ugyanannyi adatpont esik.

Weka 3.5.7 A fenti két mddszert a weka.filters.-
(P unsupervised. attribute.Discretize szirdn keresztil érhetjik el. A
'WEKA useEqualFrequency paraméterrel adhatjuk meg, hogy a két lehetdség

The University o . .
of Waikato kézil melyiket vdlasztjuk.

The University
of Waikato

PKI (Proportional k-Interval Discretization) diszkretizaciés médszerként hivatkoznak arra
az esetre, amikor egyenlo gyakorisagi intervallumokat alakitunk ki és az intervallumok szama
az adatpontok négyzetgyokével egyezik meg [143].

Weka 3.5.7 A PKImddszert a weka. filters.unsupervised. -
(P attribute.PKIDiscretize osztdly implementdlja.

% WEKA

The University
of Waikato

The University
of Waikato

1R modszer

Az 1R tulajdonképpen egy egyszerii osztalyozo modszer, amely tartalmaz egy diszkretizacios
eljarast. Egy példan keresziil szemléltetjiik az algoritmust. A diszkretizalandé attributum a
hémérsékletet adja meg Fahrenheitban mérve. A tanitémintdban az egyes hémérsékletekhez a
kovetkez6 osztélyértékek tartoznak (az attributumértékeket nagysag szerint novekvéen sorba
kell rendezni):

64 65 68 69 70 71 72 72 75 75 80 81 83 85
1 o0 1 1 1 O O 1 1 1 O 1 1 O

Egy lehetséges csoportositas szerint induljuk el a legkisebb értékektol és akkor zarjuk le az
aktudlis intervallumot, ha véltozik az osztaly. A példaban nyolc csoportot hoznank létre:

6416568 69 70|71 72|72 75 75|80 |81 83 |8
1 j04}1 1 10 O }1 1 1 |0 |1 1 |0
1 10 1 0 1 0 1 0

A hatarokat a felezOpontokban megvalasztva a kovetkezd hatarokat hoznank létre: 64.5, 66.5,
70.5, 72, 77.5, 80.5, 84. A felosztas persze nem egyértelmii, hiszen ugyanahhoz a ponthoz tar-
tozhatnak kiilonboz6 osztalyok is. Erre példa a 72. Ha van egy osztaly, amely a leggyakrabban
fordul el6 a kérdéses tanitopontok kozott, akkor azt az osztalyt rendeljiik a ponthoz. Ellenkezo
esetben a leggyakoribb osztalyok koziil azt, amelyik a legkevesebb csoportot /felosztést adja.

A tul sok kicsi intervallum létrehozasanak elkeriilése végett célszerti megadni egy minimélis
elemszam kiiszobot, legaldbb ennyi elemet kell tartalmaznia minden csoportnak, kivéve az
utolsét. Ha ez a minimum érték harom, akkor a kévetkezo csoportokat hozzuk létre.

64 65 68 69 70|71 72 72 75 75|80 8 83 85
1 o 1 1 10 O 1 1 1 ]0 1 1 O
1 1 0Ovl
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Amikor a szomszédos csoportokban megegyezik a legtobbszor eloforduld osztalyérték, akkor a
két csoport kozotti hatart eltorolhetjiik. Ez alapjan csak két intervallumot fogunk el6allitani, a
hatdarvonalat a 77.5 adja. Az utolsé csoporthoz 6nkényesen rendeltiik a 0-ds osztalyértéket. Ha
nem igy tesziink, akkor egyaltalan nem jeloliink ki hatart és minden pont egy intervallumba
tartozik.

Lassuk, hogy kiilonbozé felosztas kaphatunk, attél fiiggden, hogy a sor melyik végétol
kezdjiik a modszert.

Entrépia alapu diszkretizalas

Weka 3.5.7 weka.filters.supervised.attribute.Discretize

The University
of Waikato

8 WEK/

> The University
of Waikato

3.3.6. Normalizalas

Normalizalason azt értjiik, hogy az attribitum elemeit egy masik intervallum elemeivel
helyettesitjiikk 1gy, hogy a helyettesitett értékek eloszlasa megegyezzen az eredeti értékek el-
oszlasaval. Tegyiik fel, hogy az A attribitum aq,as,. .., q; értékeket vesz fel. Az a;, j=1,...,1
érték normdjat aj-vel jeloljiik. Normalizdldsra két médszer terjedt el.

Min-max normalizélas: Itt egy sima linedris transzforméciét végziink: o/ = %, ahol
A—Min A
mina (maz4) jeloli az A attributum legkisebb (legnagyobb) értékét. Minden elem a [0,1]
intervallumba fog esni.

Standard normalizalas (z-score normalization): a; = a]c;A, ahol A az A attribtitum

L (a;—A)2
( szl(l ))

atlaga, o4 pedig a szordasa. A hagyomanyos szoras helyett az abszolut

1 A
sz6rést is hasznalni szoktdk (Z=1=A) Ennek elénye, hogy cskkenti az atlagtdl tévol
es6 pontok (kiiloncok, outlier-ek) hatdsat.

Weka 3.5.7 A két normalizdld eljdardst a weka.filters.-

&> unsupervised.attribute.Normalize és a  weka.filters.- &>
v WEKA unsupervised.attribute.Standardize  szirdk  implementdljdk. 'WEK‘
The University . . . . . The University
of Waikato Itt kell megemliteniink a weka. filters.unsupervised.attribute. - of Waikato

Center osztdlyt, amely csak annyit tesz, hogy minen értékbdl kivonja
az dtlagot (a; = a; —A).

3.3.7. Mintavételezés

Az adatbanyéaszati algoritmusok altalaban ertforras-igényesek. Ha a bemeneti adathalmaz-
nak csak egy kis szeletét, kis mintajat dolgozzuk fel, akkor hamarabb kapunk eredményt. A
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mintavételezés kovetkezménye, hogy az igy kapott eredmény nem biztos, hogy pontos, azaz
lehet, hogy nem azt az eredményt kapjuk, mint amikor a teljes adathalmazt dolgozzuk fel.
Vannak esetek, amikor a pontos eredménynél fontosabb a gyors adatfeldolgozas. Ilyen esetek-
ben nagyon hasznos egy olyan mintaméret meghatirozasa, aminél az algoritmus gyors, és a
hibazas valoszintisége kicsi.

A hiba mértékérél csak abban az esetben tu-
dunk bdévebben nyilatkozni, ha tudjuk, milyen jellegti
osszefiiggéséket nyeriink ki. Most azt a specidlis esetet
nézzik meg, amikor elemek el6fordulasanak valdszintiségét
akarjuk kozeliteni a relativ gyakorisagukkal. Gyako-
ri mintdk, asszocidciés szabalyok, x? alapu fiigget-
lenségvizsgalatnal ez az eset &ll fenn.

Tegyiik fel, hogy elemek halmazabdl egy tetszoleges
x elem el6fordulasanak valdszintisége p és m meg-
figyelés/minta  4ll rendelkezésiinkre. A mintavételezés
hibazik, amennyiben z relativ gyakorisaga eltér p-tél, pon-
tosabban a mintavételezés hibaja:

»Az FElevit hatékonysdgdt igazolo
klintkai wizsgalatok kozel tizezer
magyar  kismama  bevondsdval
végezték. A wizsgdlatok sordn
az Blevit szedésével kilencvenkét
szazalékkal csokkent az idegrend-
szeri  fejlédési rendellenességek
eléfordulasa.” Forras: Baba Pa-
tika X. évfolyam 10. szam, 44.
oldal, 2007. oktéber:

hiba(m) = P(}rel. gyakorisag(z) —p’ > e).
Jelolje X; azt a valdszinliségi valtozot, amely 1, ha z-et valasztottuk egy i-edik hiizasnal,

kiilonben 0, és legyen Y =3>"""  X,. Mivel a huzdsok egymdstdl fiiggetlenek, az Y eloszldsa m, p
paraméterti binomidlis eloszlast kovet. Ezt felhasznalva:

hiba(m)

#([Z-sf2 =2l -mof2m)

(-5

P
P

<Y > m~(IE[X]+e)> +IP<Y < m-(E[X] —e))

A maésodik egyenloségnél kihasznaltuk, hogy a binomidlis eloszlas varhaté értéke m - p.
Tetszoleges eloszlas esetén a varhato értékétdl vald eltérés valdszintiségére tobb ismert korlat
is 1étezik [128]. A Csernov-korldt (amely a Hoeffding korldt egy speciélis esete) a kovetkezdket
adja:

]P’(Y > m- (E[X] +e)> < g7%m
és
IP(Y < m-(E[X] —e)) < 72m

amibol megkapjuk, hogy:
hiba(m) < 2-e 2™,

Amennyiben a hibakorlatot -val jelolom, akkor az aldbbinak kell igaznak lennie, hogy

S 1 | 2
m> —In-—.
— 22§
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€ ) |M|
0.05 0.01 1060
0.01  0.01 27000

0.01  0.001 38000
0.01  0.0001 20000
0.001 0.01 2700000
0.001 0.001 3800000
0.001 0.0001 5000000

3.1. tabldzat. A minimélis minta mérete rogzitett €, & mellett

Ha példaul azt szeretnénk, hogy a mintavételezés soran tetszéleges elem minta, — illetve
eléforduldsanak valdszintisége — 0.01-ndl nagyobb eltérés valdszintisége kisebb legyen 1%-
nal, akkor a minta mérete legalabb 27000 kell legyen. A 3.1 tablazatban adott eltérés- és
valoszintiségkorlatokhoz tartozé minimalis mintaméret talalhato.

Gyanus, hogy a végsé képletben nem szerepel p. Ez nem Csernov hibaja, hanem a mienk, tl
gyenge korlatot hasznéltunk, olyat, amelyik nem vette figyelembe az X eloszlasat. A Csernov-
Hoeffding korlat feltételezi, hogy X binomialis eloszlasi es 0,1 értékeket vehet fel.

hiba(m) < e~ PPrellPm 4 o=Dp=clpym

ahol D a Kullback-Leibler divergenciafiiggvényt jeloli

l1—a

1-b

D(al|b) = alog%—l—(l—a) log

A Csernov korlatot megkapjuk, ha észrevessziik, hogy D(p+¢||p) > 2€%.
Minek vacakolunk mi mindenféle korlattal amikor ismerjiik Y striségfiiggvényét, igy
tetszoleges intervallumra meg tudjuk mondani az el6fordulds valoszintiségét

m

i)pi(l—p)’“

min{|mp+me|,m}
]P’()Y—m-plzm-e)zl— Z (
t=max{[mp—me],0}

= 1+ F(max{|mp—me],0}, m, p) — F(min{[mp+me]|,m} —1,m, p),

ahol F'(xz,m,p)-vel az (m,p) paraméter(i binomidlis eloszlés eloszlasfiiggvényét jeloljiik. Sajnos
a fenti képlet alapjan nem tudunk szép zart képletet adni a minta méretének alsé korlatja és
az €,0 paros kozotti kapcsolatra.

Mit gondolunk? Rogzitett m és e esetén kis vagy nagy p esetén lesz kicsi a hiba (mivel a
binomiélis eloszlds szimmetrikus, ezért szoritkozzunk p < 0.5 esetekre)? A bevezetd példa azt
sugallja, hogy minél kisebb a p, annal nagyobb mintat kell venni. Ez sajnos nem igy van.

Amennyiben p<e, akkor a mp—me<0 és igy a hiba 1—F(|mp+me], m, p)-re egyszeriisodik.
Ez viszont nullahoz tart, amennyiben p — 0, hiszen

1—F(lmp+me],m,p) < 1—F(|me],m,p) =P(Y > |me]) < LZ]ZJ
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3.1. dbra. Kiilonboz6 p paraméterti binomialis eloszlasok

Az utolso egyenldtlenségnél a Markov egyenlotlenséget hasznaltuk fel. A 0 hatarértéket meg-
kaphattuk volna ugy is, ha a Hoeffding-korlat hatarértékét szamitjuk ki p — 0 esetén. Az
eredmény ellentmond elvarasainknak, hiszen eszerint kis valdszintiségeket kisebb mintaval tu-
dunk jol kozeliteni.

Na, és mi van p>e esetén? Tovabbra is igaz, hogy a p novelésével novekszik a hiba? A valasz
igenlo. Ezt az allitdst csak szemléltetni fogjuk. Vessiink egy pillantast a 3.1 dbrara, amelyen
két, kiillonb6z6 p paraméterti binomialis eloszlast lathatunk.

Két dolgot vehetiink észre. A kisebb p-hez tartozé maximaélis valdszinliség nagyobb. A nagy
valészintiségek a varhato érték kisebb kornyezetében talalhatok. Az észrevételeink dltalanosan
is igazak. A masodik észrevétel példaul a szérassal van kapcsolatban. A kisebb p paraméterii
eloszlas szérasa kisebb. Legyen a két paraméter p és q és legyen p < ¢ < 0.5. Ekkor

mp(1—p) =0, <o, =mq(l—q)
p—p* <q—q°
0<(¢g—p)(1-p—q)

A kisebb valészintiségeknél a varhato érték sziikebb kornyezetében vannak a nagy
valoszintiségek, ezért a varhatd érték +em kornyezetén kiviili pontok valészintiséginek Osszege
kisebb, azaz a hiba kisebb!

A kovetkezd abrakon az érvelést tamasztjuk ala. A 3.2 abran a hibat abrazoljuk a minta
mérete és a valoszintiség fiiggvényében rogzitett e mellett. Latjuk, hogy ha névekszik p (vagy
cs6kken m), akkor csokken a hiba valdszintisége.

A 3.3 dbran megint a mintavételezés hibdjat dbrazoltuk, de most az e (0.035) mellett a
minta mérete (200) is rogzitve van. Itt még jobban latszik, hogy ahogy csokken p tgy csokken
a hiba is.

A 3.2 tédblazatban a binomidlis eloszldsbdl szamol hibat és a Hoeffding-korlatot lathatjuk
néhany p valdszintiségre. Nyilvanvalo, hogy a Hoeffding-korlat hasznalhatébb, mint a Csernov-
korlat és jol mutatja, hogy a p csokkenésével a hiba is csokken, ugyanakkor a tényleges
valoszintiségek elég tavol vannak a fels6 korlattol.

Ha ezeknél a paramétereknél a Csernov-korlatot alkalmazzuk, akkor azt kapjuk, hogy a hiba
kisebb 1.2-nél. Mivel a hibat egy valdszintiséggel definidltuk ez elég semmitmondé korlat.

Idézziik fel a kiindulo kérdést: Mit gondolunk? Rogzitett m és e esetén kis vagy nagy p
esetén lesz kicsi a hiba? Hat, nem mondhatjuk, hogy a vart valaszt kaptuk. Az ember valamiért
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3.2. dbra. A mintavételezés hibaja a minta méretének és az eléfordulds valoszintiségének

f.. , 7
uggvényében
1.4 - - - - - - — - —————————
error from binomial distribution
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Hoeffding error bound ----------
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3.3. abra. A mintavételezés hibdja és a hibara adott fels6 korlatok az el6fordulas
valészintiségének fiiggvényében (m = 200, € = 0.035)
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P P(’Y—m-p‘ Zm-e) Hoeffding

0.02 0.00078 0.01420
0.04 0.00728 0.08386
0.06 0.02431 0.21903
0.1 0.07547 0.50479
0.2 0.18433 0.92763
0.4 0.27896 1.19989

3.2. tablazat. A mintavételezés hibaja és a hibara adott Hoeffding korlat néhany el6forduléas
valoszintiségre m = 200 és € = 0.035 esetén

Osztonosen ragaszkodik ahhoz a valaszhoz, hogy kisebb valdsziniiség mellett nagyobb lesz a
hiba. Elemezésiink azonban pont az ellenkez6jét adta. Meg kell békélniink ezzel, vagy tehetiink
valamit a zavard valasz ellen?

Térjink vissza a hiba definiciéjahoz: hiba(m) = P(’rel. gyakorisag(x) —p} > e), azaz hibat
kovetiink el, ha a relativ gyakorisag és a tényleges valdszintiség kozotti kiilonbség nagyobb egy
adott konstansndl, amelyet e-nal jeloltiink. A relativ gyakorisdgnak a valészintiség egy rogzitett
szélességli kornyezetében kell lennie.

Szerencsés az, hogy a hibat a relativ gyakorisag és a valoszintiség kiilonbségével mérjiik ? Ez
alapjan példaul ugyanakkora hibat kovetiink el, ha p = 0.8 esetén a relativ gyakorisag 0.81 és
ha p=0.01 esetén a relativ gyakorisag nulla, azaz az esemény nem kovetkezett be egyszer sem.
Az embernek az az érzése van, hogy az els6 esetben kisebbet hibaztunk.

A fenti érvelés alapjan célszertibb a hibat a valdszintliség és a relativ gyakorisag hanyadosaval
mérni. Jobban érdekel minket az, hogy hany szazalékkal nagyobb vagy kisebb a relativ gyakor-
isdg a valdszinliségnél, mint az abszolit kiilonbség. Ha elfogadjuk ezt az érvelést, akkor a hibat
a kovetkezoképpen definialjuk:

1
hiba(m) = IP’(rel. gyakorisag(z)/p > 1 —i—e) +IP’<rel. gyakorisag(z)/p < o )
€

= 1—]P’<1LjLE < rel. gyakorisag(z)/p < 1—|—€)
= 1+ F(lmp/(1+€)],m, p)— F(min{[mp(1+€)],m} —1,m,p),

ahol € > 0 valds szam.
Fels6 korlat ismét 1étezik [52]

€€ mp
> <|——
P(Y/mp_1+€>_((1+€)(l+e)) )

IP’(Y/mp < 1—e/> < e*mpea/Q,

tovabba

amelyb6l € = e/(1+¢) helyettesitéssel kapjuk, hogy

P<Y/mp<1_ — = : ><e_mp€2/(2(1+6)2)
- 1+e 14+€/ —
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e error = 1 - P(1/(1+0.035) <= (Y/1500)/p <= 1+0.035 )
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3.4. dbra. A mintavételezés hibdja az el6fordulds valoszintiségének fliggvényében relativ
hibamérés esetében és a hibara adott felsé korlat

amibol kapjuk, hogy

€

mp
hlba(m) S (ﬁ) +67mp62/(2(1+6)2)'
€ €

Hagerup és Riib a fentieknél élesebb korldtot adott [52]. Bevezetve a Y = k <Y >k,
amennyiben k > mp és Y = k<= Y <k kiiliinben, fennall, hogy

Pl < (2) ()

A hiba 1j definicigjanal mér igaz lesz — nagyvonalakban, — hogy minél kisebb az eléforduléds
valészintisége, annal nagyobb lesz a hiba, tehdat annal nagyobb mintat kell venntiink. Ezt
tamasztja ala a 3.4 abra is.

Az abra mutatja, hogy tényleg csak nagyvonalakban igaz, hogy kisebb p-knél nagyobb a
hiba. Szigoriuan véve ugyanis ez nem igaz. Ennek oka, hogy a binomidlis eloszlas diszkrét eloszlas
és ezért ahogy csokkentjiik a p-t és gy tolddik nem hibat jelentd intervallum a nulla pont felé
és fordulhat el6 az, hogy egy jabb pont bekeriil az intervallumba. Példaul e = 0.035 és m =
= 1500 esetében a [pm/(1+€), pm(1+e€)] intervallumba nem esik egész érték p =0.007 esetében
(hiszen a nem hibat jelent6 intervallum [10.1,10.9]), mig p = 0.006 esetén igen (ekkor a vizsgalt
intervallum [8.7,9.3]).

Ha p tart nulldhoz, akkor a hiba egyhez tart. Amennyiben a p kisebb 1/m(1+¢), akkor a
(lm—ﬁ, mp(1 —i—e)) intervallumba nem eshet egész érték, ezért az X eléfordulasatdl fiiggetleniil a
hiba értéke egy lesz.

Az adatbanyédsz cikkekben mintavételezés esetén a Csernov-korlatos megkozelitéssel
tamasztjak ala, hogy az altaluk hasznalt minta miért elég nagy. Most mar tudjuk, hogy ez
az elemzés meglehetdsen elnagyolt. Egyrészt a hiba definiciéja sem tul j6, mésrést a Csernov-
korlat alkalmazésa sem ad pontos eredményt.

Jobb megoldas a hibat a valdszintiség és a relativ gyakorisdg hanyadosabdl szarmaztatni
és Csernov-korlat helyett a binomialis eloszlast hasznélni. Mivel a végeredmény nem egy zart
képlet lesz, ezért a hiba vagy a sziikséges mintaméret kiszamitasa bonyolultabb.
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A binomialis eloszldas sem a legpontosabb eredményt adja. Az elemzés soran ugyanis
feltételeztiik, hogy az esemény bekovetkezésének valdszinlisége ismert. A valésagban a mintat
egy nagy alaphalmazbdl vessziik. Példaul a népszavazast megel6z6 kozvélemény-kutatasokban
a mintat a felnott lakossaghdl vessziik, amely egy véges halmaz. Ha tgy tessziik fel a kérdést,
hogy egy M alaphalmazbol mekkora m mintat kell venniink, hogy a mintaban az z relativ gya-
korisaga kis mértékben térjen el az x M-beli relativ gyakorisagatol, akkor a binomialis eloszlas
helyett hipergeometrikus eloszlast kell hasznalnunk.

Weka 3.5.7 A weka.filters.unsupervised. instance. -
Vs RemovePercentage szird az elemek egy adott szazalékdt torli. >~
> WEKA A weka. filters.unsupervised.instance.RemoveFolds meg- WEK‘
=" The University . . . P . ,/ . . . The Universit
of Waikato keveri az adatbdzist, majd egyenld méretd részekre osztja és of Waikato

megtartja az eqyik részt. A szirét kereszt-validdcichoz szoktdk
haszndlni  (ldsd 6.10 rész). Amennyiben azt szeretnék, hogy az
osztdlyok eloszldsa megegyezzen minden részben (rétegzettség fo-

galma — lasd 6.10 rész), akkor haszndljuk a weka.filters.-
supervised. instance.StratifiedRemoveFolds szirdt .
A weka. filters.unsupervised. instance.Resample szird

eqy véletlenszerd  részhalmazdt képzi az adathalmaznak. A
sampleSizePercent opcioval  szdzalékosan  fejezhetjiik ki az
részhalmaz  méretét az eredeti adathalmazhoz  képest.  Meg-
adjuk, hogy a mintavételezéshez wvisszatevéses, wvagy vissza-
tevés nélkili  mddszert  haszndljon. Az  eredeti  adathalmaz-
nak el kell férnie a memdridban. A szird feligyelt wvdltozata
(weka. filters.unsupervised. instance.Resample) abban kilonbézik
a feligyelet nélkili vdltozattol, hogy befolydsolhatjuk a mintdban az
osztaly eloszldsdt. Ha a biasToUniformClass értéke 0, akkor mem
vdltozik az osztdly eloszldsa, ha viszont 1, akkor minden osztdly
ugyanannyiszor fog eléfordulni.

weka. filters.unsupervised. instance.ReservoirSample Vitter
"R” algoritmusdt felhaszndlva mintavételez.

A weka. filters.supervised.instance.SpreadSubsample min-
tavételezd szird olyan részhalmazt fog elddllitani, amelyben o leggya-
koribb és a legritkdabb osztalyok eldforduldsdnak hdnyadosa kisebb, mint
egy elére megadott konstans (distributionSpread).

3.3.8. Dimenziocsokkentés

Az adatbanyaszati alkalmazasokban az adathalmaz mérete altaldban nagy. Felmeriil a
kérdés, hogy lehet-e ezt a nagy adathalmazt egy kisebb méretiivel helyettesiteni ugy, hogy
a kisebb adathalmaz valamilyen szempont szerint hiien reprezentalja a nagy adathalmazt.
Természetesen az adatbanyaszati feladattol fligg az, hogy mit jelent pontosan a hii repre-
zentacio.

Ebben a részben dimenzid-csokkentésrol lesz szo, melynek soran az objektumok sok att-
ributummal vald leirasat szeretnénk helyettesiteni kevesebb attributumot haszndlé lefrassal.



3. FEJEZET. ELOFELDOLGOZAS, HASONLOSAGI FUGGVENYEK 56

Hasonlosdgtarto dimenzio-csokkentésrol fogunk beszélni, ami azt jelenti, hogy tudunk adni egy
olyan hasonldsagi definiciot az 14j leirdsban, ami jo becslése az eredeti hasonlésagnak.

n k

—

m M — M

__ Az eredeti adathalmazt az m X n-es M matrixszal jellemezziik, az 0j lefrast pedig az m X k-s
M matrixszal. Az n nagyon nagy lehet (az interneten egyiitt eléfordulé széparok keresésénél
példdul 10% koriili volt az értéke), ami azt jelenti, hogy az adatbdzis nem biztos, hogy elfér
a memoridban. Ezt a problémdt szeretnénk megkertilni azzal, hogy az M-et az M métrixszal
helyettesitjiik ugy, hogy k < n annyira, hogy M elférjen a meméridban. Ezaltal lehetévé valik
olyan algoritmusok futtatasa, amelyek feltételezik, hogy az adatokat leiré matrix a gyors elérést
memoridban talalhato.

Két specialis feladatot targyalunk. Az elsoben az attribtitumok valds szamok és két objektum
kiillénbozoségén (hasonldsdg inverze) az Euklideszi tavolsagukat értjiik. A masodik esetben az
attributumok csak bindrisak lehetnek, és két objektum hasonlésigét a Jaccard-koefficiens (14sd
3.2.1 rész) adja meg.

A dimenziéesokkentés soran csak a legfontosabb (esetleg szarmaztatott) dimenzidkat tartjuk
meg, azokat, amelyekrdl tgy gondoljuk, hogy a legnagyobb szerepet jatszanak két objektum
hasonlésaganak megallapitasanal. A tobbi attributumot elhagyjuk, ezért a dimenzidcsokkentés
zajszlrésnek is tekintheto.

Szingularis felbontas

A szingularis felbontds az elméleti szempontbodl egyik legtobbet vizsgalt, klasszikus li-
nearis algebrai eszkozoket hasznalé dimenzio-csokkentési el] aras'. Ennek alkalmazdsa utdn nyert
M matrix soraibdl jol kozelitheto az euklideszi tavolsag, illetve az attribitumok vektoraibdl
szamitott skaldris szorzattal mért hasonlosiag. Utébbi megegyezik a koszinusz mértékkel, ha
a matrix sorai normaltak. Ebben a szakaszban néhany jelolés és alapvetd fogalom utan defi-
nialjuk a szingularis felbontast, igazoljuk a felbontas létezését, majd megmutatjuk, hogy miként
hasznalhaté a felbontds dimenzié-csokkentésre. Megjegyezziik, hogy a szakasz nem mutat a
gyakorlatban numerikus szempontbél jol alkalmazhaté modszert a felbontés kiszamitasara. Ki-
sebb adathalmaz esetén altaldanos linedris algebrai programcsomag (Matlab, Octave, Maple)
hasznalata javasolt, mig nagyobb adatbazisoknal az adatok sajatossdgat kihasznalo szingularis
felbonté program (SVDPack) hasznédlata ajanlott.

Egy U € R™"™ matrixot ortogondlisnak neveziink, ha oszlopai ortogonalis rendszert alkot-
nak, azaz UTU = I,, ahol I, az n x n méretii egységmatrixot, és U? az U transzponaltjit
jeloli. Mésképpen mondva U invertalhaté és U~! inverzére U~! = U7 teljesiil. Matrix ortogo-
nalitasdnak szemléletes targyalasdhoz sziikségiink lesz a vektorok hosszéanak altalanositasara, a

LA statisztikusok a szinguldris felbontdst fékomponens analizisnek (angolul: principal component analysis)
hivjak
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3.5. abra. A szingularis felbontas sematikus vazlata.

norma fogalméra. Egy v€R" vektor ||v||,-vel jelolt 2-normdjdt a ||v||,=+/>, v? egyenldséggel de-
finidljuk. Egyszerfien lathaté, hogy ||v]|,”> = v v teljesiil. A 2-norma &ltaldnositésa a tetszéleges
M € R™*™ matrix esetén értelmezett || M| Frobenius-norma, amelynek definiciéja ||M| . =

= \/Z?; Z;‘Z:I M?;

Visszatérve az ortogonalitas szemléletes jelentésére, egy ortogonalis matrix altal reprezentalt
linearis transzforméciéra ugy gondolhatunk, mint egy forgatasra, amely a vektorok hosszat nem
valtoztatja. A szemlélet alapja, hogy tetszéleges U € R™*™ ortogonalis matrix és x € R™ vektor
esetén

Uzl =[]l

teljesiil. Az azonossig az alabbi elemi 1épésekbdl kovetkezik: ||Uz||s=(Uz)T (Uz)=2" (UTU)z=
— 27z = ||z||5 . Hasonléan belathaté, hogy tetszéleges X € R™ " matrix esetén és U € R™*™

illetve V' € R™™™ ortogondlis matrixok esetén igaz, hogy
XV = 11X e

A r6vid bevezet6 utan ratériink a szingularis felbontas definiciéjara. Egy nem sziikségszeriien
négyzetes M € R™ ™ métrix szinguldris érték felbontdsdn (singular value decomposition, SVD)
az olyan

M=Uxv"

szorzatta bontast értjiik, ahol U € R™*™ V € R™*™ ortogondlis matrixok, tovabba a > matrix
M-mel megegyezé méretii és a bal fels6 sarokbol 45°-ban lefele elhelyezked6 o4y >09>... >0, >0
pozitiv szamokat csupa 0 kovet és a tobbi elem szintén 0. A o; szamokat szinguldris értékeknek
nevezzilk, és a o; = 0 valasztassal terjesztjiik ki az ¢ > r esetre. A felbontasbdl lathatd, hogy
rang(M) = rang(X) =r. Az U és a V oszlopait bal-, illetve jobboldali szinguldris vektoroknak

mondjuk. A jelolések attekintése a 3.5. abran lathato.

3.1. tétel. Tetszdleges M € R™™ mdtriznak létezik szinguldris érték felbontdsa, azaz léteznek
UeR™m™ Ve R"™™ ortogondlis matrizok, melyekkel

M=UxVT,
ahol

S e R™*m, 5

.0
0 0 )
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tovabbd Yy egy r X r méretd diagonalis matriz, amelynek fodtlojaban a o1 > 09> ... > 0, >0
szamok helyezkednek el sorrendben.

Bizonyitds: Az MTM méatrix szimmetrikus, ezért ortogonalis transzformaciéval diagona-
lizalhaté és sajatértékei valosak. Tovabba pozitiv szemidefinit, mert tetszoéleges x € R™*" vektor
esetén 2T MT Mx=(Mz)T (Mx)=||Mz||3>0, ezért a sajatértékek nem negativak. A sajétértékek
legyenek 02 >02>...>02>0. Az ezekhez tartozo sajatvektorokbdl alkotott ortogonalis matrixot

jelolje V', ekkor
vy — (20
0 0/

A métrixot két részre osztva V = (V. V,), ahol V. € R™" a pozitiv sajatértékhez tartozé
sajatvektorokat tartalmazza. Vagyis

VIMTMV, =%,2

Vezessuk be az
U, = MV}Zle

jelolést, ekkor
M=UX,VTE

Az U, vektorai ortogondlis vektorrendszert alkotnak, ezt tetszolegesen kiegészitve U = (U, Us)

ortogonalis matrixsza
_ Y 0\ pr
M=U < 0 0 > V.

Most megmutatjuk, hogy szingularis felbontas segitségével hogyan lehet dimenzio-
csokkentést végrehajtani. Emlékeztetiink ré, hogy az M matrix n-dimenzids sorvektorai objek-
tumokat jellemeznek. Dimenzié-csokkentéskor az n attributumot szeretnénk k < n dimenzidju
vektorokkal jellemezni gy, hogy kozben az objektumok euklideszi tavolsdga vagy skalaris szor-
zattal mért hasonlosaga csak kis mértékben valtozzon. A maétrixszorzas elemi tulajdonséga,
hogy a szingularis felbontas az alabbi formaban is irhatoé.

M= UEVT = ZO’Z"LLZ"UZ-T,

=1

ahol u;v] a bal- illetve a jobboldali szingularis vektorokbdl képzett diddszorzat, azaz egy oszlop-
és egy sorvektor szorzataként felirt m xn méretl 1-rangi matrix. Lathaté, hogy az uv] diddok
monoton csokkend o; sullyal szerepelnek az osszegben. Innen addédik az otlet, hogy k < r esetén
csak az els6 k legnagyobb sulyu didd osszegével kozelitsik az M méatrixot. Azaz

k

§ : T T
Mk = O U V; = UkaVk s

i=1

ahol Uy = (ujug ... ug) és Vi = (vyvg ... vg), valamit X egy k x k méretii diagonalis matrix,
melynek féatlojaban a oy, 09, ..., 0, értékek vannak. Konnyen lathatd, hogy M, sorai egy k-
dimenzids altérben helyezkednek el, hiszen rang(Mj ) =rang(X;) = k. Sokkal mélyebb eredmény
a kovetkezo, melynek bizonyitasat mell6zziik.
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3.2. tétel. Legyen M eqy legaldbb k rangi mdtriz és legyen My a fenti mdodon szdmitott
kozelitése. Ha a kozelités hibdjat Frobenius-normaval mérjik, akkor a k-rangi mdtrizok kozil
az My mdtriz a lehetd legjobban kézeliti M-et, azaz

M — M|, = i M —NJ|| ..
8 =Myl = | min M =N,

Tovabba a kozelités hibdja a o; szinguldris értékekkel kifejezheto:

(3.2)

T 2°
> i1 O
Az M, matrix sorai az M-éhez hasonléan n méretiiek, de most mar egy k-dimenzids altérnek
az elemei. Ennek az altérnek egy bézisdt alkotjék a V,I' sorai, és az

M' =Up%,

matrix k-dimenzids sorvektorai e bazisban fejezik ki az M}, sorait. Tehat a dimenzié-csokkentés
eredménye, hogy az M matrix n-dimenzids sorait a vetités utdn az M’ métrix k-dimenzids
soraival kozelitjiik. A VI sorainak ortogonalitdsdbdl konnyen beldthaté, hogy az My, illetve
az M’ soraibdl szamitott euklideszi tavolsagok és skalaris szorzatok is megegyeznek. Tehat
a kozelités alatt torzitas kizardlag az M-bol My-ba torténd vetités soran torténik, melynek
mértéke a 3.2. tétel alapjan feliilrél becstilheto.

Weka 3.5.7 A SVD-t a weka.attributeSelection.LatentSemanticAnalysis

(P~ osztdlyon keresztil érhetjik el. Amennyiben a rank értéke egynél na- - (P~
J2y WE&;& gyobb, akkor a rank a k-t adja meg (figyelembe vett szinguldris értékek A WLE!;E.{,
of Waikato szdmat). Ellenkezd esetben a kézelités relativ pontossdgdt definidlhatjuk of Waikato

(lasd a 3.2 képlet). Ha a mormalize paraméternek igaz értéket adunk,
akkor a weka az SVD elvégzése eldtt az attribitumokat normalizdlni
fogja. Célszerd a normalizdldst elvégezni, ugyanis az SVD sordn
a hibdt a Frobeniusz normdval szamitjuk, amely attributumértékek
kilonbségének négyzetével szdmol, igy a nagy értékekkel rendelkezd
attributumok nagy jelentdséget kapnak.

Fékomponens analizis

Weka 3.5.7 A fékomponens analizist a weka.filters.-
unsupervised. attribute. PrincipalComponents szird hajtja végre.

§WEK/

The University
of Waikato

b WEKA

= The University
of Waikato
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Minhash alapi lenyomat

A kovetkezOkben az adathalmaz sok oszlopot és még tébb sort tartalmaz. Célunk a sorok
szamanak csokkentése. A feladatot a kovetkezo abra szemlélteti.

n
m M
k M

Az M matrix binéris és két oszlop (vektor) hasonldsagat a Jaccard-koefficiens adja meg:

_minm?f] (m)"m?
H mrumd || | P [fmI (2 = (m) T

hiszen az m'(m’)” bindris vektorok esetében az azonos poziciékban 1évé l-esek szdmét adja
meg, ||m‘||? pedig a vektor egyeseinek szamat. Feltételezziik, hogy a bindris vektorok ritkdk
azaz, ha r-el jeloljiik a sorokban az 1-esek dtlagos szamat, akkor r < n.

Az M métrixot az M lenyomatmatrixanak fogjuk hivni. A lenyomatmatrixnak nem kell
binarisnak lennie, de azt természetesen most is elvarjuk, hogy a memoriaigénye jéval kevesebb
legyen, mint az M memoriaigénye. Tovabbi kikotés, hogy az adatok sorfolytonosan vannak
tarolva, azaz el6szor kiolvashatjuk az elso sort, majd a masodikat, és igy tovabb.

Ez a helyzet &ll fel hasonlé weboldalak kisziirésénél, koppintasok, kalézmaésolatok fel-
deritésénél, hasonl6 tulajdonsagi felhasznalok keresésénél stb. Tovabba ezt a mddszert alkal-
mazhatjuk, amikor hasonl6 eladast termékparokat keresiink. Amennyiben a termékeket kis
tételben értékesitik, akkor az asszocidciés szabélyokat kinyerd technikak (ldsd 5 fejezet) nem
alkalmazhatoak.

Gondolkozzunk el azon, hogy miikodik-e az aldbbi algoritmus. Vélasszunk ki néhény sort
véletlenszertien és tekintsiikk ezeket lenyomatoknak. Két lenyomat hasonlésdganak varhato
értéke meg fog egyezni az oszlopaik hasonlosagaval. Ez alapjan azt mondhatnank, hogy a sorok
egy véletlenszeriien valasztott halmaza jo lenyomat.

A fentiek ellenére ez az egyszeri modszer nagyon rossz eredményt adna. Ennek oka az, hogy
a matrixunk nagyon ritka (r<n), tehat egy oszlopban a legtobb elem 0, igy nagy valészintiséggel
a legtobb lenyomat is csupa 0 elembdl allna.

A minhash alapt lenyomat egy elemét a kovetkezdképpen allitjuk eld. Véletlenszertien per-
mutéljuk meg a sorokat, majd vilasszuk az j-edik oszlopok hash értékének (h) azt a legki-
sebb sorindexet, ahol 1-es szerepel a j-edik oszlopban. A véletlen permutacié természetesen
csak elméleti megkozelités, diszken taldlhatéd nagy adatbézis esetén tul lassi miivelet. Ehe-
lyett sorsoljunk ki minden sorhoz egy véletlen hash értéket. Amennyiben feltehetjiik, hogy a
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matrix sorainak szama 2'6-nal kisebb, akkor a sziiletésnapi paradoxon? alapjan valasszunk 32

bit szélességli egyenletes eloszlasu véletlen szamot. Az algoritmus tényleges implementaldsa
soran tehat egyesével olvassuk a sorokat, véletlen szamot generalunk, és minden oszlopnak
folyamatosan frissitjiik azt a valtozéjat, ami megadja a legkisebb, 1-est tartalmazo sorindexet.

Mivel egy lenyomatnak k darab eleme van, ezért minden oszlophoz k darab véletlen szamot
allitunk elo, és k darab hash értéket tarolé valtozét tartunk karban. Vegyiik észre, hogy a
lenyomat eloallitashoz egyszer megyiink végig a matrixon.

Két lenyomat hasonlosdgat a paronként egyezé lenyomatok szaméanak k-hoz vett aranya
adja meg, azaz

o M =1
] k )

ahol ]\//Ti,é az M métrix i-edik oszlopanak (-edik elemét jeloli.

Be fogjuk bizonyitani, hogy czj jo becslése d;;-nek abban az értelemben, hogy ha ¢ és j
oszlopok nagyon hasonlék, akkor azok lenyomatai is nagy valdszinliséggel hasonlok. Ehhez a
kovetkezo észrevételt hasznaljuk fel.

3.3. észrevétel. Tetszdleges (i,7) oszloppdrra igaz, hogy

]P)[MZ"g - Mjl] - d”
Bizonyitds: Csak akkor lehet a két lenyomat azonos, ha a legalabb az egyik oszlopban az 1-
est tartalmazé indexek kozil olyan sor kapta a legkisebb véletlen szamot, amelynél mindkét
oszlopban 1-es szerepel. Ennek valdszinlisége éppen d;;, amennyiben a permutécié egyenletesen
szorja szét az egyeseket.

Es most a hasonlésag megdrzésével kapcsolatos allités:

3.4. tétel. Legyenek 0<d<1, és e>0 valos szamok. Amennyiben k> — 1“;242 , akkor 6-ndl kisebb

a valoszinisége annak, hogy a lenyomat és az eredeti hasonlosag kilonbsége e-ndl nagyobb.
Bizonyitds: Tekintsiik az i, j oszlopokat. Definidljuk X; valdszintiségi valtozot, ami 1 A//E,KZA//TM
esetén, kiilonben 0. Legyen Y = X7 +.. .+ X}.

Xl binomidlis eloszlast és az elozoekben kimondott észrevétel miatt F [Xl] p= IP’(MZ =
= M; ) =d;;. A lenyomatok hasonlésaganak definiciéjabdl adédik, hogy d” . Irjuk fel Y-re
2.5.2 -es tételét:

2
P(|Y — E[Y]] > ke) <2e ",
amibdl adédik, hogy R ,
]P)(‘dw _dlj‘ > 6) < 26726 k.

2A sziiletésnap paradoxonnal kapcsolatos kérdés a kovetkezd: ,Mekkora a valészinfisége annak az
eseménynek, hogy emberek egy véletlenszertien véalasztott r f0s csoportjaban van legalabb két személy, akik egy

(365) rl
~

3657
~1—exp % A feladat kovetkezménye az az allitds, miszerint 2" elemnek 22" elemii halmazbdl kell egyenletes
eloszlds szerint véletlenszertien egyesével kulcsot sorsolni, hogy kicsi (exp(—3)<0.05) legyen annak valdszintisége,
hogy két elem ugyanazt a kulcsot kapja.

napon unneplik a sziiletésnapjukat?”. Elemi kombinatorikus iton a valasz meghatarozhaté: p, =1—



4. fejezet

Gyakori elemhalmazok

A gyakori elemhalmazok kinyerése az adatbanyészat eltulajdonithatatlan teriilete. A feladat
vasarloi szokésok kinyerésénél meriilt fel részfeladatként. A nagy profitot elsésorban a gyakran
egyltt vasarolt termékek, termékhalmazok jelentik, igy ezek kinyerése jelentette az els6 1épést
a feladat megoldasanal.

Egyes alkalmazasokban a gyakori részstruktirak, gyakori mintdk meghatarzasanal elemhal-
mazok helyett sorozatok, gyokeres fak, cimkézett grafok vagy bool-formulédkat kerestek. A 10
fejezetben bemutatjuk a gyakori mintak banydszatanak absztrakt modelljét, majd egyesével
vesszilk a kiillonbozo6 tipusd mintakat és megvizsgaljuk, hogy milyen technikak alkalmazhatok.

A gyakori elemhalmazok banyaszata nagyon népszeri kutatasi teriilet. A publikalt algorit-
musokkal konyveket lehetne megtolteni. Ebben a jegyzetben csak a leghiresebb algoritmusokat
és Otleteket ismertetjiik.

4.1. A gyakori elemhalmaz fogalma

Legyen Z = {iy,is,...,4,} elemek halmaza és 7 = (t1,...,t,) az Z hatvdnyhalmaza fe-
lett értelmezett sorozat, azaz t; C Z. A T sorozatot bemeneti sorozatnak hivjuk, amely-
nek ¢; elemei a tranzakcidk. Az I C I elemhalmaz fedése megegyezik azon tranzakciok
sorozataval, amelyeknek részhalmaza az I. Az [ elemhalmaz tdmogatottsiga a fedésének
elemszdmaval egyezik meg (jelolésben supp(I)). Az I gyakori, amennyiben tamogatottsdga
nem kisebb egy elére megadott konstansndl, amelyet hagyoméanyosan min_supp-pal jeloliink,
és tamogatottsdgi kiiszobnek hivunk. A gyakori elemhalmazok keresése soran adott egy
7 elemhalmaz, 7 bemeneti sorozat, min_supp tamogatottsagi kiiszob, feladatunk meg-
hatarozni a gyakori elemhalmazokat és azok tamogatottsagat. Az egyszeriség kedvéért
a halmazt jelold kapcsos zéardjeleket (s6t az elemek hatdrolé vesszot) gyakran elhagy-
juk, tehat példaul az ({A,C,D},{B,C,E},{A,B,C,E},{B,E},{A,B,C,E}) sorozatot
(ACD,BCE, ABCE, BE, ABCE) forméban irjuk.

Az altalanossag megsértése nélkiil feltehetjiik, hogy az J elemein tudunk egy rendezést defi-
nialni, és a mintak illetve a tranzakcidk elemeit minden esetben nagysag szerint n6vo sorrendben
taroljuk. Ezen rendezés szerinti lexikografikusan tudjuk rendezni az azonos méreti halmazokat.

A keresési teret ugy képzelhetjiik el, mint egy irdnyitott grafot, amelynek csicsai az elemhal-
mazok, és az [1-bol él indul Ir-be, amennyiben I) C I, és |I1|+1=|I5|. A keresési tér bejardsan
mindig ezen graf egy részének bejarasat fogjuk érteni. Tehat példaul a keresési tér szélességi
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bejarasa ezen graf szélességi bejarasat jelenti.

Elterjedt, hogy a tamogatottsiag helyett gyakorisdigot, a tamogatottsagi kiiszob helyett gya-
korisdgi kiszobit hasznélnak, melyeket freq(l)-vel, illetve min_freg-kel jelolnek. Az I elemhal-
maz gyakorisdgan a supp(I)/|7| hanyadost értjiik.

A gyakorlatban eléfordulé adatbazisokban nem ritka, hogy az elemek szdma 105 —10°, a
tranzakcidké pedig 10 — 10'°. Elméletileg mar az eredmény kifrdsa is az Z elemszdmdban ex-
ponencialis lehet, hiszen el6fordulhat, hogy Z minden részhalmaza gyakori. A gyakorlatban a
maximalis méretii gyakori elemhalmaz mérete |Z|-nél jéval kisebb (legfeljebb 20-30). Ezen kiviil
minden tranzakcié viszonylag kicsi, azaz |t;| < |Z]. A keresési tér tehdt nagy, ami azt jelenti,
hogy az egyszerii nyers er6 médszerek (hatarozzuk meg minden elemhalmaz tamogatottségat,
majd valogassuk ki a gyakoriakat) elfogadhatatlanul lassan futnanak.

A kés6bbiekben gyakran hasznaljuk majd tranzakcidk esetén a ,,sziirt” jelzot. Egy tranzakcid
szurt tranzakciéjat ugy kaphatjuk meg, ha toroljik beléle a ritka elemeket. A szirt tranzak-
ci6k minden informaciot tartalmaznak a gyakori elemhalmazok kinyeréséhez, ezért a legtobb
algoritmus elso 1épése a gyakori elemek meghatdrozasa, majd a sziirt tranzakcidk eléallitasa.
Ezutan az eredeti adatbazist nem hasznaljak tobbé.

A bemenetet illetéen harom adattarolasi modot szoktak elkiiloniteni. Horizontdlis
adatbdzisrol beszélink, ha a tranzakciokat azonositéval latjuk el, és minden azonositéhoz
taroljuk a tranzakciéban talalhaté elemeket. Vertikdlis adatbdzisndl minden elemhez taroljuk
az elemet tartalmazd tranzakciék azonositéit (sorszdmat). A vertikdlis tdrolds nagy el6nye,
hogy gyorsan megkaphatjuk egy elemhalmaz fedését (az elemekhez tartozé kosarak metszetét
kell képezni), amibél kozvetlen adddik a tdmogatottsdg. Mind a horizontélis, mind a ver-
tikdlis dbrazoldsi médnal haszndlhatunk az elemek vagy tranzakciok felsorolasa helyett rogzitett
szélességii bitvektorokat. Az i-edik elem (tranzakcid) meglétét az i-edik poziciéban szerepld 1-es
jelzi.

— tranzakecio | elem
— elem | tranzakciéhalmaz
tranzakeié || elemhalmaz 1 C
A 2
1 C B 5 2 A
2 A B,C o 15 2 B
’ 2 C

4.1. tablazat. Horizontalis-, vertikalis- és relacios tarolasi méd

Tudjuk, hogy egy tranzakciéban valtozé szdmu elem lehet (és forditva: egy elem véltozo
szamu tranzakcioban szerepelhet). A legtébb mai adatbézis reldcids tabldk forméjaban van el-
mentve, amelyekben csak rogzitett szamu attributum szerepelhet. A valésdgban ezért a tranzak-
ciok két attributummal rendelkezo relacids tabla formajaban talalhatok, ahol az els6 attribitum
a tranzakciét, a masodik pedig az elemet adja meg (pontosabban a tranzakciok és az elemek
azonositéit). A hdrom taroldsi modszerre mutatnak példat a 4.1 tabldzatok.

A bemenetet elemhalmazok sorozataként definidltuk. Abrdzoljuk ezt, mint G = (I, T,R)
irdnyitatlan, paros graf, vagy mint B binaris matrix. Ha a t tranzakcié tartalmazza az ¢ elemet,
akkor és csak akkor az (i,t) eleme R-nek. Vagy métrix esetén a t sordnak ¢ eleme 1 (kiilonben
0). A (ACD,BCE,ABCE, BE, ABCFE) bemenethez tartozé graf és bindris matrix a 4.1 és
a 4.2 abran lathato.
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A B C D E
111 111
2 1|1 1
3| 1]1]1 1
4 1 1
51111 1
4.1. dbra. Grafos abrazolisi moéd 4.2. abra. Binaris matrixos abrazolasi mod

A bemeneti adatot szoktdk a siri (dense) illetve a ritka (sparse) jelzével illetni, amellyel a
bindris matrixban taldlhaté 1-esek szamara utalnak. Vasarloi kosarakat abrazolé matrix tipi-
kusan ritka, ugyanis a kosarakban altalaban joval kevesebb termék van (50-100), mint az Osszes
termék szama (10 000-100 000).

A tranzakcidk szama altaldban nagy, de a mai tarolékapacitasok mellett, még egészen nagy
adatbézisok is elférnek a memdéridban. Gondoljuk meg péld4ul, hogy egy 107 tranzakciét tar-
talmazo6 adatbazis csak 120 MB helyet kivan, amennyiben a tranzakciok atlagos mérete 6 elem.
Csak extrém nagy adathalmazok esetén nem alkalmazhaték azok az algoritmusok, amelyek
feltételezik, hogy a bemenet (vagy a sziirt tranzakcidk) elférnek a memoridban.

Miel6tt bemutatjuk az APRIORI mddszert elemhalmazok esetén, gondolkozzunk el azon,
vajon miikodne-e az alabbi egyszerti algoritmus a gyakorlatban. Olvassuk be a hattértarolébol
az adatbazis elsé blokkjat, és vizsgaljuk meg az elso tranzakciot. Ennek a ¢; tranzakcionak
az 0Osszes részhalmazat taroljuk el a memoriaban és mindegyikhez rendeljiink egy szamlélét
1 kezdeti értékkel. Az I elemhalmazhoz rendelt szamlalé fogja tarolni I tdmogatottsagat.
Az elsO tranzakcid feldolgozasa utan vizsgaljuk meg sorban a tobbit: a t¢; tranzakcié min-
den részelemhalmazanak szamlaléjat noveljiik eggyel, vagy vegyiik fel a memériaba egy 1j
szamlaléval, amennyiben az eddig feldolgozott tranzakcioban még nem fordult el6. Az adatbazis
teljes végigolvasasa utdn az osszes — valahol eloforduld — elemhalmaz tamogatottsaga rendel-
kezéstinkre all, amibol konnyen megkaphatjuk a gyakoriakat.

Lathatd, hogy ennél az egyszerii algoritmusnal 10 szempontjabdl gyorsabbat nem lehet
talalni, mert az adatbazis egyszeri végigolvasasa mindenképpen sziikséges a tamogatottsag
meghatarozasahoz és ennél az algoritmusnél elég is. A gyakorlatban mégsem hasznéljék ezt
a gyors és egyszerll algoritmust. Ennek oka, hogy az életben el6fordulé adatbazisokban nem
ritka, hogy valamelyik tranzakcié sok elemet tartalmaz. Egy atlagos szupermarketben min-
dennapos, hogy valaki 60 kiilonbozé elemet vasarol. Ekkor csak a szamlalok mintegy 16 ezer
TB-ot foglalndnak a memoridbdl, amennyiben a szamlalék 4 byte-osak. A szamldlékat min-
denképpen a memoridban szeretnénk tartani, hogy elkeriiljitk a folyamatos swappelést, hiszen
egy 1j tranzakci6 vizsgalatanal nem tudjuk elore, hogy melyik szamlalét kell névelni.

Abban az esetben, ha biztosan tudjuk, hogy a tranzakciék egyike sem tartalmaz sok ele-
met, vagy az adatbdazis binaris értékeket tartalmazé matrix formajaban adott, ahol az oszlopok
(attributumok) szama kicsi, akkor a fenti algoritmus hatékonyan hasznélhaté.

A fenti algoritmus kis médositdsat javasoltdk [9]-ben. Egyrészt csak olyan elemhalmazo-
kat vizsgaltak, amelyek mérete nem halad meg egy elére megadott korlatot, masrészrol a
vizsgalt elemhalmazokat és szamlaloikat — a gyors visszakeresés érdekében — széfaban taroltak.
A médszernek két sulyos hatranya van: nem teljes (az algoritmus nem taldlja meg azokat az
elemhalmazokat, amelyek mérete nagyobb az elére megadott kiiszobnél), tovabba tilsadgosan
nagy a memoriaigénye (sok lehet a hamis jeldlt).
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Amennyiben az adatbazisunk kicsi, akkor még a fenti egyszerti algoritmusokat sem kell
leprogramoznunk, mert egy teljesen szabvanyos adatbazis-lekérdezé nyelv segitségével meg-
kaphatjuk a gyakori elemhalmazokat. Az aldbbi SQL parancs a gyakori elempérokat adja
eredményiil.

SELECT I.elem,J.elem, COUNT(I.tranzakcid)

FROM tranzakcidék I, tranzakcidk J

WHERE I.tranzakcié=J.tranzakcié AND I.elem<J.elem
GROUP BY I.elem, J.elem

HAVING COUNT(I.tranzakcié) >= min_supp

4.3. abra. SQL utasitas gyakori elemparok kinyeréséhez

Léatnunk kell, hogy a fenti parancs az Osszekapcsoldas (FROM mezében két tébla) miivelet
miatt nem fog miikodni, ha az adatbazis mérete til nagy.

A kovetkez6kben bemutatjuk a harom leghiresebb gyakori elemhalmazokat kinyer6 (GYEK)
algoritmust. Mindharman az iires mintabdl indulnak ki. Az algoritmusok egy adott fazisdban
jeloltnek hivjuk azokat az elemhalmazokat, amelyek tamogatottsagat meg akarjuk hatarozni.
Az algoritmus akkor teljes, ha minden gyakori elemhalmazt megtaldl és helyes, ha csak a gya-
koriakat talalja meg.

Mindharom algoritmus harom lépést ismétel. El6szor jelolteket allitanak eld, majd meg-
hatarozzak a jeloltek tamogatottsagat, végil kivalogatjak a jeloltek koziil a gyakoriakat.
Természetesen az egyes algoritmusok kiilonb6zé médon jarjak be a keresési teret (az Osszes
lehetséges elemhalmazt), &llitjak el6 a jelolteket, és kiillonb6z6 médon hatérozzak meg a
tamogatottsagokat.

Az altalanossag megsértése nélkiil feltehetjiik, hogy az Z elemein tudunk definidlni egy teljes
rendezést, és a jeloltek, illetve a tranzakciok elemeit ezen rendezés szerint taroljuk. Mas széval
az elemhalmazokat sorozatokka alakitjuk. Egy sorozat f-elemii prefixén a sorozat els6 ¢ elemébdl
képzett részsorozatat értjik. A példdkban majd, amennyiben a rendezésre nem tériink ki kiilon,
az abécé szerinti sorrendet hasznaljuk. A GYEK algoritmusok altalaban érzékenyek a hasznalt
rendezésre. Ezért minden algoritmusnal megvizsgaljuk, hogy milyen rendezést célszerti hasznalni
annak érdekében, hogy a futasi id6, vagy a memoriasziikséglet a lehetd legkisebb legyen.

A jelolt-eloallitas ismétlés nélkili, amennyiben nem allitja el6 ugyanazt a jeloltet tobbféle
modon. Ez a hatékonysag miatt fontos, ugyanis ismétléses jelolt-eloallitas esetében minden
jelolt eloallitasa utéan ellendrizni kellene, hogy nem allitottuk-e el6 mar kordbban. Ha ezt nem
tessziik, akkor feleslegesen kotiink le eroforrasokat a tamogatottsdg ismételt meghatarozasanal.
Mindharom ismertetett algoritmusban a jeloltek elallitasa ismétlés nélkili lesz, amit a ren-
dezéssel tudunk garantalni.

Az algoritmusok pszeudokddjaiban GY -vel jeloljiik a gyakori elemhalmazok halmazat, J-vel
a jeloltekét és j.szamlalo-val a j jelolt szamlalojat. Az olvashatébb kodok érdekében feltessziik,
hogy minden szamlalé kezdeti értéke nulla, és az olyan halmazok, amelyeknek nem adunk
kezdeti értéket (példaul GY'), nem tartalmaznak kezdetben egyetlen elemet sem.



4. FEJEZET. GYAKORI ELEMHALMAZOK 66

4.2. Az Apriori algoritmus

Az APRIORI algoritmus az egyik legels6 GYEK algoritmus. Szélességi bejarast valosit meg,
ami azt jelenti, hogy a legkisebb mintabdl (ami az iires halmaz) kiindulva szintenként halad elére
a nagyobb méretii gyakori elemhalmazok meghatarozaséhoz. A kévetkez6 szinten (iteraciéban)
az eggyel nagyobb méretli elemhalmazokkal foglalkozik. Az iteraciok szama legfeljebb eggyel
tobb, mint a legnagyobb gyakori elemhalmaz mérete.

A jeloltek definialdsanal a kovetkezo egyszerii tényt hasznalja fel: Gyakori elemhalmaz min-
den részhalmaza gyakori. Az allitast indirekten nézve elmondhatjuk, hogy egy elemhalmaz
biztosan nem gyakori, ha van ritka részhalmaza. Ennek alapjan ne legyen jelolt azon elem-
halmaz, amelynek van ritka részhalmaza. Az APRIORI algoritmus ezért épitkezik lentrol. Egy
adott iteracioban csak olyan jeloltet vesziink fel, amelynek 6sszes valodi részhalmazardl tudjuk,
hogy gyakori. Az algoritmus onnan kapta a nevét, hogy az f-elemii jelolteket a bemeneti sorozat
l-edik atolvasdsanak megkezdése elétt (a priori) allitja elé. Az f-elemii jeldltek halmazat Jy-lel,
az (-elemi gyakori elemhalmazokat pedig GY-lel jeloljiik.

Algorithm 1 APRIORI
Require: 7 : tranzakcidk sorozata,
main_supp: tamogatottsagi kiiszob,

{0
Jg — {@}
while |J,| # 0 do
tamogatottsdg_meghatérozas( 7, J; );
GY, «+ gyakoriak_kivélogatasa( Jy, min_supp );
Joy1 < jelolt_eldéllitas( GYy );
{—10+41;
end while
return GY

A kezdeti értékek bedllitasa utan egy ciklus kovetkezik, amely akkor ér véget, ha nincsen
egyetlen f-elemii jelolt sem. A cikluson beliil el6szor meghatarozzuk a jeloltek tamogatottsagat.
Ehhez egyesével vessziik a tranzakcidkat, és azon jeloltek szamlaléjat noveljik eggyel, amelyeket
tartalmaz a vizsgalt tranzakcié. Ha rendelkezésre allnak a tamogatottsdgok, akkor a jeloltek
koziil kivalogathatjuk a gyakoriakat.

Weka 3.5.7 Gyakori elemhalmazokat gy nyerhetink ki, ha
v asszociacids szabdlyokat keresink APRIORI algoritmussal. Fhhez az
3 WEKA Associate filre kell klikkelniink, majd a Apriori kell vdlasztanunk,

The University
of Waikato mint Assoctator. Alapbdl a modszer csak asszocidcios szabdlyokat nyer

3 WEK/

The University
of Waikato

ki, de ha az outputItemSets paramétert igazra dllitjuk, akkor meg-
kaphatjuk a gyakori elemhalmazokat is. A mddszer f& hdtrinya, hogy
asszocidacios szabalyokat keres, nem pedig gyakori elemhalmazokat ezért
nem tudjuk elérni, hogy az adott min_supp-nal nagyobb tdmogatottsagi
elemhalmazokat adja meg. A weka.associations.Apriori osztdlyrdl
bdvebben az asszocidcios szabdlyok fejezetben trunk a 106. oldalon.
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4.2.1. Jeloltek eloallitasa

A JELOLT-ELOALLITAS fliggvény az l-elemi gyakori elemhalmazokbdl (€+1)-elemfi jelolte-
ket allit el6. Azok és csak azok az elemhalmazok lesznek jeloltek, amelyek minden részhalmaza
gyakori.

A jeloltek eloallitasa soran olyan f-elemii, gyakori I, I elemhalmaz parokat keresiink, ame-
lyekre igaz, hogy

— Iy lexikografikusan megel6zi I>-t,

— I1-bdl a legnagyobb elem torlésével ugyanazt az elemhalmazt kapjuk, mintha az I>-bdl
torolnénk a legnagyobb elemet.

Ha a feltételeknek megfelelo part taldlunk, akkor képezziik a par uniéjat, majd ellenorizziik,
hogy a kapott elemhalmaznak minden valédi részhalmaza gyakori-e. A tdmogatottsag anti-
monotonitasa miatt sziikségtelen az Osszes valodi részhalmazt megvizsgalni; ha mind az ¢+
+1 darab f-elemii részhalmaz gyakori, akkor az Osszes valédi részhalmaz is gyakori. Az Iy, I,
halmazokat a jelolt generdtorainak szokas hivni.

4.1. példa. Legyenek a 3-elemi gyakori elemhalmazok a kovetkezék: GYs = {ABC, ABD,
ACD,ACE,BCD}. Az ABC és ABD elemhalmazok megfelelnek a feltételnek, ezért képezzik
az uniojukat. Mivel ABC'D minden hdromelemi részhalmaza a GYs3-nak is eleme, az ABCD
jelolt lesz. Az ACD, ACFE par is megfelel a két feltételnek, de unidjuknak van olyan részhalmaza
(ADE), amely nem gyakori. Az APRIORI a kévetkezd iterdcidban tehdt mdr csak egyetlen jelélt
tamogatottsdagadt hatdrozza meg.

A fenti médszer csak akkor alkalmazhatd, ha £>0. Az egyelemi jeloltek el6allitasa egyszerii:
minden egyelemii halmaz jel6lt, amennyiben az iires elemhalmaz gyakori (|7°| > min_supp). Ez
osszhangban all azzal, hogy akkor lehet egy elemhalmaz jelolt, ha minden részhalmaza gyakori.

4.2.2. Jeloltek tamogatottsaganak meghatarozasa

A jeloltek el6fordulasait 6ssze kell szamolni. Ehhez egyesével vizsgaljuk a kosarakat, és azon
jeloltek szamlaloit noveljiik eggyel, amelyeket tartalmaz a kosar.

1- és 2-elemii jeloltek tamogatottsaga

Konnyt dolgunk van, amennyiben a jeloltek mérete 1 vagy 2. A feladatot megoldhatjuk
egy olyan lista, illetve féltomb segitségével, amelyekben a szamlalokat taroljuk. Az elemek
tamogatottsaganak meghatarozasanal a lista j-edik eleme tarolja a j-edik elem szamlaléjat.
A tranzakciok feldolgozasdnal végigmegyiink a tranzakcid elemein és noveljiik a megfeleld
cellakban talalhato szamlalokat.

Az els6 végigolvasas utan kivalogathatjuk a gyakori elemeket. A tovabbiakban méar csak
ezekkel az elemekkel dolgozunk, igy 1j sorszéamokat adhatunk nekik a [1..|GY;]] intervallumbdl
(emlékeztetSill GYj-vel jeloljitk a j-elemii gyakori mintakat). Az [ és k-adik elemekbdl &ll6 par
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123 |GY1] -1
1 | |
9 ]
I [T |Gvi|-2 |
12 3 NN IGN[=1 1
supp(j)=vector|j] supp({/, k})=t6mbl[l] [k-1]

4.4. dbra. Adatstrukturak az 1- és 2-elemt jeloltek tdmogatottsaganak meghatdrozasahoz.

tamogatottsdgat a tomb [-edik sordnak (k—1)-edik eleme térolja (az dltaldnossdg megsértése
nélkiil feltehetjiik, hogy [ < k).

Ha egy szémlélé 4 byte-ot foglal, akkor a témb helyigénye nagyjabol 4- (“)) byte. Azon
elemparokhoz tartozé tombelem értéke, amelyek sosem fordulnak el6 egytitt, 0 lesz. Helyet
takarithatunk meg, hogy ha csak akkor vessziik fel egy jeloltpar szamlalojat, ha a part leg-
alabb egy tranzakcié tartalmazza [101]. A parok tdmogatottsagdnak meghatarozasa kevesebb
memoriat fog igényelni, de ezzel egyiitt lassabb is lesz.

Nagyobb elemhalmazok tamogatottsaga

Vizsgéljuk meg részletesebben az 5. sort. Adott egy tranzakcié és -méretti jeloltek egy hal-
maza. Feladatunk meghatarozni azon jelolteket, amelyek a tranzakcié részhalmazai. Megold-
hatjuk ezt egyszeriien gy, hogy a jelolteket egyesével vessziik, és eldontjiik, hogy tartalmazza-e
oket a tranzakcié. Rendezett halmazban rendezett részhalmaz keresése elemi feladat.

Vegyiink fel két mutatot, amelyek a kosar, illetve
a jelolt elemein fognak végighaladni. Kezdetben mu-
tasson mindkét mutato az elemhalmazok elsé elemeire.

Amennyiben a két mutaté altal mutatott elemek meg- kosafmutato
egyeznek, akkor léptessiikk mindkét mutatét a kovet-

kez6 elemre. Ha a tranzakciéban talalhaté elem kisebb kosar: ‘A | B | C | D | E | F |G| I ‘
sorszamu, akkor csak a kosar mutatéjat 1éptessiik, el- o

lenkezo esetben pedig alljunk meg; ef{kor a kosar biz- jelolt: E

tosan nem tartalmazza a jeloltet. Ha a jelolt utolsé T

eleme is megegyezik a kosar valamelyik elemével, ak- jeloltmutato

kor a kosar tartalmazza a jeloltet.

Ennek az egyszerti médszernek a hatranya, hogy sok jelolt esetén lasst, hiszen annyiszor kell
a tranzakcié elemein végighaladni, amennyi a jeloltek szama. A gyorsabb miikodés érdekében
a jelolteket szofdban vagy hash-fiban (hash-tree) célszerii tarolni. A sz6fat szokds prefix-fanak
vagy lexikografikus fanak is hivni [2]. Az eredeti APRIORI implementaciéban hash-fat alkalmaz-
tak, azonban tesztek bizonyitjak, hogy a széfa gyorsabb miikodést eredményez, mint a hash-fa.
A hash-fa széfaval valé helyettesitésérél mér a [96]-ban irtak, ahol a széfét alkalmazé APRIORI
algoritmust SEAR-nek nevezték el. A tovdbbiakban a széfdban vald keresést ismertetjiik (a

//////
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4.5. abra. Az ABC, ABD, ACD, BCD jelolteket tarolo szofa.

A szdfa éleinek cimkéi elemek lesznek. Minden cstics egy elemhalmazt reprezental, amelynek
elemei a gyokérbol a csucsig vezeto 1t éleinek cimkéivel egyeznek meg. Feltehetjiik, hogy az egy
csiesbdl indulé élek, tovabbé az egy tton talalhaté élek cimkék szerint rendezve vannak (pl.
legnagyobb elem az els6 helyen). A jeloltek szamlaléit a jeloltet reprezentalé levélhez rendeljiik.
A 4.5. abran egy szofat lathatunk.

A t tranzakcidéban az (-elemii jelolteket gy talaljuk meg, hogy a jelolteket leird fa gyokerébol
kiindulva, rekurziv médon bejarunk bizonyos részfakat. Ha egy d szintli belsé csicshoz a tranz-
akcio j-edik elemén keresztiil jutunk, akkor azon élein keresztiil lépiink eggyel mélyebb szintre,
amelyeknek cimkéje megegyezik a tranzakcié j'-edik elemével, ahol j < j" < |t| —¢+d (ugyanis
¢ —d elemre még szitkség van ahhoz, hogy levélbe érjiink). Ha ily médon eljutunk egy ¢ szintii
csucshoz, az azt jelenti, hogy a cstcs altal reprezentélt elemhalmazt tartalmazza t, igy ennek a
levélnek a szamlalojat kell novelniink eggyel.

A széfat prefix fanak is szoktak hivni, ami arra utal, hogy a kozos prefixeket csak egyszer
tarolja. Ettol lesz gyorsabb a szofds tamogatottsag-meghatarozas a naiv médszernél. A kozos
prefixeket Osszevonjuk, és csak egyszer foglalkozunk veliik.

A szofa nagy elénye a gyors tamogatottsag-meghatarozas mellett, hogy a jelolt-eloallitast
is tamogatja. Tudjuk, hogy két gyakori elemhalmaz akkor lesz generator, ha a legnagyobb
sorszamu elemiik elhagyasaval ugyanazt az elemhalmazt kapjuk, vagy mas szavakkal, a két
gyakori elemhalmaz ¢ — 1 hosszi prefixei megegyeznek. A tamogatottsdg-meghatarozasaban
hasznalt szofat felhasznalhatjuk a kovetkezo iteracios l1épés jeloltjeinek az eloallitasara, hiszen
a szofa tarolja a jelolt-eloallitashoz sziikséges gyakori elemhalmazokat.

Az egész algoritmus alatt tehat egyetlen szofat tartunk karban, amely az algoritmus kezde-
tekor csak egy csicsbdl éll (ez reprezentdlja az iires halmazt). A tdmogatottsdg-meghatérozas
utan toroljiik azon leveleket, amelyek szamlaldja kisebb min_supp-nal. Az iterdcids lépés végére
kialakulo szoéfa alapjan eloallitjuk a jelolteket, amely soran a széfa 1j, eggyel mélyebb szinten
1é6v6 levelekkel boviil. A jelolt-eloallitas soran arra is lehetéségiink van, hogy az el6z6 iteracioban
gyakorinak taldlt elemhalmazokat és azok szamlaléit kifrjuk (a kimenetre vagy a hattértaroléra).

A rendezés hatasa az Apriori algoritmusra

Amennyiben a szofa hatékony adatstruktira sorozatok tarolasara, és gyors visszakeresésére,
akkor ugyanez mondhaté el elemhalmazok esetére is. Ha tehat elemhalmazok adottak és az
a feladat, hogy gyorsan megallapitsuk, hogy egy elemhalmaz szerepel-e a megadottak kozott,
akkor elég definidalnunk az elemeken egy teljes rendezést, ami alapjan a halmazokat sorozatokka
alakithatjuk.

Kiilonboz6 rendezések kiilonbozo sorozatokat allitanak eld, amelyek kiillonbozo széfakat
eredményeznek. Erre mutat példat a kovetkezd abra, ahol két olyan széfat lathatunk, amelyek
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a AB, AC elemhalmazokat taroljak. Az els6 szofa az ABC szerint csokkend sorrendet hasznal
(C' < B < A), mig a masodik ennek ellenkez&jét.

A

C
(1) OO
A A

B

C
B
(2) ® @ @
4.6. 4bra. Példa: killonbozd rendezést haszndld szofak

Egy széfa memoriaigénye aranyos a széfa pontjainak szamaéval, igy jogos az az igény, hogy
azt a teljes rendezést valasszuk, amely a legkevesebb pontt, azaz minimalis méretii széfat adja.
Ez az Gn. minimadlis széfa eléallitasanak feladata. Sajnos ez egy nehéz feladat.

4.2. tétel. A minimdlis szofa probléma NP-nehéz .

Eredetileg a feladatot n-esekre bizonyitottak, de ebbdl kovetkezik, hogy halmazokra is
érvényes. Legyen ugyanis az alaphalmaz J. Ekkor minden halmazt felfoghatunk, mint egy |J]|
hosszu bindris értékeket tartalmazo vektort.

A fenti példat szemlélve az embernek az az érzése tamad, hogy az a rendezés adja a legkeve-
sebb csticsu széfat, amelyeben az elemek a halmazokban valé el6fordulasok szamanak ardnyaban
csokkend sorba vannak rendezve. Ugyanis a gyakori elemek fognak a halmazok kapott sorozatok
elejére keriilni, és ezek az elemek, mivel gyakoriak sok sorozat elején lesznek megtalalhatok. A
szofa a kozos prefixeket csak egyszer tarolja, igy akkor lesz a szofa mérete varhatdan a legkisebb,
ha minél tébb sorozatnak van kozos prefixe. Az el6z6 abra is ezt sugallta.

Sajnos a fenti médon kapott széfa nem feltétlentil adja a legkevesebb pontot tartalmazo
szofat. Ezt a legegyszeriibben egy ellenpéldaval tudjuk bizonyitani. Legyenek a halmazaink a
kovetkezoek: AB, AC, CZ, BCZ, BZ, Z. A Z elem gyakorisaga 4, a B, (C-é 3 és az A elemé 2.
Ha felrajzoljuk ezen gyakorisagok alapjan kapott rendezés (Z > B > C > A, de a C, B elemek
sorrende tetszéleges lehet) szerinti szofat, akkor a bal oldali széfat kapjuk. Ha az A és B,C
elemek sorrendjét felcseréljiik, akkor eggyel kevesebb pontot tartalmazé széfat kapunk (jobb
oldal).

T—<DESC’

4.7. abra. Ellenpélda arra, hogy az el6fordulas szerinti csokkend sorrend adja a minimalis
méretll széfat

Tapasztalatok alapjan gyakorisag szerint csokkend rendezés kisebb széfat eredményez, mint
a gyakorisdg szerint novekvo rendezés, vagy més véletlenszertien megvalasztott rendezések.
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Ennek ellenére olyan szofat célszerii alkalmazni, amelyben az elemeken értelmezett rendezés a
gyakorisag szerint novekvo sorrendnek felel meg. Ennek ugyanis két elonye van. Egyrészrol a
sz6fa pontjai kisebbek lesznek (kevesebb él indul ki beléliik), de ami még fontosabb, hogy a
ritka elemek lesznek kozel a gyOkérhez. A ritka elemekkel kevesebb kosarbeli elem fog egyezni,
ezaltal a széfa kisebb részét jarjuk be a tamogatott jeloltek meghatarozasa soran.

A tovabbiakban bemutatunk néhany gyorsitasi oOtletet, amelynek segitségével
nagymértékben lecsokkentheto a széfa alapi APRIORI algoritmus futési ideje és memériaigénye.

4.2.3. Ritka jeloltek torlése

Ritka jeloltek torléséhez és a gyakori jeloltek kifrasahoz be kell jarnunk a széfat és ami-
kor levélbe ériink, akkor ossze kell hasonlitani a levél szamlalojat a tamogatottsagi kiiszobbel.
Ha a szamlalé nagyobb, akkor az eredményfdjlba irjuk a levél altal reprezentalt halmazt és a
szamlalot. Ellenkezo esetben toroljiik a levelet.

A bejarast megtakarithatjuk, ha a fenti miiveletet a jeloltek eloallitasaval egyiitt tessziik
meg. A jeloltek elééllitasanal is be kell jarni a szofat. A testvér levelek koziil toroljitk a ritka
jelolteket, majd a megmaradtakbol generaljunk 1j, eggyel nagyobb méretii jelolteket.

4.2.4. Zsakutca nyesés

Sziikségtelen tarolni azon csucsokat, amelyekbol az Osszes elérhetd levelet toroltiik. Ezek
ugyanis lassitjak a tamogatottsdgok meghatarozasat (mikézben szerepet nem jatszanak benne)
és feleslegesen foglaljak a memoriat.

Nem mindegy azonban, hogy mikor tavolitjuk el a zsakutcdkat. Ha példaul a AB, AC', BC
két-elemii jelolt lett gyakori, akkor a BC' levélbél (de az AC-bdl sem) nem fogunk 1j levelet
felvenni, azaz a BC levél zsdkutca lesz. Ezt a levelet azonban nem tordlhetjiikk az ABC 1j
jelolt felvétele elott, hiszen a BC' halmaz az ABC-nek valddi részhalmaza, igy sziikséges, hogy
szerepeljen a faban.

Konnyt belatni, hogy tetszoleges I halmaz nem generator, eggyel kisebb méretii, valodi
részhalmaza lexikografikus rendezés szerint [ utdn kovetkezik. Ezért, ha preorder bejarast
hasznalunk a jeloltek el6allitasa soran, akkor egy levelet azonnal torolhetiink, ha beldle nem
tudtunk 1j levelet felvenni. Garantalt, hogy egyetlen részhalmazt sem toroltiink még, hiszen
a valodi, nem generator részhalmazokat csak késobb fogjuk meglatogatni a preorder bejaras
szerint.

4.2.5. A bemenet tarolasa

Amikor megvizsgalunk egy kosarat annak érdekében, hogy eldontsiik, mely jelolteket tartal-
mazza, akkor az operdciés rendszer a hattértarolobol bemasolja a tranzakciot a memoriaba. Ha
van elég hely a memoridban, akkor a tranzakcio ott is marad, és amikor ismét sziikség van ré,
nem kell lassti IO miiveletet végezniink. A bemenetet tehat sziikségtelen explicit eltarolnunk a
memoriaban, hiszen az operacids rendszer ezt megteszi helyettiink. S6t, ha a program eltarolja
a bemeneti adatot (példaul egy listdban), akkor a valdésdgban duplan lesz eltérolva.

A bemenet tarolasanak vannak elényei is. Példdul 6sszegytijthetjiik az azonos tranzakcidkat
és ahelyett, hogy tobbszor hajtanank végre ugyanazon a tranzakcion a tamogatott jeloltek
meghatarozasat, ezt egyszer tesszilk meg. Sziikségtelen az eredeti tranzakciokat tarolni. Az
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els6 végigolvasas utan rendelkezésre allnak a gyakori elemek. A ritka elemek tigysem jatszanak
szerepet, ezért elég a tranzakcioknak csak a gyakori elemeit tarolni. Ennek tovabbi elénye, hogy
sokkal tobb azonos ,,szlirt” tranzakcid lehet, ezaltal tovabb csokken a tamogatott jelolteket
kereso eljaras meghivasanak szama. Raadasul az f-edik végigolvasas soran torolhetjiik azokat a
szlirt tranzakciokat, amelyek nem tartalmaznak egyetlen (-elemii jeloltet sem.

A sziirt tranzakcidkat célszerti olyan adatstruktiraban tarolni, amit gyorsan fel lehet épiteni
(azaz gyorsan tudjuk beszirni a sziirt tranzakcidkat) és gyorsan végig tudunk menni a beszurt
elemeken. Alkalmazhatunk erre a célra egy szofat, de tesztek azt mutatjak, hogy egy piros-
fekete fa (kiegyensulyozott bindris fa), amelynek cstcsaiban egy-egy sziirt tranzakeié talalhatd,
még jobb megoldas, mert jéval kisebb a memoériaigénye.

4.2.6. Tranzakcidk sziirése

A feldolgozas soran a tranzakcidkat médosithatjuk/torolhetjitk annak érdekében, hogy az
APRIORI még hatékonyabb legyen. A tranzakcié szilirése alatt a tranzakcié olyan elemeinek
torlését értjiik, amelyek nem jatszanak szerepet az algoritmus kimenetének eldallitasaban. A
nem fontos elemek lassitjak az algoritmust, gondoljunk itt a tdmogatottsag meghatarozasanak
moédjara. A széfa egy belsé csomoépontjanal meg kell hataroznunk a kozos elemeket az élek
cimkéinek és a tranzakcid elemeinek halmazaban. Minél tobb elem van a tranzakciéban, annal
tovabb tart ez a miivelet.

Sziirésnek tekinthetjiik az elsé iteracio utan végrehajtott 1épést:

1. szirs otlet. Minden tranzakciobol tordljik a ritka elemeket.
Egyszert sztir6 otletek a kovetkezok:

2. szlir6 otlet. Az (-edik iterdcioban a t tranzakcio feldolgozdsa utdan toroljuk a t-t, amennyi-
ben a t elemeinek szama nem nagyobb, mint £. Nyilvanvalo, hogy ez a tranzakcio nem tartalmaz
olyan elemhalmazt, amely a késobbi iteracioban lesz jelolt.

3. szlir6 otlet. Toroljik a tranzakciot, amennyiben az nem tartalmaz jeloltet.

Ennek az Otletnek a javitott valtozata:

4. szlir6 otlet. Tordljik a tranzakcio azon elemeit, amelyek nem elemei egyetlen olyan jelolt-
nek sem, amelyet tartalmaz a tranzakcio.

Amennyiben az igy keletkezett tranzakcié mérete ¢, akkor tordljik teljesen a tranzakciot.

Példdul, ha a hdromelemii jeloltek halmaza {ABC, ABD,BCD,FGH} ést=ABCDH, akkor

a H elemet torolhetjiik a tranzakciobol. ' = ABCGH esetében a teljes tranzakciot toroljik.
Az el6z6 szlir6otletet tovabb szigorithatjuk. Mi kell

ahhoz, hogy egy elem eleme legyen majd egy olyan ¢+
+1-elemi j jeloltnek a kovetkezo iteracioban, amelyet
tartalmaz az aktudlis jelolt. Sziikséges feltétel, hogy a
7 minden f-elemi részhalmazat tartalmazza a tranz-
akcié. A 7 egy eleme pontosan ¢ darab részhalmaznak
az eleme. Ez alapjan:

A vérnyomds és a nemzetek boldogsdga
kozotti dsszefiiggésekre mutatott rd eqy
amerikai kutato:,Az amerikai kutatok
szerint az eredmények egészen eqy-
szertek, a boldog orszigokbdl szirmazo
emberek - svédek, ddnok, britek és
hollandok - kevesebbet szenvednek a
magas vérnyomastol, mint a németek,
vagy a portugalok, akik az europai
boldogsagskdla — végén  talalhatok.”
Forrés: http://www.karpatinfo.
net/article38511.html
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5. szlir6 otlet. Toroljik a tranzakcio azon elemeit,
amelyek nem elemei £ darab olyan jeloltnek, amelyet
tartalmaz a tranzakcio.

Természetesen most is igaz, hogy ez utan a szlirés utan
alkalmazzuk a masodik sziir6 otletet, ha ez lehetséges.
A fenti példéban a t" = ABCFGH tranzakciot ez a

szirés teljes egészében torli.

4.2.7. Equisupport nyesés

Az egyenlo tamogatottsdgu elemhalmazok alapjan torténo, in. equisupport nyesés talan a
legelterjedtebb triikk a gyakori elemhalmazok kinyerésének meggyorsitasara. A nyesés a 4.3
tulajdonsdg egy kovetkezményét haszndlja ki. A tamogatottsag meghatarozasanal kihagy-
hatjuk azokat a halmazokat, amelyeknek van olyan f-elemii valédi részhalmazuk, amelyek
tamogatottsdga egyenld egy (¢-1)-elemii részhalmazukéval.

4.3. tulajdonsag. Legyen X CY CJ. Ha supp(X)=supp(Y'), akkor supp(XUZ)=supp(YUZ)
teljestl minden Z C J-re.

Ez az allitds minden Z CJ elemhalmazra igaz, de nekiink elég lesz csak a Z CJ\Y halmazokra
koncentralnunk.

Az equisupport nyesés és a zart elemhalmazok kozotti Osszefliggés egyértelmii. Az X elem-
halmaz nem zart, és lezartja Y, amennyiben X C Y, supp(X) = supp(Y), tovdbbad nem
létezik olyan elemhalmaz, amelynek Y valédi részhalmaza, és tamogatottsaga megegyezik Y
tamogatottsdgaval. Egy X elemhalmaz akkor, és csak akkor lehet egy egzakt (100% bizo-
nyossagu) asszociacios szabdly feltétel része, ha X nem zart elemhalmaz. Az X elemhalmaz
kulcs minta [12], ha nincs vele egyenld tamogatottsdgu valédi részhalmaza.

Ha az Y jeloltnek a tdmogatottsaga megegyezik az X-el jelolt prefixe tamogatottsagaval,
akkor felesleges az Y-t tartalmazé Y UZ halmazokat mint 4j jelolteket el6dllitani, a 4.3 tulaj-
donsag alapjan ezek tamogatottsdga X UZ részhalmazukbdl kozvetleniil szamithato [48].

Az alulrdl épitkez6 algoritmusokndl (APRIORI, ECLAT, FP-GROWTH, stb.) a prefixek
tamogatottsdga mindig elérhetd, igy a prefiz equisupport nyesést (az X az Y prefixe és | X |+
+1=1Y|) barmikor alkalmazhatjuk. A prefix equisupport nyesés a kovetkez6képpen miikodik:
miutan kiszamoltuk a P elemhalmaz gyerekeinek tamogatottsagat, a ritka elemek elhagyasakor
ellenérizziik, hogy a tdmogatottsaguk egyenlé-e a sziilé tamogatottsigaval, azaz supp(P)-vel.
Az ezt teljesité elemeket nem kell figyelembe venniink mint generatorokat a kovetkezo jelolt-
eloallitas sordn. Ezen jelolteket toroljiik és az utolsé elemeiket egy halmazban taroljuk el, amit
equisupport halmaznak hivunk és P-hez rendeljiik. Vegyiik észre, hogy az elemhalmazhdlé pre-
fix bejarasnak koszonhetéen a jelolt-eléallitds sordan az X \Y < z minden z € Z, ahol < az
elemhalmaz bejarasanal hasznalt rendezés.

Amikor kifrjuk a GY gyakori elemhalmazt, vele egyiitt kiirjuk minden £’ C E halmazokkal
vett unigjat is, ahol £ a GY prefixeinek equisuporthalmazainak uniéja.

4.4. példa. Legyenek a kételemi, A prefizd gyakori elemhalmazok a kovetkezok:
{AB,AC, AD} és supp(A) = supp(AB) = supp(AC) = 4 tovdbbd supp(AD) = 3. A tobbi
A prefizi jelolt eloallitdsdhoz eqyediil az AD elemhalmaczt kell figyelembe venniink. Azonban egy
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jelélt létrehozdsdhoz mind az APRIORI, az ECLAT- és az FP-GROWTH algoritmusndl legaldbb
két elemhalmaz sziikséges, igy itt véget is ér az A prefizid halmazok feldolgozdsa. Az AD és A
elemhalmazok kiirasakor BC' minden részhalmazat is hozzdjuk kell venni, igy végil az AD,
ABD, ACD, ABCD, valamint az A, AB, AC, ABC' halmazok keriilnek kiirdsra; az elobbiek
tamogatottsaga 3, utobbiaké 4 lesz.

Ha az adatbazis csak zart elemhalmazokat tartalmaz, akkor nem tudjuk ezt a nyesést al-
kalmazni, a tamogatottsagok egyenloségének vizsgalata viszont lelassitja az algoritmust. A ta-
pasztalat azonban azt mutatja, hogy az ellendrzés gyors (példaul az APRIORI algoritmusndl
nem kell Gjra bejarni a széfat), és nem okoz cache miss-t. A kevés nemzart elemhalmazt tartal-
maz6 adatbazisokndl elenyészo a futdsiidé novekedése. Az equisupport nyesés ezért biztonsagos
gyorsitasi tritkknek tekinthetd.

A fenti leirasban nem hasznaltuk ki az APRIORI algoritmus sajdtossagait, csak azt, hogy az
algoritmus alulrodl épitkezo és az elemhalmaz bejaras soran definidlva van egy rendezés és igy a
prefix is. A tovabbiakban jobban a részletekbe mélyediink és megnézziik, hogy mit kell tenntink
az APRIORI algoritmusban, ha a prefix equisupport nyesést kivanjuk alkalmazni.

Az APRIORI algoritmus szofads megkozelitése esetén minden csicshoz egy listat kell
hozzavenniink, mely az equisupport halmaz elemeit tartalmazza. A ritkdnak bizonyuld
jeloltek eltavolitasakor ellenorizziik, hogy a levél tamogatottsdga megegyezik-e prefixének
tamogatottsagaval. Ha igen, a levelet torolhetjiik a szofabol, és az éle cimkéjét hozzairjuk a sziilo
equisupport halmazahoz. Minden ¢ elem egy equisupport halmazban tekintheté egy i cimkéji
hurokélnek. A hurokéleket nem kell figyelembe venni a tamogatottsag meghatarozasakor, de a
jelolt-eloallitasnal igen.

4.5. példa. Legyenek AB, AC, BC,BD a gyakori parok. supp(AB) # supp(A) # supp(AC')
és supp(B) = supp(BC) = supp(BD). A 4.8 dbra a széfa ritka jeléltek eltavolitasa utdni
allapotat mutatja. Vegyuk észre, hogy ha a hurokéleket figyelmen kivil hagytuk volna a jeloltge-
nerdlds sordn, akkor az ABC' elemhalmazt nem dllitottuk volna elé mint jelolt, holott minden
részhalmaza gyakori.

4.8. abra. Példa: equisupport levelek eltavolitdasa

Ez a példa az equisupport nyesés és a zsakutcanyesés kozti osszefiiggésre is felhivja a figyel-
met. Lattuk, hogy a B csomoépont nem vezet 2 mélységii levélbe, igy a zsakutcanyesés torolte
volna ezt a cstcsot, és nem lett volna jelolt az ABC elemhalmaz. Ujra kell értelmezniink
a csomopontok mélységét a zsdkutcanyesésnél azért, hogy ne toroljon olyan leveleket, amik-
re sziikség lehet a jelolt-eloallitds soran. Az X elemhalmaz tamogatottsaga megegyezik az X
olyan bovitésének tamogatottsagaval, ahol a hozzaadott elem az X valamely prefixéhez tartozo
equisupport halmaz egy eleme. fgy amikor figyelembe vessziik az X csomépont mélységét a
zsakutcanyesés soran, hozza kell adnunk X aktualis mélységéhez a gyokérbdl az X-be vezeto
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pontok equisupport halmazainak osszméretét. Példaul a 4.8 abran lathaté szofan a B mélysége
1 helyett 3.

A széfa hatékony megvaldsitasanak részleteit és tovabbi gyorsitasi tleteket a [17, 20, 41]
irdsokban talalhatunk. Egy olyan programcsomag, amely szofa alapi APRIORI implementaciot
tartalmaz (tovabbd hatékony ECLAT és Fp-growth implementaciét) és kutatési célokra szaba-
don letolthetd a

http://www.cs.bme.hu/"bodon/en/fim_env

oldalrol.

4.2.8. Borgelt-féle tamogatottsag-meghatarozas

Ha a tranzakciokat szofaban vagy Patricia-faban taroljuk, akkor egy masik technikat is
haszndlhatunk a tdmogatottsdgok meghatarozasara [19, 20]. Ezt a mddszert alkalmazza Chris-
tian Borgelt a vilaghirt APRIORI implementaciéja utolsé valtozataiban.

Az a megfigyelés all az otlet mogott, hogy két tranzakcid a kozos prefixig ugyanazt a prog-
ramfutdst eredményezi a tamogatottsdg meghatarozasakor (ugyanazt a széfarészt jarjuk be).
Ha széfaban téroljuk a tranzakcidkat, akkor rendelkezésre all minden sziikséges informacié a
kozos prefixekrol. Megoldhaté, hogy ugyanazokat a prefixeket csak egyszer dolgozzuk fel, és ne
annyiszor, ahanyszor el6fordulnak.

A tranzakciéfaba minden csoméponthoz egy szamlalét rendeliink. Az [ elemhalmaz
szamlaldja azoknak a tranzakciéknak a szamat tarolja, amelyek prefixe I. Ebbdl a szempontbdl
ez a megoldds eltér a bemenet taroldsandl bemutatott (lasd 4.2.5-es rész) széfa alapi meg-
oldéstdl (és inkabb egy olyan FP-fiara hasonlit, amelybél elhagytuk a keresztéleket és a fejléc
tablét, 1asd 84 oldal). A tranzakci6 széfanél és a jelolt szofanal hasznélt rendezésnek meg kell
egyeznie. Ez hatrany, mivel az egyes széfakhoz mas-mas rendezés lenne optimaélis.

Sajnos a [19]-ben nincsen részletesen kidolgozva az algoritmus, de vélhetéen a kovet-
kezoképp miikodik: Parhuzamosan bejarjuk a jelolt- és a tranzakcié szofat duplan rekurziv
modon. Két mutatoét hasznalunk, melyek kezdetben az egyes gyokerekre mutatnak. Ezutan
végigmegyiink mindkét csics élein. Ha a tranzakcidszofa aktudlis cimkéje kisebb vagy egyenlo
a masik cimkénél, akkor rekurzivan tovabbléplink a tranzakciészéfaban a gyerekecsomépontra
(az széfa aktudlis csomdépontmutatdja nem véltozik). Amennyiben a két cimke egyenld, a re-
kurziét azokkal a gyerekekkel folytatjuk, amelyekre a mutaték dltal mutatott élek mutatnak.
A 76 oldalon talalhat6 pszeudé-kod a Borgelt-féle tamogatottsag-meghatarozas egy tovabb op-
timalizalt valtozatat adja meg.

A fenti megoldasnak hatranya, hogy sok olyan utat jar be a jelolt széfaban, amelyet az
eredeti tdmogatottsag meghatarozé maddszer nem tenne, mert nem vezet levélbe. A mddszer
nem veszi figyelembe, hogy a tranzakcionak csak egy részét kell kiértékelniink. Megoldhatjuk a
problémat, ha hozzarendeliink egy szamlalot a tranzakcié szofa minden pontjahoz. A szamlalo
adja meg a pontbdl kiindulé leghosszabb 1t hosszat. A tamogatottsag meghatarozasa soran
nem vessziilk figyelembe azokat a csomdépontokat, melyek szamléléja kisebb, mint £ —1, ahol ¢
azon lépések szamat adja, amelyeket meg kell még tenni a jelolt széfa aktualis pontjabdl, hogy
levélbe jussunk. Az algoritmus gyorsithat6, ha a tranzakcié sziirésének otletét (lasd 4.2.6-6s
rész) is alkalmazzuk. Tovabbi részletek tudhatunk meg a [19] tanulmanybdl.
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Algorithm 2 BORGELT_SUPPCOUNT
Require: n.: a szofa aktudlis csomdpontja,
ng: a tranzakciofa aktudlis csomoépontja,
(: az n.bol levélbe vezetd ut hossza,
1: az n. legkisebb olyan élének indexe, amely cimkéje nagyobb, mint az ns-be vezeto él cimkéje

if /=0 then
Ne.szamlalé «— n..szamlalé + n;.szamlald
else

for 7 =0 to n;.élszdm —1 do
while i <n..élszam AND n..¢l[i].cimke < n;.¢él[j].cimke do
1—1+1
end while
if i < nc.élszdm AND n..él[i].cimke > n,.él[j].cimke then
BORGELT_SUPPCOUNT(n,., n;.él[j].gyermek, ¢, i)
if n..él[i].cimke = n,.él[j].cimke then
BORGELT_SUPPCOUNT(n..él[i].gyermek, n;.él[j].gyermek, ¢—1, 0)
1—1+1
end if
else
break
end if
end for

end if

4.2.9. Futasi id6 és memoriaigény

A GYEK feladat megadasakor elmondtuk, hogy mar az eredmény kifrasa — ami a futasi
id6nek a része — az |I|-ben exponenciélis lehet. A memériaigényrol is hasonlé mondhaté el. Az
(£+1)-elemii jeloltek eléallitdsdhoz sziikségiink van az Gsszes f-elemii jeloltre, amelyek szama
akér (;/],) is lehet. Ezek a fels§ korldtok élesek is, hiszen min_supp=0-nél minden elemhalmaz
gyakori.

Az algoritmus inditasa elott tehat nem sokat tudunk mondani a futési idérél. A futas soran,
azonban egyre tobb informaciét gytjtink, igy felmeriil a kérdés, hogy ezt fel tudjuk-e hasznalni
az algoritmus maradék futési idejének joslasara. Példaul, ha a gyakori elemek szama négy, akkor
tudjuk, hogy a legnagyobb gyakori elemhalmaz mérete legfeljebb négy (azaz még legfeljebb
héromszor olvassuk végig az adatbézist), az Osszes jelolt maximadlis szdma pedig (;l) + (g) +
+ (i) =11. A kovetkezékben megvizsgaljuk, hogy mit tudunk elmondani a jeloltek szaméardl és
a maximadlis jeloltek méretérl, ha adottak az (-elemii gyakori elemhalmazok (GY;).

A kovetkezo rész fontos fogalma a kanonikus reprezentacio lesz.

4.6. lemma. Adott n és { pozitiv egészek esetében a kovetkezd felirds egyértelmi:

= () () )

aholT>1, my>my_y >--->m, ésm;>j minden j=r,r+1,...,{ szdmra.
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Ezt a reprezentaciét hivjak (-kanonikus reprezentdcionak. Meghatarozasa nagyon egyszerii:
me-nek ki kell elégitenie a (")) <n < (™) feltételt, my_i-nek a () <n— (") < (™4)
feltételt, és igy tovabb, amig n— (”Z‘) — (”Z‘:ll) — = (”:f) nulla nem lesz.

Legyen Z = {iy, 13, ..., %, } elemek halmaza és GY; egy olyan Z feletti halmazcsaldd!, amely-
nek minden eleme /-elemi. Az ¢-nél nagyobb méretii I C7Z halmaz fedi a GYy-et, ha I minden /-
elemi részhalmaza eleme GY;-nek. Az Gsszes lehetséges (£+p)-méretli GYp-et fed6 halmazokbdl
alkotott halmazcsalddot Jpy,(GY7)-lel jeloljiik. Nem véletlen, hogy ezt a halmazt ugyanigy
jeloltiik, mint az APRIORI algoritmus jeloltjeit, ugyanis az (¢+p)-méretii jeloltek ezen halmaz-
csaldadnak az elemei, és ha az algoritmus sordn minden jellt gyakori, akkor az (£+ p)-méretii
jeloltek halmaza megegyezik Jyi,(GY7)-lel.

A kovetkezd tétel megadja, hogy adott GYy esetén legfeljebb mennyi lehet a Jpy,(GY?)

elemeinek szama.
mye me—1 my
GQY,| =
vi=(y)+ () ()

(-kanonikus reprezentdcio, akkor

my me—1 meg
YY) <
| Je4p(GYr)] < (€+p)+(€—1+p) +---+ (8+p),

ahol s a legkisebb olyan egész, amelyre ms < s+p. Ha nincs ilyen egész szdm, akkor a jobb oldal
0.

4.7. tétel. Ha

A fenti tétel a Kruskal-Katona tétel kovetkezménye, ezért a tételben szereplo felsé korlatot a
tovabbiakban K K| (|GYy|)-el jeloljiik.

4.8. tétel. A 4.7. tételben szerepld felsd korldt €les, azaz adott n, £, p szamokhoz mindig létezik
GQYy, amelyre |GY,| =n, és |Jpup(GYy)| = KK 7P (|GY)).

A kanonikus reprezentacio segitségével egyszert éles felsé becslést tudunk adni a legnagyobb
jelolt méretére (jelolésben maxsize(GYy)) is. Tudjuk, hogy |GY,| < (m‘;l), ami azt jelenti, hogy
nem létezhet olyan jelolt, amelynek mérete nagyobb m,-nél.

4.9. kévetkezmény. Amennyiben a |GYy| szdmnak az (-kanonikus reprezentdcidjaban szerepld
elsé tag (")), akkor maxsize(GYy) < my.

Az my szdmot a tovabbiakban p,(|GY;|)-el jeloljiik. Ez az érték azt is megmondja, hogy mekkora
jeloltméretnél valik nullava a fels6 korlat, azaz:

4.10. kévetkezmény. ji,(|GY|) = (+min{p| K K;7(|GY,|) = 0} —1
A maradék futasi id6 joslasara a kovetkezd allitas nyujt segitséget.
4.11. kovetkezmény. Az dsszes lehetséges £-nél nagyobb méreti jelolt szama legfeljebb

) ne(|GYr])
KK;SSZGSOG}/A): Z KK£+P(|G}/€|)

p=1

LA H-t az T feletti halmazcsalddnak nevezziik, amennyiben H C 27,
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A fenti korlatok szépek és egyszertiek, mivel csak
két paramétert hasznalnak: az ¢ aktudlis méretet
és az (-elemii gyakori elemhalmazok szamét (|GYy|).
Ennél joval tobbet tudunk. Nem csak a gyakori
elemhalmazok szamat ismerjiikk, hanem mar ponto-
san meghataroztuk ket magukat is! Az 1j informéacié
segitségével szamos esetben jobb felsé korlatot adha-
tunk. Példaul, ha a GY;-ben csak paronként diszjunkt
elemhalmazok vannak, akkor nem allitunk el jelolte-
ket. A 4.7. tételben szerepl6 felso korlat azonban jéval
nagyobb lehet nulldnal. A kovetkezékben bemutatjuk,
hogyan lehet a meglévé fels6 korlatot az ¢ méreti gya-
kori elemhalmazok struktirdjdra rekurzivan alkalmaz-
ni. Ehhez feltessziik, hogy egy teljes rendezést tudunk
definidlni az Z elemein, ami alapjan tetszoleges elem-
halmaznak meg tudjuk hatarozni a legkisebb elemét.
Vezessiik be a kovetkezo két jelolést:

78

»Angol  kutatok allitjdk, apukdddal
valo  kapcsolatod befolydsolja, milyen
férfiakat taldlsz vonzomak. Szerintik
az egészséges apa-ldnya kapcsolatot
apolo ldnyok inkdbb az tgynevezett
alfa-him tipusu férfiakhoz vonzodnak:
a veszélyes kinézeti, széles dalli, dis
szemoldoki tipusokhoz, mig azok a
lanyok, akiknek kevésbé pozitiv a
kapcsolatuk a csaldadfenntartoval, azok
inkabb a finom wvondsiu, mdr szinte
noies  kinézetii  férfiakat részesitik
elényben.”  Forrds: http://shape.
proweb.hu/main.php?rovat=6&cikk=
=507

GY) ={I—{i}|I € GYy,i=minT},

A GY} halmazt gy kapjuk GY;-bél, hogy vesszilk azon halmazokat, amelyek legkisebb eleme

1, majd toroljiik ezekbol az ¢ elemet.

Ezek utan definidlhatjuk a kovetkezo rekurziv fliggvényt tetszoleges p > O-ra:

min{ K K; 7 (|GYil), 32

1€

(\GYA)
KKZp(GY(Z) = P+l

,hat=1

KK;, (GY)} , hat>1.

A definiciébdl kovetkezi, hogy K K7 (GY;) < KK, ™(|GY), tovébba

4.12. tétel. |71, (GY2)| < KK, (GY)).

Bizonyitds: A bizonyitas teljes indukcion alapul, az £ = 1 eset trividlis. Tulajdonképpen csak

azt kell belatni, hogy

[ Tep(GYy)| <> KK} (GY)

i€l

Az egyszerliség kedvéért vezessiik be a kovetkezd jelolést: HUi = {IU{i}|] € H}, ahol H egy
T feletti halmazcsalad. Vegyiik észre, hogy GY; =Y, ; GY/ Ui és GY/NGY/ =) minden i # j
elemparra. Azaz a GY; halmazcsalad egy particiéjat képeztiik.

Amennyiben I € Jp,(GY}), és I-nek legkisebb eleme i, akkor I\ {i} € J;_14,(GY}), hiszen
I'\{i} minden (¢—1)-elemi részhalmaza GY;-beli. Ebbdl kovetkezik, hogy

Jerp(GY7) C | a1 (GYS) Ui,

i€l

Abbodl, hogy az GY}' halmazcsalddok paronként diszjunktak kovetkezik, hogy Jy—14,(GY/)) Ui
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is paronként diszjunkt halmazcsaldadok. Ebbdl kovetkezik az allitas, hiszen:

|J€+p(GYZ)| < | U Jffler(GYei) Ui|
€T
=Y Jem1p(GY]) Ui
A
=) | Jem14p(GYY)]
1€L
f; :g:: JK?JK7;7149(C;)if)a

i€T
ahol az utolso egyenlotlenségnél az indukcios feltevést hasznaltuk.

A paronként diszjunkt halmazok esete jé példa arra, hogy a minimum kifejezésben szereplo
masodik tag kisebb lehet az elsénél. Elofordulhat azonban az ellenkezo eset is. Példaul legyen
GY, = {AB, AC}. Konny{i ellendrizni, hogy K K3(|GY,|) = 0, ugyanakkor a mésodik tagban
szereplo Osszeg 1-et ad. Nem tudhatjuk, hogy melyik érték a kisebb, igy jogos a két érték
minimumat venni.

Javithatjuk a legnagyobb jelolt méretére, illetve az Osszes jelolt szamara vonatkozo felso
korldtokon is. Legyen pj(GY,) = {+min{p| KK}, (GY;) =0} —1 és

u; (GYe)
KKGo(GY) = ) KK, (GY)).
p=1

4.13. kovetkezmény. maxsize(GY;) < 3 (GYr) < 1e(|GY|).

4.14. kovetkezmény. Az osszes lehetséges (-nél nagyobb méretd jelolt szama legfeljebb
KKj,,, . (GY,) lehet, és KK}, (GY;) < KK (|GYy).

o6sszes o6sszes

A KK~ érték fiigg a rendezéstdl. Példaul a KK;,({AB, AC}) értéke 1, amennyiben a
rendezés szerinti legkisebb elem A, és 0 barmely mas esetben. Elméletileg meghatarozhatjuk
az Osszes rendezés szerinti fels6é korlatot, és kivalaszthatjuk azt, amelyik a legkisebb értéket
adja. Ez a megoldas azonban tul sok idobe telne. A széfa altal hasznélt rendezés szerinti felsé
korlatot viszonylag konnyen meghatarozhatjuk. Ehhez azt kell latnunk, hogy a gyokér ¢ cimkéji
éléhez tartozo részfa levelei reprezentédljak a GY,' elemeit. A széfa egyetlen bejardséval egy
egyszerii rekurziv modszer segitségével minden cstcshoz kiszdmithatjuk a KK d,p(GYeI_ 4) 6s
K Kf:fi”p (|GY/[ ,|) értékeket, ahol d a cstics mélységét jeloli, GY,! ; pedig az adott csticshoz
tartozo részfa altal reprezentalt elemhalmazokat. A gyokérhez kiszamitott két érték adja meg
a KK és KK* korlatokat.

Ha a maradék futési id6 becslésére kivanjuk hasznalni a fenti felsé korlatot, akkor tudnunk
kell, hogy a jeloltek tamogatottsaganak meghatarozasa fiigg az APRIORI algoritmusban fel-
hasznalt adatstruktiratol. Szofa esetében példaul egy jelolt el6fordulasdnak meghatarozasahoz
el kell jutnunk a jeloltet reprezentalé levélhez, ami a jelolt méretével aranyos lépésszamu
miiveletet igényel. A maradék futdsi idé pontosabb felsé becsléséhez a K Kj, (GYy) értékeket
sulyozni kell (¢4 p)-vel.
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4.3. Az Eclat algoritmus

Az ECLAT az iires mintabdl indulva egy rekurziv, mélységi jellegii bejarast valésit meg. A
rekurzié mélysége legfeljebb eggyel tobb, mint a legnagyobb gyakori elemhalmaz mérete. Az
APRIORI-val szemben mindig egyetlen jeloltet allit el6, majd ennek azonnal meghatarozza a
tamogatottsdgat. Az (£+1)-elemi, P prefixii jelolteket, ahol |P| = {¢—1 az (-elemii, P prefixii
gyakori elemhalmazokbdl allitja el6 egyszerti paronkénti unioképzéssel.

Az algoritmus kozponti fogalma az un. TID-halmaz. Egy elemhalmaz TID-halmazdnak
(Transaction IDentifier) elemei azon bemeneti sorozatok azonositéi (sorszamai), amelyek tar-
talmazzak az adott elemhalmazt. Mds szoval egy TID-halmaz a vertikalis adatbazis egy meg-
felel6 sora. Példaul (AD, AC, ABCD, B, AD, ABD, D) bemenet esetén az {A, C} elemhalmaz
TID-halmaza {1,2}, amennyiben egy tranzakcié azonositéja megegyezik a bemeneti sorozatban
elfoglalt helyével, és a helyek szamozasat nullatol kezdjiik.

A TID-halmaz két fontos tulajdonsaggal bir:

I. Az I elemhalmaz TID-halmazanak mérete megadja az I tamogatottsagat.

II. Egy jelolt TID-halmazat megkaphatjuk a generdtorainak TID-halmazaibdl egy egyszert
metszetképzéssel.

Az ECLAT pszeudokddja a 80 oldalol talalhato.

Algorithm 3 ECLAT
Require: 7 : tranzakciok sorozata,
main_supp: tamogatottsagi kiiszob,

tamogatottsdg_meghatérozas( 7, .J; );
GY; < gyakoriak kivalogatasa( Ji, min_supp );
for i<—1to|7| do

for all j € t,NGY; do

STID «— 5. TIDU{}

end for
end for
return GY1U ECLAT-SEGED (), GY7, min_supp)

El6szor meghatarozzuk a gyakori elemeket, majd felépitjiik a gyakori elemek TID-halmazait.
A kés6bbiekben nem hasznaljuk a bemenetet, csak a TID-halmazokat. Az algoritmus lényege
a ECLAT-SEGED rekurzids eljards. Jeloljuk a P prefixii, P-nél eggyel nagyobb méretii gyakori
elemhalmazokbél alkotott halmazcsalddot GY ¥-vel. Nyilvanvalé, hogy GY? = GY;.

Az EcLAT jelolt-elallitasa megegyezik az APRIORI jelolt-eloallitasaval, azzal a
kiilonbséggel, hogy nem ellendrizziik az unioképzéssel kapott halmaznak minden részhalmazara,
hogy gyakori-e (a mélységi bejaras miatt ez az informécié nem is 4ll rendelkezésiinkre). Lathatd,
hogy az ECLAT abban is kiilonbozik az APRIORI-tOl, hogy egy jelolt eléallitasa utan azonnal
meghatarozza a tdmogatottsagat, miel6tt tijabb jeloltet allitana el6. Nézziink egy példat a ke-
resési tér bejarasara.

4.15. példa. Legyen T = (ACDE, ACG,AFGM,DM) és min_supp = 2. Elsé lépésben meg-
hatdrozzuk a gyakori elemeket: A, C, D, G, M, ami nem mds, mint GY?. Ezutdn elddllitjuk és
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Algorithm 4 ECLAT-SEGED

Require: P: prefix elemhalmaz.
GYT: P prefixii, P-nél eggyel nagyobb méretii gyakori elemhalmazokbdl alkotott halmaz-
csalad,
main_supp: tamogatottsagi kiiszob,

for all gy € GYT do
for all gy’ € GY?, gy < gy’ do
J < gyUgy’
S.TID — gy.TIDN gy .TID
if |j.T1D| > min_supp then
GY% — GYU{j}
end if
end for
if |GY9Y| > 2 then
GY — GY UGY%U ECLAT-SEGED(gy, GY%, min_supp)
else
GY «— GYUGY %
end if
end for
return GY

azonnal meg is hatdrozzuk az (A, C), (A, D), (A,G), (A, M) pdrok unidjit. Ezek kozil csak az
AC, AG halmazok gyakoriak. A kovetkezd rekurzios lépésben ennek a két halmaznak vesszik az
uniojdt, allitjuk elé a TID-halmazdt, amely alapjin kideril, hogy az ACG ritka, és a rekurzio
ezen daga véget ér. Ezutan a C' elemnek vesszik az unidjat a sorban utina kovetkezd elemekkel
egyesével €s igy tovabb.

Latnunk kell, hogy az ECLAT legaldbb annyi jeloltet allit el6, mint az APRIORI. A mélységi
bejaras miatt ugyanis egy jelolt eléallitdsanal nem all rendelkezésiinkre az 6sszes részhalmaz. Az
el6z6 példa esetében példaul az {A,C,G} tdmogatottsagiat hamarabb vizsgédlja, mint a {C,G}
halmazét, holott ez utébbi akar ritka is lehet. Ebben a tekintetben tehat az ECLAT rosszabb
az APRIORI-nal, ugyanis tobb lesz a ritka jeldlt.

Az ECLAT igazi ereje a jeloltek tamogatottsaganak meghatarozasaban van. A jeloltek TID-
halmazainak el6allitasa egy rendkiviil egyszerii és nagyon gyors miivelet lesz. Emellett ahogy
haladunk egyre mélyebbre a mélységi bejaras soran, gy csokken a TID-halmazok mérete,
és ezzel a tamogatottsig meghatdrozasanak ideje is. Ezzel szemben az APRIORI-nal ahogy
haladunk az egyre nagyobb méretii jeloltek felé, tigy né a szofa mélysége, és lesz egyre lassabb
minden egyes jelolt tdmogatottsaganak meghatérozasa (persze a zsédkutca nyesés segit ezen egy
kicsit).

A keresési tér bejarasa fiigg a prefix definiciéjatol, amit az elemeken definialt rendezés
hataroz meg. Melyek lesznek azok a jeloltek, amelyek az APRIORI-ban nem lennének jeloltek
(tehat biztosan ritkék), illetve varhatéan melyik az a rendezés, amely a legkevesebb ilyen tulaj-
donsagu halmazt adja? Ha egy elemhalmaz jelolt az ECLAT algoritmusban, de az APRIORI-ban
nem, akkor van olyan részhalmaza, amely ritka. Amennyiben feltételezziik, hogy az elemek
fiiggetlenek, akkor azon részhalmaz el6forduldsdnak lesz legkisebb a valdszintisége (és ezzel
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egylitt az esélye annak, hogy ritka), amely a leggyakoribb elemet nem tartalmazza. A jelolt pre-
fixe generator, tehat gyakori, igy akkor lesz a legnagyobb esélye annak, hogy minden részhalmaz
gyakori, ha a prefix a leggyakoribb elemet nem tartalmazza. Az ECLAT algoritmusnal a legke-
vesebb ritka jeloltet és igy a legjobb futasi id6t tehdt a gyakorisdg szerint novekvo rendezéstol
varhatjuk.

4.16. példa. Ennek a gondolatmenetnek az illusztrdldsdra nézzik a kovetkezd példat. Legyenek
gyakori halmazok a kévetkezék: A, B, C, D, AB, AC, BC, AD, ABC, tovdbbd supp(D) <
< supp(C) < supp(B) < supp(A). Amennyiben az ECLAT algoritmus a gyakorisdg szerint
csokkend sorrendet haszndlja, akkor az eloallitas sorrendjében a kovetkezd halmazok lesznek
geloltek: A, B, C', D, AB, AC, AD, ABC, ABD, ACD, BC, BD, CD. Ugyanez gyakorisdg
szerint novekvd sorrendnél D, C, B, A, DC, DB, DA, CB, CA, CBA, BA. Az utobbi esetben
tehat négy ritka jelolt helyett (ABD, ACD, BD, CD) csak kettd lesz (CD, BD ). Megjegyezziik,
hogy ez a két elemhalmaz az APRIORI esetében is jelolt lesz. A gyakorisdg szerint csékkend eset-
ben egyszer dallitunk eld olyan hdromelemd jeloltet, amelynek van olyan kételemi részhalmaza,
amelyet nem vizsgdltunk. Ez a jelolt a CBA és a nem meqguizsqdlt részhalmaz a BA. Mivel a
részhalmaz éppen a leggyakoribb elemeket tdrolja, ezért van nagy esélye annak, hogy gyakor:
(féleg ha hozzdvesszik, hogy a jeldlt két generdtora, CB és C'A is gyakori).

Javithatunk az algoritmus hatékonysagan, ha nem a jeloltek TID-listait taroljuk, hanem
a jelolt és prefixe TID-listajanak kiilonbségét. A prefix tamogatottsagabdl és a TID listak
kiillonbségébol a tamogatottsdg egyértelmiien megadhaté. A kiilonbségi listak akar nagyob-
bak is lehetnek az eredeti TID-listaknal (példaul, ha a I tdmogatottsaga kicsi, de a prefixének
tamogatottsdga nagy), igy a legjobb megoldést a két technika 6tvozése adhatja (példaul 4-nél
kisebb elemszamnal TID lista, utdana kiilonbségi listédk) [147]. A kiilonbségi listat hasznalé algo-
ritmusok nagy folénnyel verik a tobbi algoritmust, amennyiben a bemenet stirti, és nagy méreti
gyakori mintdk is vannak.

4.3.1. kdci
4.3.2. lcm

4.4. Az FP-growth algoritmus

Az FP-GROWTH algoritmus?®[56] egy mélységi jellegli, rekurziv algoritmus, a keresési tér
bejarasa tekintetében megegyezik az ECLAT-tal. A tamogatottsagok meghatarozasat az egye-
lemii gyakori halmazok meghatarozasaval, majd a bemenet szirésével és wvetitésével valositja
meg rekurziv moédon. A bemenet szilirése azt jelenti, hogy az egyes tranzakciokbol toroljik a
benniik el6fordulé ritka elemeket. A 7 elemhalmaz P elemhalmazra vetitését (jelolésben 7| P)
pedig ugy kapjuk, hogy vessziik a P-t tartalmazd tranzakcidkat, majd toroljik beloliikk a P-
t. Példaul (ACD,BCE,ABCE,BE,ABCE)|B=(CE, ACE,E, ACE). Az algoritmus pszeu-
dokoddja a kovetkezokben olvashato.

2Az FP a Frequent Pattern roviditése, ami miatt az algoritmust mintandveld algoritmusnak is hivjdk. Ez
az elnevezés azonban félrevezetd, ugyanis szinte az 6sszes GYEK algoritmus mintanével6 abban az értelemben,
hogy egy 1j jelolt a generatorainak egyelemii bévitése, vagy mas széval novelése. Az FP-GROWTH sajatsiaga
nem a jeloltek eléallitasa, hanem a jeloltek tamogatottsag-meghatarozasanak maédja.
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Algorithm 5 FP-GROWTH
Require: 7 : tranzakciok sorozata,
man_supp: tamogatottsagi kiiszob,

FP-GROWTH-SEGED (7, min_supp, ()

A segédeljaras harmadik paramétere (P) egy prefix elemhalmaz, az els§ paraméter pedig az
eredeti bemenet P-re vetitése. Az eredeti bemenet (-ra vetitése megegyezik dnmagéval.

Algorithm 6 FP-GROWTH-SEGED
Require: 7 : vetitett bemenet,
main_supp: tamogatottsagi kiiszob,
P: prefix elemhalmaz,
tamogatottsdg meghatérozas( 7, J; );
GY] < gyakoriak kivalogatasa( Ji, min_supp );
T* «— szURES(T, GY1)
for all gy € GY; do
T*|gy <+ VETITES(T*, gy)
GY «— GY U{PU{gy}} FP-GROWTH-SEGED(T*|gy,min_supp, PU{gy})
T* «— TORLES(T™, gy)
end for
return GY

Egy rekurziés 1épés harom {6 1épésbol all. Elészor meghatarozzuk azon elemek
tamogatottsagat, amelyek elofordulnak valamelyik tranzakciéban. Ezekbol kivalasztjuk a gya-
koriakat. Ezutdan minden gy gyakori elemet egyesével vesziink. Meghatarozzuk a gy-hez tartozo
vetitett bemenetet, majd meghivjuk az algoritmust rekurzivan a 7 |gy bemenetre. T6rolniink
kell a gy elemet a 7 *-beli tranzakcidk elemei koziil annak érdekében, hogy egy jeloltet csak
egyszer allitsunk el6.

A jeloltek eloallitasanak tekintetében az FP-GROWTH algoritmus a legegyszeriibb. Ha az [
elemhalmaz gyakori, akkor a kovetkez6 rekurzids szinten azon IUj halmazok lesznek a jeloltek,
ahol 7 az [-re vetitett bemenetben el6fordulé elem és I Uj nem volt jelolt korabban. Tu-
lajdonképpen az FP-GROWTH a nagy elemszamu jeloltek tamogatottsdganak meghatarozasat
visszavezeti harom egyszerti miiveletre: egyelemii gyakori elemhalmazok kivélogatasa, szlirés és
vetitett bemenet eléallitasa.

A szirés utan egyesével vesszilkk a gyakori elemeket. Ezt valamilyen rendezés szerint kell
tenniink és ez a rendezés hatarozza meg, hogy milyen sorban jarjuk be a keresési teret, milyen
vetitett bemeneteket allitunk el és mely elemhalmazok lesznek a hamis jeloltek. Az E.CLAT-nal
elmondottak itt is élnek; varhatéan abban az esetben lesz a hamis jeloltek szama minimalis,
amennyiben a prefixben a legritkabb elemek vannak, azaz a 9. sorban gyakorisag szerint novekvo
sorban vessziik az elemeket.

Az FP-GROWTH algoritmus szerves része az FP-fa, amelyben a sziirt bemenetet taroljuk.
Az FP-fa segitségével konnyen eloallithatjuk a vetitett bemeneteket, azokban konnyen meg-
hatarozhatjuk az elemek tamogatottsagat, amibdl eléallithatjuk a vetitett, majd szlirt bemene-
tet. Ezt a vetitett és szlirt bemenetet szintén egy FP-faban taroljuk, amelyet vetitett FP-fanak
hivunk.
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elem mutatd

F

4.9. abra. Az (ACFMQ, ABCFM, BF, BCQ, ACFMQ, C, F, F) sziirt bemenetet tarol6
FP-fa.

Az FP-fa egy keresztélekkel és egy fejléc tablaval kibovitett szofa. Az élek cimkéi gyakori
elemek. Az egyszeriibb lefrds kedvéért egy (nemgyokér) csics cimkéjén a csiicsba mutatéd él
cimkéjét értjiik. Minden csics egy elemhalmazt reprezental, amelynek elemei a gyokérbol a
csucsig vezeto ut csicsainak cimkéivel egyeznek meg. Minden csiicshoz egy szamlalot rendeliink.
Ez a szdmlalé adja meg, hogy a csics éltal reprezentalt halmaz mennyi bemeneti (vagy vetitett)
elemhalmaznak a prefixe. Az azonos cimkéjii csticsok lancolt listaszertien 6ssze vannak kotve
keresztiranyu élekkel. A lanc legels6 elemére mutat a fejléctablanak az adott eleméhez tartozo
mutatoja.

4.17. példa. Tegyiik fel, hogy bemenetként a (ACDFMQ, ABCFMO, BFO, BCKSQ,
ACFMQ, CS, DFJ, FHI) sorozat van adva, és min_supp = 3. A gyakori elemek: A, B, C,
F, M, Q, amelyek tdimogatottsiga rendre 3, 3, 5, 6, 3, 3. Ekkor a szirt bemenetet ((ACFMQ,
ABCFM, BF, BCQ, ACFMQ, C, F, F)) reprezentdlo FP-fa, amely gyakorisig szerint
csokkend sorrendet (Q < M < B <A <C < F) haszndl, a 4.9. dbrdn ldthato

Egy FP-fat hasonlé mdédon épitiink fel, mint egy széfat. Kiilonbség, hogy egy I elemhalmaz
beszurasanal nem csak az -t reprezentalo levélnek a szamlalojat noveljiik eggyel, hanem minden
olyan cstcsét, amelyet érintiink a beszuras sordn (hiszen ezen csiicsokat reprezentald halmazok
az I prefixei). A keresztirdnyt éleket és a fejléctablat is egyszertien megkaphatjuk. Legyen a
fejléctabla mutatoinak kezdeti értéke NIL. Amikor beszurunk egy 1j, ¢+ cimkéji csticsot, akkor
két dolgot kell tenniink. Az j cstcs keresztél mutatdja felveszi a fejléctabla i-hez tartozo
bejegyzését, majd ezt a bejegyzést az 0j csucs cimére cseréljiik. Ezzel tulajdonképpen olyan
lancot készitiink, amelyben a csticsok a beszirasi idejiik szerint csokkenden vannak rendezve
(az elGszor beszurt elem van leghdtul) és a lista a fejléctablaban kezdddik.

A fejléc mutatokbdl kiindulva és a keresztéleket kovetve megkaphatjuk a vetitett bemenetet
és meghatarozhatjuk a vetitett bemenetben gyakori elemeket. Az adott tranzakcidk eloforduldsa
megegyezik a keresztélek altal mutatott pontok szamlaléjaval. Ezek alapjan a vetitett bemenetet
szurhetjik és belole egy ujabb FP-fat épithetiink fel. Ezt a fat vetitett FP-fanak hivjuk. A
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kovetkez6 abréan az M elemhez tartozé vetitett és sziirt bemenet FP-fdjat lathatjuk (amelyet
a @ elem feldolgozasa utdn kapunk).

elem mutaté

4.10. abra. példa: vetitett FP-fa

Az FP-fa mérete — hasonléan a szofa méretéhez — fiigg az elemeken definialt rendezéstol. Az
FP-GROWTH algoritmus akkor lesz hatékony, ha a fa elfér a memoridban, ezért fontos lenne
azt a rendezést haszndlni, ami varhatéan a legkisebb fat eredményezi. Az APRIORI esetében
mar elmondtuk, hogy az a heurisztika, amely az elemek gyakorisag szerint csokken6 rendezését
hasznalja, altalaban kis méretii fat eredményez.

Egyszerti lesz a vetitett bemenet el6allitasa és a sziirt bemenetbol egy elem torlése, amennyi-
ben a legritkabb gyakori elemet (gy,) vessziik el6szor. Ez 6sszhangban &ll azzal, hogy a pszeu-
dokdd 9. soraban az elemeket gyakorisag szerint novekvé sorrendben vessziik. A gy, csak levél
cimkéje lehet. Mivel a fabdl tordlni fogjuk a gy, cimkéji csicsokat a rekurzidés miivelet utan
(13. sor), a kovetkezé elem is csak levél cimkéje lesz.

Nézziik most meg, hogy amennyiben a sziirt bemenet egy FP-fiban van tarolva, akkor
hogyan kaphatjuk meg a gy, elemre vett vetitésben az elemek tamogatottsagat. A fejléctabla
gy, eleméhez tartozé mutatébol kiindulva a keresztélek alkotta lancban pontosan azok a cstcsok
vannak, amelyek gy,-t tartalmazé bemeneti elemet reprezentalnak. Az egyes elemhalmazok
elofordulésat a gy, cimkéjl csticsokhoz rendelt szamlalo adja meg, az elemeiket pedig a gyokérig
felsétalva kaphatjuk. A lista utolsé csicsanak feldolgozasa utan rendelkezéstinkre allnak a gy,
elemhez tartozé vetitett bemenetben valahol el6fordulé elemek tamogatottsagai, amely alapjan
kivalogathatjuk a vetitett bemenetben gyakori elemeket.

Ugyanilyen bejarassal kaphatjuk meg a vetitett,

majd szirt bemenetet tartalmazé FP-fat. A LA nyugalom megdv az UV suga-
fejléctablabdl kiindulva végigmegytnk a lancolt lista | ,.rt61 Amerikai  kutatok  szerint a
elemein. A cstcs dltal reprezentalt elemhalmazbol | cppcsr és az UV-sugdrzds  egyiitte-
toroljiikk a ritka elemeket, majd a kapott elemhal- | ... tdnak csak igazdn veszélyesek
mazt beszurjuk az Uj FP-fiba. A kis memoriaigény | .nni Ez az eredmény azt az ismert
érdekében a gyakorisag szerint csokkeno sorrendet tényt erdsiti meg, hogy a kronikus
haszndljuk. Ezt a sorrendet a vetitett bemenet | cpocsr lecsékkenti a bér wvédekezd
alapjan allitjuk fel (1évén az 1j fa a vetitett és sziirt képességét. Ha tehdt nem idegeskediink,
bemenetet fogja tarolni), ami kiilonbozhet az eredeti |, .00 el félniink a napsugaraktdl.”
FP-faban alkalmazott rendezéstol. Forras: http: //www.habostorta.

hu/hab/tomy/tudomany/200507 /a_
nyugalom_megov_az_uvsugaraktol?
print=1

4.18. példa. Folytassuk az elozo példdat és dllitsuk
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eld a legritkdbb gyakori elemhez (Q) tartozo vetitett

és sziirt bemenetet. A fejléctabla ) eleméhez tartozo

mutatobol kitndulva mindossze két csiucsot latogatunk

meg, ami azt jelenti, hogy a wvetitett bemenet két

kiilonbozo elemhalmaczt tartalmaz: az FCAM -et kétszer, a C B-t eqyszer. Ez alapjan a vetitett
bemenetben egyetlen gyakori elem van, C. Ez a rekurzios dg nem folytatodik, hanem visszatér
a QC' gyakori elemhalmazzal. Az FP-fabol torolhetyiik a fejléctabla Q bejegyzéséhez tartozo mu-
tatobol, keresztiranyi élek segitségével elérhetd csucsokat. A kovetkezd vizsgalt elem az M. Az
M wetitett bemenetében hdrom gyakori elem van, és a vetitett szirt bemenet az FCA elemhal-
mazt tartalmazza haromszor. Ezt a vetitett, szirt bemenetet eqy egyetlen tbol dllo FP-fa fogja
reprezentdlni. A tobbi FP-fa ugyanilyen egyszerien megkaphato.

Hatékonysagi szempontbdl rendkiviil fontos, hogy a rekurziét ne folytassuk, ha a vizsgalt
FP-fa egyetlen utbdl all. A rekurzi6 helyett képezziik inkabb az 1t altal reprezentélt elemhalmaz
minden részhalmazat. A részhalmaz tamogatottsdgat annak a csicsnak a szamlaléja adja meg,
amely a legmélyebben van a részhalmazt meghatarozo csticsok kozott.

4.4.1. Az FP-growth* algoritmus

2003 novemberében megszervezték az els6é gyakori elemhalmaz-kinyerd algoritmusok ver-
senyét [49]. Barki benevezhetett egy altala készitett programot. Ezeket kozpontilag tesz-
telték kiillonb6z6 adatbazisokon, kiillonb6zo tamogatottsagi kiiszobokkel. Nem volt olyan imple-
mentacié, amely minden esetben a legjobban szerepelt, de ki lehet emelni néhany olyat, amelyek
szinte mindig az els6k kozott végeztek. A szervezdk végiil annak adték a fédijat (egy sort és
egy pelenkat!), aki az FP-GROwWTH* algoritmust [50] kiildte be.

Az FP-GROWTH* algoritmus az FP-GROWTH mddositasa. Elénye, hogy gyorsabban allitja
el a vetitett fat, amiért viszont memériaval fizet. Nézziik meg, hogy pontosan mi torténik
egy rekurzios lépésben. El6szor ellenorizziik, hogy a fa egyetlen 1utbol all-e. Ha nem, akkor a
legritkabb elembdl kiindulva eloallitjuk a vetitett fakat, és rekurzivan meghivjuk az algorit-
must. A vetitett faban els6 1épésként meg kell hatarozni a vetitett bemenetben szereplé elemek
tamogatottsagat, masodik 1épésként pedig eldallitjuk a vetitett FP-fat. Ez tulajdonképpen az
aktudlis fa adott elemhez tartozé againak kétszeri bejarasat jelenti. Az elsé bejarast lehet meg-
gyorsitani egy segédtomb hasznélataval.

Az FP-fa épitésénél toltstink fel egy, kezdetben 0 értékeket tartalmazd tombot is. Amikor
besziirunk egy t (akar vetitett) tranzakciot az (akar vetitett) FP-faba, noveljiik eggyel a tomb
(1, 7)-edik celldjat, amennyiben az i és j elemei t-nek. A fa felépitése utédn rendelkezésiinkre &ll
egy tomb, ami tartalmazza az elemparok el6fordulasat. Ha ezek utan egy vetitett fat akarunk
késziteni, akkor sziikségtelen idot toltentink az els6 1épéssel, hiszen a tomb megfelel6 sorabol
kozvetlen megkaphatjuk a tdmogatottsdgokat. Osszességében az elsd lépés gyorsabb (nem kell
a fdban bolyonganunk, csak a tomb elemeit kiolvasni), a méasodik lassabb (a tombot is fel kell
tolteni), a memoriafogyasztas pedig nagyobb (a tomb méretével).
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4.4.2. Patricia
4.5. Elavult technikak

1993 6ta kétszaz koriili cikk jelent meg gyakori elemhalmazokat kinyer6é algoritmusok
témajaban. Legtobb cikk egy 1j gyorsitasi triikkot vagy egy 1j mddszert mutatott be és a
szerzOi azt allitjak, hogy az ¢ moddszeriik a legjobb. Ez nyilvdnvaléan képtelenség. A renge-
tek mddszer miatt kialakult kdoszt néhany kutatéo megelégelte és megrendezték 2003-ban és
2004-ben a gyakori elemhalmazokat kinyer6é algoritmusok versenyét. Sebesség tekintetében az
EcCLAT és az FP-GROWTH kiilonbozo médositédsai voltak a legjobbak, a memoria terén pedig
az APRIORI volt kiemelkedo.

A tovabbiakban felsoroljuk azokat az algoritmusokat, amelyeket mai napig megtalalhatunk
kiilonb6z6 adatbéanyéaszati tankonyvekben, a legtobb kutato altal ismertek, de a versenyek soréan
egyik sem bizonyitotta be, hogy beférne az elit algoritmusok korébe. A tanulmany korabbi
verzidéiban ezek az elavult moddszerek leirdsai is ott szerepeltek az APRIORI, ECLAT és FP-
GROWTH mellett, mara azonban csak a kovetkezo listdban kapnak helyet: SETM [60], APRIORI-
TID [5], AprIORI-HYBRID [5], DHP [103], DIC, Patricia, Tree projection, DF-apriori [109],

4.6. Mintavételezo algoritmus elemzése

Az egyszerii mintavételezé algoritmust bemutatunk a 10.5.4 részben. Itt azt vizsgdljuk,
hogy mekkora mintat célszeri venni annak érdekében, hogy az algoritmus minden gyakori
elemhalmazt megtalédljon.

4.6.1. Mintavétel nagysaga

Mintavételezésen alapuld eljarasokndal a minta mérete kozponti kérdés. Ha a minta tul ki-
csi, akkor a mintabdl nyert informacié tavol allhat a teljes adatbazisban talalhaté globalis
,helyzettol”. Mivel foloslegesen nagy minta lassu algoritmusokat eredményez, ezért fontos egy
kicsi, de mar pontos képet adé mintaméret meghatarozasa. A 3.3.7 részben megadtuk, hogy
mekkora mintat kell valasztani, ha azt akarjuk, hogy a relativ gyakorisagok megegyezzenek az
el6fordulasok valészintiségével. Hasznaljuk most is a A 3.3.7 részben bevezetett elnevezéseket
és jeloléseket.

Nézziik, hogy mennyivel kell csokkenteni a gyakorisagi kiiszobot (min_freq’) ahhoz, hogy
kicsi legyen annak valészintisége, hogy tetszdleges gyakori elem mintahoz tartozé gyakorisaga
kisebb a csokkentett kiiszobnél, tehat:

Y
P(gyakorisdg(x, m) < min_freq') = IP’(— < mz’mfreq')
m
egy adott kiiszobnél (&) kisebb kell legyen és tudjuk, hogy
p>min_freq

A fenti egyenletre alkalmazva a Hoeffding-korlatot azt kapjuk, hogy

IP’(% <min_freq') =
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]P’(% —p <min_freq'—p) <

Y . .
]P’(— —p <min_freq — mm_freq)
m
< 6—2(min_freq’—min_freq)2m

tehat ahhoz, hogy a hibazéds valdszintisége kisebb legyen ¢’-nél teljesiilnie kell, hogy

1 1
min_freq < min_freq—1/—In =
2m 0
A 4.2 tablazat azt mutatja, hogy rogzitett hibakorlat mellett (6’ =0.001) adott mintamérethez
mennyi legyen a csokkentett kiiszob.

Minta mérete
min_freq (%) || 20000 | 40000 | 60000 | 80000
0.25 0.13 [ 0.17 [ 0.18 | 0.19
0.50 0.34 | 0.38 | 0.40 | 0.41
0.75 0.55 | 0.61 | 0.63 | 0.65
1.00 0.77 | 0.83 | 0.86 | 0.88
1.50 122 | 1.30 | 1.33 | 1.35
2.00 1.67 | 177 | 1.81 | 1.84

4.2. tablazat. A kiiszob csokkentése adott mintaméretekre rogzitett o = 0.001 mellett

4.7. Elemhalmazok Galois lezarja

Egy minta zart, ha nincs vele egyezé tamogatottsagi bovebb minta. Esetiinkben ez azt
jelenti, hogy ha egy elemhalmaz nem zart, akkor pontosan azokban a bemeneti elemekben
fordul el6, amelyekben a lezartja. Ha példaul az A elem lezartja az AB halmaz, akkor tudjuk,
hogy az A halmaz soha nem fordul el6 a bemeneti elemekben a B elem nélkiil.

Ebben a részben a lezart tovabbi tulajdonsagait fogjuk megismerni. Azért illetjiik a lezartat
a Galois jelzovel, mert teljestilni fog a lezards operatorra a Galois elméletbdl jol ismert 3 tulaj-
donsag. Miel6tt erre ratériink nézziik meg, hogy az elemhalmazokat tartalmazé mintakornyezet
egyértelmii-e a zartsagra nézve.

4.19. lemma. Az elemhalmazokat tartalmazo mintakornyezet a zdrtsagra nézve egyértelmd.

Bizonyitds: Indirekt tegylk fel, hogy az I elemhalmaznak 1étezik két lezartja, azaz 1étezik I’, I"”
kiillénboz6 elemhalmazok, amelyekre a minimalitds mellett teljesiilnek a I C I',1 C I",|I'| =
= |I"], supp(I') = supp(I") feltételek. Ez azt jelenti, ahogy azon tranzakciok, amelyek I-t tar-
talmazzak, tartalmazzak az I'\ I és az I"\ I halmazokat is. De ebb6l kovetkezik, hogy ezek a
tranzakciok I'UI" is tartalmazzdk, azaz I'UI" is lezartja [-nek, igy sem I’ sem I” nem lehet
minimalis.
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A fentiek miatt a gyakori zart elemhalmazokbdl és azok tamogatottsagaibdl egyértelmiien
meg tudjuk hatdrozni a gyakori elemhalmazokat és azok tamogatottsagat. A gyakori zart mintak
tehat a zart mintak egy veszteségmentes tomoritése, érdemes csak ezeket meghatarozni és
eltérolni [104-106, 150].

4.7.1. A zart elemhalmazok fogalma

Az I elemhalmaz zdrt, amennyiben nincs ndla bévebb halmaz, amelynek tamogatottsiga meg-
egyezik 1 tdmogatottsagdval. Jeloljik cover-rel azt a fiiggvényt, amely egy elemhalmazhoz az
azt tartalmazo tranzakciok halmazat adja meg.

A zéart elemhalmazokra adhatunk egy mésik definiciot is. Vezessiik, be a cover’ fliggvényt:

4.20. definicié. Legyen T=(t1,...,t,) tranzakcidk sorozata, amelynek minden eleme az J-nek
eqy részhalmaza. Definidljuk a cover' : 2Y — 27 fligguényt a kovetkezdképpen

cover'(T) ={i € I|Vj € T,i € cover(t;)} = ﬂ cover(t)

teT

Tehat cover'(T) megadja azon kozds elemeket, amelyeket minden olyan tranzakcio tartalmaz,
amelynek sorszama T'-bels.

A (cover, cover’) fiiggvénypart az T és J hatvanyhalmazai kozotti Galois-kapcesolatnak
hivjuk. Legyen a példaadatbéazisunk a kovetkezs: (ACD, BCE, ABCE, BE, ABCE). Ekkor:
cover({A,C}) ={1,3,5}, cover(D) = {1,2,3,4,5}, cover’({1,2,3}) = {C}, cover’({1,4}) = 0.

Az alabbi tulajdonsagok igazak tetszoleges t,t1,to C T és I, I;, I, C J halmazokra:

(1) I C I = cover(ly) D cover(lz) (1) Ty C Ty = cover'(T1) 2 cover'(Ty)
(2) T C cover(l) <=1 C cover'(T)

4.21. definicié. A h = cover’ o cover (vagy h' = cover o cover’) operdtort Galois-lezdrds
operdtornak hivjuk.

Belathato, hogy tetszoleges halmaznak a lezartja tartalmazza magat a halmazt, tovabbéa a
Galois-lezaras operatora idempotens és monoton, tehat

(I) I < h(I) (I) T CH(T)
(1) h(h(I)) = h(I) (1) W'(W(T)) = H(T)
(II) I C Iy = h(I) C h(Ly) (III') Ty C Ty = W (T}) C W(Ty)

4.22. definicié (zart elemhalmaz). I elemhalmaz zdrt, amennyiben I = h(I).

Tetsz6leges elemhalmazt (/) tartalmazé minimadlis elemszamu zart elemhalmazt a lezérds
operétor alkalmazasival kaphatunk meg; ez éppen h(I) lesz. A példaadatbézisban taldlhaté
zart elemhalmazok alabbiak:
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‘ zart elemhalmazok ‘
{0}, {C}, {B,E},
{B7C7E}7 {A7C}7 {A7B7C7E}7
{A,C,D}, {AB,C,D.E}

Adoésok vagyunk még annak bizonyitasaval, hogy a két definicié ekvivalens, azaz,
ha h(C) = C, akkor C-nél nincs bévebb halmaz, amely tamogatottsdga megegyezne C
tamogatottsagaval, illetve forditva. A két allitas kozvetlen adddik a kovetkezd tételbol.

4.23. tétel. Minden elem tamogatottsiga megegyezik lezdartjdnak tdmogatottsigdval, tehdt
supp(I) = supp(h(I))
Bizonyitds: A lezaras (1) tulajdonsaga miatt supp(l) > supp(h(l)). Ugyanakkor
supp(h(I)) = |cover(h(I))| = |cover(cover'(cover(I)))| = |W (cover(I))| < supp(I)
a (III") miatt, amibél kovetkezik az egyenléség.
]

A 10.4.2 részben bemutatjuk, hogy a gyakori mintakbdl hogyan valaszthatjuk ki a zartakat,
illetve az APRIOR-CLOSE algoritmust, ami mar eleve csak a gyakori zart mintakat allitja elo.
Az APRIOR-CLOSE algoritmusnél 1éteznek gyorsabb algoritmusok (CHARM [149], CLOSET
[108], CLOSET+ [140], MAFIA [24]), ezek ismertetésétél eltekintiink.

4.8. Kényszerek kezelése

Ebben a részben azt a specialis feladatot nézziik meg, hogy miként lehet csékkenteni a be-
menetet, ha az anti-monoton kényszerek mellett monoton kényszereket is megadunk. Mar az
altalanos mintakeresésnél megtargyaltuk, hogy tetszéleges anti-monoton kényszer konnytiszerrel
beépithet6 az APRIORI algoritmusba. Most azt nézziik meg, hogy a monoton kényszerek ho-
gyan alkalmazhatok a bemeneti tér csokkentésére.

Adott egy bemeneti sorozat, miniméalis tamogatottsagi kiiszob és monoton kényszerek C hal-
maza. Feladat a bemenet csokkentése oly mdédon, hogy barmely teljes algoritmus a csokkentett
bemeneten is teljes legyen.

4.8.1. ExAnte

Az ExAnte [80] algoritmus kétféle 1épést ismétel egészen addig, amig ez valamilyen valtozést
jelent. Az els6 1épés azon tranzakcidk torlése, amelyek nem adnak igaz értéket minden C-beli
kényszeren. Az ilyen tranzakciok csak olyan mintak tamogatottsigat novelik, amelyek tgysem
elégitik ki a kényszereket (ez kovetkezik a kényszerek monoton tulajdonsagabdl). A mésodik
lépésben a bemenet elemei koziil toroljiik a ritkakat, hiszen azok ugysem jatszanak szerepet a
tamogatottsag meghatarozasanal.
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Latnunk kell, hogy az els6 1épésbeli torlés 1j ritka elemekhez vezethet, ami csokkenti bizonyos
tranzakciok méretét, ami viszont ahhoz vezethet, hogy ezek tjabb kényszereket fognak sérteni.
Jogos tehdt, hogy a két mddszert felvaltva futtassuk addig, amig van valami valtozéds. Az
algoritmus a bemenet csokkentése mellett el6allitja azon gyakori elemeket, amelyekre minden
kényszer teljesiil. Gyakori elemhalmaz csak ezekbdl az elemekbdl épiilhetnek fel.

Nézziink egy példat. Az adatbazisban 8 elem és 9 tranzakcié van. Legyen min_supp = 4.
Minden elemnek van egy éra. Az egyetlen kényszer (sum(i.ar) > 44) szerint a halmazban
talalhaté termékek aranak Osszege 44-nél nagyobb legyen. A kovetkezo két tablazat adja meg
az adatokat.

- , ‘ TID ‘ tranzakcio ‘ ar 0sszeg ‘
‘ termék ‘ ar ‘

A 3 1 B,C,D,G o8
B g 2 A, B,D,E 63
o 14 3 B,C,D,G,H 70
D 30 4 AE.G 31
B 20 5 C,D, F .G 65
P 15 6 A B,C D E 7
G 6 7 | A/B,D,F,G,H 76
q 12 8 B,C,D 52

9 B,E, F.G 49

Az elso végigolvaséas soran meghatarozzuk az elemek tamogatottsagat azon tranzakciokban,
amelyek kielégitik a kényszert (a 4-es kivételével mindegyik). Ezutan toroljik a ritka elemeket
(A, E, F, H). Ismét végigmegyiink az adatbazison, de most mar ezeket az elemeket nem nézziik,
aminek kovetkeztében tjabb tranzakcik esnek ki (2,7,9). A kiesett tranzakciok miatt csokken-
nek a tdmogatottsagok, igy ujabb elem lesz ritka (G). Ezt igy folytatjuk, amig van véltozds. A
4. végigolvasds utan azt kapjuk, hogy csak az 1,3,6,8 tranzakciokat és a B, C, D elemeket kell
figyelembe venni.

4.9. Tobbszoros tamogatottsagi kiiszob

Az univerzélis tamogatottsagi kiiszobnek vannak elényei és hatranyai. Elénye, hogy fel-
haszndlhatjuk azt a tényt, hogy gyakori minta minden részmintaja gyakori, ami alapjan
hatékony algoritmusokat adhatunk. Hatranya, hogy a ritkan el6forduld, de mégis fontos
mintdkat csak akkor tudjuk kinyerni, ha a tamogatottsagi kiiszobot alacsonyra allitjuk. Ez
viszont rengeteg gyakori mintahoz fog vezetni, ha egyaltalan le tud futni az algoritmus.

Kiilonbo6zé tdmogatottsagi kiiszobok (vagy mésként tdamogatottsagi kiiszob fliggvényének)
megadédsaval ez a probléma elkeriilhetd: a nem lényeges mintaknak legyen nagy a kiiszobiik, a
lényegesebbeknek legyen alacsony.

Egyedi tamogatottsagi kiiszobok bevezetésével azonban felborul eddigi kényelmes vilagunk,
amelyet az biztositott, hogy nem lehet egy minta gyakori, ha van ritka részmintdja. A részmintak
tamogatottsagi kiiszobe ugyanis nagyobb lehet, igy hidba nagyobb a tamogatottsaga, ettél még
lehet ritka. A kovetkezOkben bemutatjuk a legelsé és legegyszeriibb tamogatottsagi kiiszob
fliggvényt, majd bemutatjuk az MSApriori algoritmust, amely ezt hatékonyan kezeli.
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4.9.1. MSApriori algoritmus

Kézzel megadni a 2’ minden elemének tdmogatottsdgi kiiszobét faradsdgos, s6t nagy |J|
esetén kivitelezhetetlen feladat. Az MSApriori algoritmusndl csak az egyelemi elemhalma-
zok tamogatottsigi kiiszobét lehet megadni. Jeldljiik az i elem kiiszobét MI1S(i)-vel. Az [
elemhalmaz tamogatottsagi kiiszobe legyen a legkisebb tamogatottsagi kiiszobbel rendelkezo
elemének tamogatottsagi kiiszobe (M IS (1) =min;c;{M1S(i)}). Akkor gyakori az I halmaz, ha
tamogatottsdga nagyobb vagy egyenlé M IS (I)-nél.

A definiciébol kovetkezik, hogy tényleg nem mondhatjuk, hogy gyakori minta minden
részmintaja gyakori. Példaul az ABC elemhalmaz BC' részhalmazanak nagyobb lehet MIS
értéke. Ha a feladat megoldasara az APRIORI algoritmust hasznaljuk gy, hogy csak a gyakori
elemhalmazok kivélasztasanak médjat modositjuk (min_supp cseréje MI1S(I)-re), akkor nem
garantalt, hogy jo megoldast kapunk. Ha példaul a BC ritka, akkor az ABC' halmaz nem lenne
a jeloltek kozott annak ellenére, hogy akar gyakori is lehet.

Szerencsére a probléma konnyen orvosolhatd. Csak

azt kell észrevenniink, hogy mi okozhatja a hibat. Az  Vaksdgot okoz a nyakkendod.
dltaldnossdg megsértése nélkiil feltehetjik, hogy az ele- | A 1Ly tatds szerint a szorosan
mek MIS értékiik alapjan novekvé sorba vannak rendez- megkétott nyakkendd csokkenthe-
ve. A MIS definici6jabol kovetkezik, hogy tetszlleges (- |4 nyaki véna hatékonysdgdt,
elemt [ = {il, e ,ig} halmaz ¢ —1 darab (ﬁ — 1)—elemﬁ ezdaltal a szem vérelldta’sa’t,
részhalmazdnak MIS értéke megegyezik I MIS értékével, | g hdlyog kialakuldsdhoz,
ami M 1S(iy). Ezeknek a részhalmazoknak tehat gyakorinak legsiilyosabb esetben pedig
kell lennitik, hiszen a tamogatottsag monotonsaga most is részeges vagy teljes vaksdghoz
fenndll. Az egyetlen részhalmaz, amely lehet ritka, az I leg- | 0 ethet. Még  veszélyesebb a
els6 elemét nem tartalmazo részhalmaz. Ezt a részhalmazt helyzet a vékony nyaki emberek
tehat ne vizsgaljuk a jelolt el6allitas masodik 1épése soran. esetében, mert az & wvéndjuk
Kivétel ez aldl azon eset, amikor a masodik elem MIS értéke érzékenyebb — mutatnak rd az
megegyezik az elsé elem MIS értékével, mert ekkor még en- | ) oo »  Forras: http: //pvg.
nek a részhalmaznak is gyakorinak kell lennie. uw.hu/cikk/nyakkendo . html

Amennyiben ¢ > 2, akkor biztos, hogy a generatorok
egyike sem egyezik meg a legkisebb elemet nem tartalmazé
részhalmazzal (£>2 esetében ugyanis a generatorok (¢—2)-elemi prefixei megegyeznek, amelyek
biztos, hogy tartalmazzdk a jelolt elsé elemét). Ez pedig garantdlja, hogy az algoritmus teljes,
amennyiben az Osszes gyakori elempart megtalaltuk. Nézziik meg most az egy- és kételemi
jeloltek esetét.

Gyakori elemek meghatarozasanal a szokasos eljarast kovetjik: minden elem jelolt.
Elemparok esetében azonban nem allithatjuk, hogy egy par akkor jelolt, ha mindkét eleme
gyakori. Példaul az AB par lehet gyakori akkor is, ha az A ritka. Ha ugyanis B-nek MIS értéke
kisebb A-nak MIS értékénél, akkor az AB-nek a MIS értéke megegyezik B-nek a MIS értékével,
igy AB lehet gyakori. Szerencsére sziikségtelen az 6sszes elemet figyelembe venni. Ha példaul az
A elem ritka és az A MIS értéke a legkisebb, akkor a tdmogatottsag monotonsagabdl kovetkezik,
hogy az A-t tartalmazo halmazok ritkak. Ha tehat MIS érték szerint novekvéen vannak ren-
dezve az elemek, akkor a legkisebbdl kiindulva keressiik meg az elsé gyakori elemet. Az Osszes
utana kovetkezot figyelembe kell venni a jeloltparok el6allitasanal akkor is, ha valamelyik ritka.




5. fejezet

Asszociacios szabalyok

A gyakori elemhalmazokat felhasznalhatjuk arra, hogy gyakori elemhalmazokra vonatkozo
szabdlyokat nyerjiink ki bel6liik. Az [} — I, asszociaciés szabdly azt allitja, hogy azon bemeneti
elemek, amelyek tartalmazzak [;-et, tartalmazzak altalaban Io-t is. Példaul a pelenkat vasarlok
sort is szoktak venni.

Mi az értelme ezeknek a szabalyoknak? Példaul az, hogy szupermarket extra profithoz
juthat az alabbi médon: Ha I; — I, szabaly igaz, akkor ériasi hirverés kozepette csokkentsiik I
termékek arat (mondjuk 15%-kal). Emellett diszkréten emeljiik meg I, termék arét (mondjuk
30%-kal) gy, hogy az I; drcsdkkentésébol szérmazé profitcsokkenés kisebb legyen, mint az I
aremelésébdl szarmazo profitnovekedés. Az I és I, termékek eladdsai egyiitt mozognak, tehat
az I, termék eladdsa is noni fog. Amit vesztiink a réven, azt megnyerjiik a vamon: 6sszességében
a profitunk noni fog, és a ledrazas reklamnak is jé volt.

Korunkra jellemz6 olcsé internetes iizletek is ilyen szabdlyok alapjan dolgoznak. Tudjak
milyen terméket vasarolnak egyiitt. Sokszor az egytitt vasarlast el6 is irjadk azzal, hogy nem
adjak el onmagaban az olcsd arucikket, csak akkor, ha megveszi az tigyfél a draga kiegészitot
is.

Az ilyen szabélyokbdl nyert informéaciét hasznalhatjak emellett aruhdzak terméktérképének
kialakitasdhoz is. Cél a termékek olyan elrendezése, hogy a vevok elhaladjanak az Oket
érdekelhetd termékek elott. Gondoljuk meg, hogyan lehet kiaknazni e célbdl egy asszociacids
szabalyt.

Elemhalmazok sorozatat abrazolhatjuk binaris értékeket tartalmazoé tablaval is. Ekkor az
asszociacios szabalyok attribitumok kozotti Osszefiiggést mutatnak: ha az [; attributumok
értékei 1-es, akkor nagy valdszintiséggel az [ attribatumok értéke is az. A valdszintliség értékét
a szabaly bizonyossdga adja meg. Csak olyan szabalyok lesznek érdekesek, amelyek bizonyossaga
magas. Példaul a hazassdgban él6k 85%-dnak van gyermekiik.

Az asszociaciés szabdlyok felhasznélasi teriilete egyre bovil. A piaci stratégia meg-
hatarozasan tul egyre fontosabb szerepet jatszik a dontéstamogatas és pénziigyi elérejelzések
tertiletén is.

Nézziik most az asszocidcios szabaly pontos definiciéjat.

93
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5.1. Az asszociacios szabaly fogalma

Hasznaljuk a 4.1 részben bevezetett definicidkat és jeloléseket (elemhalmaz, kosar,
tamogatottsdg, fedés, gyakori elemhalmaz stb.).

5.1. definicié (asszocidcibs szabdly). Legyen T azJ hatvanyhalmaza felett értelmezett soro-
zat. Az R: 1, 25 1, kifejezést ¢ bizonyossdgi, s tdmogatottsdgi asszocidcios szabalynak nevezziik,
ha Iy, Iy diszjunkt elemhalmazok, és

_ suppz(1,Uly)
supp(1)

s = suppy (11 UILy)

A szabdly bal oldaldt feltétel résznek, a jobb oldaldt pedig kdvetkezmény résznek nevezzik.

Az R: I} — I, szabdly bizonyossdgara gyakran con f(R)-ként hivatkozunk.
Feladat egy adott kosarsorozatban azon asszo-

ciacios  szabalyok  megtaldlasa, amelyek gyakoriak  Felmérések igazolidk, hogy azok
(tdmogatottsaguk legalabb min_supp), és bizonyossdguk |, legholdogabb pdrok, akik nem-
egy elére megadott korlat felett van. Jeloljiikk ezt a bi- | ¢,k hétkoznapi  problémdjukat
zonyossagi korlatot min_conf-fal. A feltételt kielégito 0sztjdk meg eqymdssal, de mernek
szabalyokat érvényes asszocidcids szabdlyoknak hivjuk, az |, +titkos dimaikrél is beszélni.”
1 bizonyossdggal rendelkezéket pedig egzakt asszocidcios |Forras: Wellness 2007. oktéberi

szabdlynak. szdm 106. oldal

5.2. definicié (érvényes asszociacids szabdly). T ko-

sarak sorozatdban, min_supp tdmogatottsagi és min_conf

bizonyossdgi kiiszob mellett az I} <5 I, asszocidcids szabdly érvényes, amennyiben I; UL, gya-
kori elemhalmaz, és ¢ > min_conf

A fenti feladatot két 1épésben oldjuk meg. Eloszor eldallitjuk a gyakori elemhalmazokat,
majd ezekbol az érvényes asszocidcios szabdlyokat. Az elsé 1épésrol szol a 4. fejezet, nézziik
most a masodik 1épést.

Minden I gyakori termékhalmazt bontsunk fel két diszjunkt nem {iires részre (I = I;UIy),
majd ellenorizziik, hogy teljesiil-e a % > min_conf feltétel. Amennyiben igen, akkor a
I — I, egy érvényes asszociacids szabaly. A tamogatottsag anti-monoton tulajdonsigat fel-

hasznalhatjuk annak érdekében, hogy ne végezziink tul sok felesleges kettéosztast.

5.3. észrevétel. Amennyiben I, 1 gyakori elemhalmazok a T bemeneti sorozatban, és I; C I,
illetve I; — I\I; nem érvényes asszocidcios szabdly, akkor I} — I\I] sem érvényes semmilyen
I C I-re.

supp(11U(J\1)) __ supp(l)

supp(/1)  ~ supp(l1)
Mivel a tamogatottsdg anti-monoton, ezért supp(l]) > supp(/;), amibél

Bizonyitis: Az I, =5 1 \I; nem érvényes szabdly, tehat ¢ = <min_conf.

1 < 1 éS
supp(l) — supp(/1)’
ebbdl, ha ¢-vel jeloljiik az 1] — I\I] szabdaly bizonyossagat, akkor

L swp(D) _ supp(])
supp(l]) ~ supp(l1)

tehat I} — I'\I] sem érvényes asszocidciés szabdly.

< min_conf
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e Weka 3.5.7 Az asszocidcids szabdlyokkal kapcsolatos osztdlyokat
3 WEKA az Explorer Associate fiilén keresztul érhetjik el.

The University
of Waikato

The University
of Waikato

5.1.1. Maximalis kovetkezményii asszociaciés szabaly

A maximalis méretii gyakori mintakbol az Osszes gyakori mintat meghatarozhatjuk. Ez
abbol kovetkezik, hogy gyakori minta minden részmintdja gyakori. Asszociacié szabalyoknal
is vannak olyanok, amelyekb6l mas szabdalyok levezethetok. Nézziink két egyszerii levezetési
szabalyt. Tegytk fel, hogy I — Iy érvényes asszociacios szabaly, ekkor

— I} — I is érvényes, minden [, C I5-re.

— [1Ui— I\ {i} is érvényes minden i € Io-re. Ezek szerint a kovetkezményrészbdl tetszéleges
elemet attehetlink a feltételrészbe.

Mindkét allitas a tamogatottsag anti-monoton tulajdonsagabdl kozvetlentil adodik.

Ezek szerint minden asszociacios szabdly levezetheté a maximalis kovetkezményrésszel ren-
delkez0 asszociacios szabalyokbol. Persze a levezethetoség nem a lejobb sz6, ugyanis a szabalyok
paramétereire nem tudunk kovetkeztetni.

5.1.2. Egzakt asszociaciés szabalyok bazisa

A 100%-os bizonyossdggal rendelkezs asszocidciés szabédlyokat —egzakt —asszocidcios
szabalyoknak hivijuk. Az egzakt asszociacios szabalyokra érvényes tranzitivitas is, tehat Iy — I
és Iy — I3-bol kovetkezik, hogy I; — I3. Matematikus beallitottsagii emberek agyaban azonnal
felmeriil, hogy van-e az egzakt asszociacids szabalyoknak egy minimalis bazisa, amelyb6l min-
den egzakt asszociacios szabdly levezethetd. Ehhez a bézishoz a pszeudo-zdrt elemhalmazokon
keresztiil jutunk.

5.4. definicié. Az I elemhalmaz T-re nézve zart, amennyiben nem létezik olyan I' minta,
amelynek I valodi részhalmaza, és I' tamogatottsiga megegyezik I tamogatottsigaval (supp(I')=

= supp(1)).

5.5. definicié. I C J pszeudo-zdrt elemhalmaz, ha nem zdrt, és minden pszeudo-zdrt I' C I
elemhalmazra fenndll, hogy lezdrtja valodi része I-nek.

Az tires halmaz pszeudo-zart, amennyiben az nem zart. Zart elemhalmaz fogalmahoz

A pszeudo-zart elemhalmazok segitségével tudunk egy
olyan szabalybazist megadni, amelyekbol az Osszes egzakt
asszociacios szabdly megkaphatd.

, Pici péniszt okozhat a parfim”
Forrés: http://www.ma.
hu/page/cikk/aj/0/166581/1
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5.6. definicié. Legyen FP a pszeudo-zdrt elemhalmazok
halmaza T-ben. Ekkor a Duquenne—Guigues-bazist a kovet-
kezoképpen definialyuk :

DG ={r: I = h(I)\ 1|, € FP, 1, # 0},
ahol az I lezdrtjat h(I)-vel jeléltik.

5.7. tétel. A Duquenne—Guigues-bazisbol az osszes egzakt szabdly levezethetd és a bdzis mi-
nimdalis elemszdamu, tehdt az egzakt szabdlyoknak nincsen olyan kisebb elemszami halmaza,
amelybdl az dsszes egzakt asszocidcios szabdly levezethetd.

A Duquenne-Guigues-bazis maghatarozasahoz a pszeudo-zart elemhalmazokra van sziikség,
amelyek a nem zart gyakori elemhalmazokbdl keriilnek ki. A pszeudo-zartsag eldontéséhez
a definiciobdl indulunk ki: amennyiben I nem zart gyakori termékhalmaznak létezik olyan
részhalmaza, amely lezartja tartalmazza I-t, akkor I nem pszeudo-zart elemhalmaz. Ellenkez6
esetben az. Jeloljik az i-elemli gyakori, illetve gyakori zart halmazokat GY; és ZGY;-vel.

Az algoritmus menete a kovetkezd: Vegyiik fel az iires halmazt a pszeudo-zartak kozé,
amennyiben az nem zart. Ezutan vizsgdljuk GY;\ ZGY:, GY2\ ZGYs, ... GY,,\ ZGY,, halma-
zokat. Az I € GY;\ ZGY; pszeudo-zéartsdganak eldontéséhez, az Gsszes eddig megtalalt kisebb
elemszamu pszeudo-zart elemhalmazra ellendrizziik, hogy részhalmaza-e I-nek és ha igen akkor
lezértja tartalmazza-e I-et. Amennyiben tehat létezik olyan I'€ F'P; (j <i), amire fenndll, hogy
I'C I és ICh(l'), akkor I nem pszeudo-zart, ellenkezé esetben igen. Ekkor [ lezartja az I-t
tartalmazdé legkisebb zart halmaz.

5.2. E‘rdekességi mutatok

Az asszociacios szabalyok gyakorlati alkalmazasa soran az alabbi harom silyos probléma
jelentkezett :

I. Az asszociacios szabdlyok szama til nagy. Ha magasra allitjuk a két kiiszobszamot, ak-
kor kevés szabaly lesz érvényes, azonban ekkor szamos — amugy érdekes — szabaly rejt-
ve marad. Ellenkezé esetben azonban rengeteg szabaly jon létre, amelyek koziil kézzel
kivalogatni a fontosakat szinte lehetetlen feladat.

I1. Az asszociacids szabalyok félrevezeték lehetnek. Mivel az adatbanyaszat fontos stratégiai
dontéseknek adhat alapot, félrevezeté szabdly rossz stratégiat eredményezhet. Fejtsiik
ki ezt egy kicsit b&vebben. Egy asszociacids szabélyra szoktak tgy tekinteni (helyte-
lentil!!! lasd 5.6 rész), mint egy valdsziniiségi okozatisdg viszonyra: adott termékhalmaz
megvasarlasa nagy valdszintiséggel masik termékhalmaz megvasarlasat ,,okozza”. Az oko-
zatisdg valoszinliségét a szabaly bizonyossidga adja meg. Csak ennek az értékét vizsgalni
azonban nem elég!

Képzeljiink el egy biifét, ahol az alabbiak teljesiilnek. Az emberek egyharmada hambur-
gert vesz, egyharmada hot-dogot, egyharmada hamburgert és hot-dogot egyszerre. Azok
és csak azok vesznek majonézt, akik hamburgert esznek. Ezek szerint a ,kosarak”66%
tartalmaz hot-dogot és 50%-uk hot-dogot és majonézt is. Emiatt a hot-dog — majonéz
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érvényes asszociaciés szabdly lehet. Felhasznalva az asszociacids szabalyok bevezetésénél
bemutatott triikkot, a hot-dogért felel6s részleg vezetéje (©) tgy dont, hogy a nagyobb
értékesités reményében csokkenti a hot-dog arat és noveli a majonézét. A varakozasokkal
ellentétben a profit csokkenni fog! Miért? Azért, mert a hamburger fogyaszték a hot-dog
kedvezo ara miatt inkabb hot-dogot vesznek, aminek val6jaban semmi koze a majonézhez,
azaz annak eladdsa nem fog néni. Kovetkeztetésiink az, hogy egy asszociaciés szabaly nem
jelent okozatisagot.

A példa jol szemlélteti, hogy a bizonyossag nem a legtokéletesebb mutatd az Gsszefiiggések
méréséhez. Gondoljunk arra, hogy egy szabaly bizonyossaga a kovetkezményrész feltételes
valészintiségét probélja becsiilni, tehdt I <5 I, esetén ¢ = p(L|I;) = % Amennyiben
p(Iz|17) megegyezik p(Io)-vel, akkor a szabaly nem hordoz semmi tobblet- hasznos in-
forméciét (kivéve azt, hogy I az Ij-et tartalmazdé kosarakban is ugyanolyan gyakori,

mint altaldban. De ilyen szabély rengeteg van!).

ITI. A legtobb szabaly nem érdekes. Pontosabban a szabalyok nagy része bizonyos més
szabalyoknak semmitmondé specidlis esetei, apré modositasai. Sziikség lenne valahogy a
szabalyokat fontossdguk alapjan sorba rendezni, vagy minden szabalyhoz egy érdekességi
mutatot rendelni.

A masodik probléméra a fliggetlenségi mutatd bevezetése lesz a megoldas. A harmadik
problémanak is koze van a fiiggetlenséghez. Erdekes szabalyt, ha , felhigitunk” egy kicsit fiigget-
len elemekkel, akkor még kaphatunk érdekes szabdlyt. A felhigitott szabaly azonban egy extra
feltételt tartalmaz igy feleslegesen specidlist. Tobbet ér egy altalanos szabdly, mint sok specialis
szabaly felsororasa.

5.3. Szabalyok fiiggetlensége

Az Osszefligg6ség mérésére szamos mutatdszamot vezettek be a kutatok.

5.3.1. lift érték

Egy szabaly nem érdekes, ha a feltétel és a kovetkezményrészek fiiggetlenek egyméstol.
Valészintiségszamitasbeli ismereteinket felidézve: az X és az Y események fiiggetlenek
egyméstdl, ha P(X,Y) = P(X)P(Y), azaz ha a poipqy hényados értéke 1. Mingl jobban
eltér a hanyados egytol, annal inkabb Osszefliggdk az események. Ez alapjan egy szabaly [lift

értékét, amely a fiiggetlenséget szandékozik megragadni, a kovetkezéképpen definialjuk:

lift(1 — 1) = —Lreald Ul
freq(I)- freq(I')
ahol freq a gyakorisagot jeloli. Csendben feltételeztiik, hogy a valészinliséget a relativ gyakor-
isdggal kozelithetjiik.
Ha ezek utan egy adatbazisbdl a rejtett osszefiiggéseket asszociacios szabalyok formajaban
akarjuk kinyerni, akkor a tamogatottsagi és bizonyossagi kiiszob mellett fliggetlenségi kiiszobot
(min_lift) is megadhatunk. Példaul, ha min_lift = 1.3, akkor azok a szabdlyok érdekesek,

amelyekre lift(R) > 1.3 vagy lift(R) < %
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Gyakori termékhalmazbol alkotott asszociacids szabaly lift értékének meghatarozasahoz
minden adat rendelkezésiinkre all, igy konnyedén megkaphatjuk az értékét.

A lift érték elonye, hogy konnyt értelmezni, még a matematika irant kevésbé fogékonyak is
freq(Iul’)

megértik. frjuk 4t a lift definiciGjat a kovetkezd alakra: lift(I —1')= f’;%q(([[,)). Ez az I’ feltételes
relativ gyakorisdganak és az I’ relativ gyakorisdgdanak a hanyadosa. Ha példaul vasarloi szokasok
elemzésénél a sor — pelenka szabaly lift értéke 2, akkor a sort vasarlok korében a pelenkat

vasarlék aranya dupla annyi, mint ugy altalaban a pelenkat vasarlék aranya.

5.3.2. Empirikus kovariancia, empirikus korrelaci6

A lift érték bevezetésénél hasznalt logika alapjan mondhatnank, hogy két esemény akkor
fiiggetlen, ha a P(X,Y) és a P(X)P(Y) szorzat kiilénbsége 0. Minél jobban eltér a kiilonbség
nullatél, annal nagyobb az Gsszefiiggés X és Y kozott. Legyen tehat a fliggetlenségi mutaténk

cov(I = 1") = freq(IUI")— freq(I)- freq(I').

Relativ gyakorisagvaltozas helyett abszolut gyakorisagvaltozast hasznalunk. De mi koze min-
dennek a cimben emlitett empirikus kovariancidhoz? Egyéltalan, mi az az empirikus kovarian-
cia?!?

Az X és Y valdszintiségi valtozdk kovariancidja

coo(X,Y) = E[(X —p)(Y —v)] = E[X-Y]—p-v, ahol p LAusztrdl kutatdk dllitdsa szerint
é¢s v az X ¢és Y varhato értékét jeloli. Konnyl belatni, |, <ok stressz elhizdshoz vezet.”
hogy a kovariancia nulla, amennyiben X és Y fiiggetlenek. |pgp4s: http: //www.hirtv.
Ha stirfiségfiiggvényeket nem ismerjiik, hanem csak megfi- |y, Jeletmod/?article_hid=
gyelések (x;,;)-k dllnak rendelkezésiinkre, akkor empirikus |-q1g5457
kovarianciarol beszéliink, amelynek definiciéja: % Z?Zl(a:j—
—7)(y; —y), ahol = és y a mintaatlagokat jelolik.

Az I és I' valdsziniiségi véltozdk jelolhetik két termék megvételét. Az asszocidcids
szabalyokndl bevezetett jeloléseket hasznalva a mintaatlaga ekkor a gyakorisaggal egyezik meg
az i; pedig 1, amennyiben a j-edik kosar tartalmazza az i terméket. Ekkor

n

cov(I = I') = % Z(ij — freq(I))(i; — freq(I'))
- %(Z iji; — freq(I) ZZ; — freq(I') Zij +nfreq(])f7“eq(]’))

=1 =1 =1
= freq(IUI") — freq(I) freq(I') — freq(I) freq(I") + freq(I) freq(I')
= freq(IUI")— freq(I) freq(I').

__cov(X)Y

A kovariancia normalizéldsabdl adédik a korreldcié: corr (X, Y)—TY). A korrelaci6 értéke
mindig -1 és 1 kozé esik. Szamitsuk ki egy asszociaciés szabaly empirikus korrelacigjat. Mivel
egynek és nulldnak a négyzete egy és nulla, ezért 0% = F[X?] — E*[X| = F[X]— E?[X]. Ebbdl

corr(I — I') = Cov(I =1') freq(IUI")— freq(I)freq(I’)

oror /EA-EM) /EI(1-EB[I)
__freqUul)— freq(D)freq(l’)
v/ freq(I) freq(I) freq(I") freq(I")
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5.3.3. A y’-statisztika

Valéjaban a lift mutaté nem ragadja meg kell6képpen a két esemény (X és Y el6fordulésa)
statisztikai fliggetlenségét. Tudjuk, hogy az X, Y események fiiggetlenek, ha P(X)P(Y) =
= P(X,Y), amelyet atirhatunk 1 = P(Y|X)/P(X) alakra. A jobb oldal annyiban tér el a
fliggetlenségi mutatétdl, hogy abban a valdszintiségek helyén relativ gyakorisagok szerepelnek.
Pusztan a relativ gyakorisagok hanyadosa nem elég jo mérték a fiiggetlenség mérésére. Nézziink
példdul a kovetkez6 két esetet. Elsé esetben négy tranzakcié van, supp(I) =2, ¢ = 0.5, amibdl
lift 1 adédik. A masodikban a tranzakcidk szdma négyezer, supp(I)=1992, c=0.504, amibél lift
1.012 kovetkezik. Ha csak a fliggetlenségi mutatokat ismernénk, akkor azt a téves kovetkeztetést
vonhatnank le, hogy az elso esetben a két esemény fiiggetlenebb, mint a masodik esetben. Holott
érezziik, hogy az els6 esetben olyan kevés a tranzakcié, hogy abbdl nem tudunk fiiggetlenségre
vonatkoz6 kovetkeztetéseket levonni. Minél tobb tranzakcié alapjan allitjuk, hogy két elem-
halmaz el6fordulasa osszefiiggésben van, annél jobban kizarjuk ezen allitasunk véletlenségének
(esetlegességének) esélyét.

A fiiggetlenség mérésére a statisztikusok altal alkalmazott eszkoz az tin. x? prébastatisztika.
Az Ay, Ay, ... A, és By, Bs, ..., B, két teljes eseményrendszer y? probastatisztikdjat az aldbbi
képlet adja meg:

kik\?
2 ~ (kij_ n )
X :ZZ kik,

n

i=1 j=1

ahol ki; az A;N Bj esemény, k; = > " kij az A; esemény és k; = >, kij a B; esemény
bekovetkezésének szamat jeloli. Minél kisebb a probastatisztika, annal inkabb fliggetlenek az
események. A jelolést megjegyzését segito kétszer kettes kontingenciatablat a kovetkezo abra

mutatja.

| X nem X | XY

Y kl,l k1,2 kl.
nem Y k271 k272 kg.
Z k'.l k,g n

A mi esetiinkben az egyik eseményrendszer az I elemhalmaz a masik az I’ elemhal-
maz eléforduldsdhoz tartozik, és mindkét eseményrendszernek két eseménye van' (el6fordul
az elemhalmaz az adott tranzakciéban, vagy sem). A kovetkezd tabldzat mutatja, hogy a
x? prébastatisztika kiszamitdsdhoz sziikséges értékek koziil melyek allnak rendelkezésiinkre
tamogatottsag formajaban.

| I lnem I | >
I supp(IUI") supp(I’)
nem [’

2 supp(1) 7]

I Amennyiben mindkét eseményrendszer két eseménybdl &ll, akkor az eredeti képletet médositani szokés a

2
ki K j
) ks

Yates-féle korrekcids egyiitthatéval, azaz x2 = Zle Z?Zl <

kz——
J n
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A hidnyzé értékeket a tdblazat ismert értékei alapjan konnyen pétolni, hiszen példaul ky; =
= supp(I) — supp(IUI").

A ? prébastatisztika helyett hasznalhatjuk mutatészdmnak a préba p-értékét. A p-érték
megegyezik azzal a legnagyobb prébaszinttel, amely mellett a hipotézisiinket (fiiggetlenség)
elfogadjuk.

A x?-préba kozelitésen alapul ezért akkor miikodik jol, ha a kontingencia tablizat elemei
nagyok. Kétszer kettes tablazat esetében az okolszabdaly az, hogy mind a négy elem nagyobb
legyen 10-nél.

Miel6tt teljes elégedettségben hatraddlnénk a karosszékiinkben, mert talaltunk egy tu-
domanyosan megalapozott médszert, olvassuk el a kovetkezoket.

5.8. allitas. Kétszer kettes kontingenciatdbldk esetében a x?* prébastatisztika értéke megeqyezik
az empirikus korreldacio négyzetének n-szeresével, ahol n-nel a mintdak szdmdt jelolyik.

Bizonyitas: frjuk fel a x? probastatisztika értékét kétszer kettes kontingenciatabldk esetére:

2 2 < kik.j ) 2 2 (kij— (k“—i_k’?)(klj"’"k?j))Z
:ZZ ZZ k11+k12+k21+k22
i=1 j=1 im1 =1 (ki1 +Kio) (K1j + koy)
n

s g (k11kos — /f12/€21) s o
Z Z ~ (Kiika — k12]€21 Z Z 1
ki +k12 kl] +koj) (ki + ki) (k1j+ ko)

i=1 j=1 i=1 j=1
n
_ (k11kag — k1oka1)? ‘ < 1 1 n 1 >+ 1 ( 1 N 1 )>
n ki1 4k Yk +kis kot koo ko1 + koo ki +kis  Kkia+ koo
_ (k11kao — k12kar)? _ << 1 n 1 )( 1 N 1 ))
n kii+Fkio  kor+koe’ Yk ks kot koo

_ (knkzz—kwkm)Q < k114 Eig 4 Ear 4 Fao _ k11 4 Eig 4+ Eop + Koo )
n (k11 + ki) (ka1 +ka2) (k11 +ka1) (k1o +kao)

kika

3 B 2

n(ki1kao — kiokar )? _ n*(ku ) B n(fu—fi.f1)?

kl.kZ.k.lk.Z B kl.kQ.k.lk.Z B fl.fZ.f.lf.Q 7

ahol f;; = k;;/n. A bizonyitds sordan tobbszor felhasznaltuk, hogy n = ki1 + k1o + ka1 + kao.

Ha a x? prébastatisztika csak egy megbonyolitott korreldcid, amely pedig egy normalizalt
kovariancia, a kovariancia pedig a lift érték ,testvére”, akkor most miért is mond tobbet a
x-probastatisztika a lift értéknél?

Egyrészrol, az eredményként egy eloszlasfiiggvényt kapunk, nem csak egy szamot. Ez olyan,
mint amikor megkérdezziik az utvonaltervezd programtél, hogy mennyi idébe fog telni, hogy
eljussunk A pontbdl B-be. Egy kezdetleges program egy konkrét szamot adna eredményiil. A
valésadgban azonban a helyes vélasz egy eloszlasfiiggvény, amelynek meghatarozhatjuk példaul a
varhaté értékét és a szérasat. A szoras, amely a bizonytalansiagra utal, szintén fontos paraméter.
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Masrészrol, mert figyelemebe veszi az adatbazis méretét. Nem nekiink kell meghataroznunk
egy jo lift értéket, amely adatbazisonként mas lesz, hanem csak a préba szintjét kell megadnunk
és maris szlirhetjiik ki azokat a szabdlyokat, amelyek feltétel- és kovetkezményrésze kozott nincs
szignifikans kapcsolat. Olyan, mintha a sziirésre hasznalt kiiszobot is automatikusan allitanank
el6.

5.3.4. A binomialis préba

A x2-préba és az ebbdl adédd p-érték nem haszndlhatéd, ha a 